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Kapitel 0

Auftakt

Das Problem der Punkte
Aus dem Briefwechsel zwischen Blaise Pascal1 und Pierre de Fermat2 1654, angeregt durch Fragen von
Antoine Gombard, genannt Chevalier de Méré3, siehe auch [KW, S. 95�]:

Spieler A und Spieler B spielen über mehrere Runden, jede einzelne Runde ist ein faires Glücks-
spiel (z.B. ein fairer Münzwurf).

Am Anfang setzt jeder gleich viel ein, derjenige, der als erster insgesamt vier Runden gewonnen
hat, bekommt alles.

Nach drei Runden muss das Spiel abgebrochen werden, es steht 2 ∶ 1 für A.

Frage: Wie soll der Einsatz nun gerecht aufgeteilt werden?

Ansatz: Aufteilung gemäß der Wahrscheinlichkeit, von diesem Spielstand aus zu gewinnen.
Wie wahrscheinlich ist es, dass A vom Spielstand 2 ∶ 1 aus gewinnt?

Fermats Berechnungsvorschlag (”Aufzählung aller Vorwärtspfade“)
Spiele im Geiste 4 Runden weiter (dann wäre das Spiel sicher entschieden), die 16 möglichen Spiel-
weiterführungen sind

AAAA ABAA BAAA BBAA
AAAB ABAB BAAB BBAB
AABA ABBA BABA BBBA
AABB ABBB BABB BBBB

(unterstrichen =̂ führt zu Sieg von A)
1Blaise Pascal, 1623–1662, Mathematiker, Physiker, Philosoph, ...
2Pierre de Fermat, 1607(?)–1665, Jurist, Gelehrter, Mathematiker, ...
3Antoine Gombard, 1607–1684, Schriftsteller und (Amateur-)Mathematiker
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Siege A

Siege B

0 4

4

Ein Spielverlauf =̂ Nord-Ost-Pfad in N0 × N0, blau eingezeichnet Verlauf ABBA. Die
schwarz ausgefüllten Punkte sind Endstände solcher Spielweiterführungen, bei denen A
gewinnt.

Demnach ist die

Wahrscheinlichkeit, dass A vom Stand 2 ∶ 1 aus gewinnt, gleich
11

16
.

Pascals Berechnungsvorschlag (”Rückwärtsrechnung“)
Berechne ”rückwärts“ die Wahrscheinlichkeit f(x, y), dass A vom Spielstand x ∶ y aus gewinnt:
Wenn man f(x + 1, y) und f(x, y + 1) schon kennt, kennt man auch

f(x, y) = 1

2
f(x + 1, y) + 1

2
f(x, y + 1).
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Bemerkung. Pascals Methode ist weniger rechenaufwendig (speziell wenn eine größere Anzahl als 4
gewonnene Runden für den Gesamtsieg betrachtet wird).

Wir werden Pascals Ansatz wieder tre�en als (einen Spezialfall) der Lösung des Dirichlet-Problems
für eine Markovkette.
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Kapitel 1

Grundlegendes

In diesem Kapitel geht es um grundlegende Begri�e und De�nitionen, die zur mathematischen Mo-
dellierung von Zufallssituationen verwendet werden.

1.1 Ereignisse und Wahrscheinlichkeiten
Sei Ω (nicht-leere) Menge (”Ergebnisraum“ oder ”Stichprobenraum“),

ω ∈ Ω heißt ein ”Elementarereignis“

(gewisse)A ⊂ Ω nennen wir Ereignisse,
insbesondere Ω . . . ”sicheres Ereignis“, ∅ . . . ”unmögliches Ereignis“

Vorstellung: ”der Zufall“ wählt ein ω ∈ Ω, wir sagen ”A tritt ein“, wenn ω ∈ A.

Wir betrachtenF ⊂ 2Ω (∶= {B ∶ B ⊂ Ω}) und lassenA ∈ F als Ereignisse zu.

Operationen (Mengeninterpretationen und ihre Interpretation für Ereignisse):
Ac ∶= Ω ∖A . . . ”A tritt nicht ein“

(Ac heißt Gegen- oder Komplementärereignis vonA)
A ∩B . . . ”A undB treten ein“
A ∪B . . . ”A oderB treten ein“
A ⊂ B . . . ”A impliziertB“

Manchmal auch:

A∆B ∶= (A ∩Bc) ∪ (Ac ∩B) (symmetrische Di�erenz),
. . . ”genau eines der beiden EreignisseA,B tritt ein“

Wir fordern, dassF erfüllt

i) ∅ ∈ F ,
ii) A ∈ F ⇒ Ac ∈ F ,

iii) A1,A2, ⋅ ⋅ ⋅ ∈ F ⇒ ∪∞n=1An ∈ F .
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De�nition 1.1. Sei Ω eine nicht-leere Menge.F ⊂ 2Ω, das i)–iii) genügt, heißt eine σ-Algebra (über
Ω).

Ein Paar (Ω,F) mit F σ-Algebra über Ω heißt ein messbarer Raum (auch: Messraum oder Er-
eignisraum).

Bemerkung. Das ”σ“ im Namen erinnert an die abzählbare Operation in iii); wenn man stattdessen

iii)’ A1,A2 ∈ F ⇒ A1 ∪A2 ∈ F

fordert, so heißtF eine Algebra.
Eine σ-Algebra ist insbesondere eine Algebra, dennA1 ∪A2 = A1 ∪A2 ∪ ∅ ∪∅ ∪⋯

Beispiel 1.2. Ω endliche (oder abzählbare) Menge,F = 2Ω (”diskreter messbarer Raum“)
Beispiel-Instanzen:

• Wurf einer Münze, Ω = {K,Z}

• Wurf eines Würfels, Ω = {1,2, . . . ,6}

• Dreifacher Würfelwurf, Ω = {1,2, . . . ,6}3 (= {(a1, a2, a3) ∶ ai ∈ {1, . . . ,6}})

• Wartezeit, bis in einer Münzwur�olge der erste Erfolg kommt, Ω = N0

Abgesehen von maßtheoretischen Schwierigkeiten im überabzählbaren Fall, die dann i.A. die
Wahl F = 2Ω unmöglich machen – vgl. z.B. [G, Satz 1.5], (”Warum so vorsichtig?“) –, hilft eine
σ-Algebra auch bei der Modellierung unterschiedlicher ”Informationsgenauigkeit“:

Bemerkung. F modelliert, welche Ereignisse wir beobachten können, z.B.

Ω = {1, . . . ,6}, F = {∅,{2,4,6},{1,3,5},{1, . . . ,6}}

entspricht folgendem Zufallsexperiment: Jemand wirft einen 6er-Würfel, verrät uns nur, ob Augen-
zahl gerade oder ungerade.

De�nition 1.3. (Ω,F) ein messbarer Raum. Eine Abbildung P ∶ F → [0,1] mit

(N) P (Ω) = 1 (”Normierung“) und

(A) A1,A2, ⋅ ⋅ ⋅ ∈ F paarw. disjunkt ⇒ P(
∞
⋃
n=1

An) =
∞
∑
n=1

P (An) (”σ-Additivität“)

heißt ein Wahrscheinlichkeitsmaß (auf (Ω,F)).
Ein solches Tripel (Ω,F , P ) heißt ein Wahrscheinlichkeitsraum.
FürA ∈ F nennen wir P (A) die Wahrscheinlichkeit (des EreignissesA unter dem Maß P ).
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Beispiel 1.4 (diskreter Wahrscheinlichkeitsraum). Ω endlich oder abzählbar, p ∶ Ω → [0,1] Abbil-
dung mit ∑

ω∈Ω
p(ω) = 1.

P (A) ∶= ∑
ω∈A

p(ω), A ⊂ Ω

de�niert ein Wahrscheinlichkeitsmaß auf (Ω,2Ω).
pheißt die (Wahrscheinlichkeits-)Gewichtsfunktion vonP ,p(ω)heißt das (Wahrscheinlichkeits-)

Gewicht von ω.

Beispiel-Instanzen

1. Uniforme Verteilung auf einer endlichen Menge: ∣Ω∣ < ∞, p(ω) = 1
∣Ω∣ sind die Gewichte der

uniformen Verteilung auf Ω. Das zugehörigeP heißt oft auch die Laplace-Verteilung1 (auf Ω).

(a) (Wurf eines fairen 6er-Würfels) Ω = {1,2,3,4,5,6}, p(ω) = 1/6 für ω ∈ Ω

(b) (dreimaliger Wurf eines fairen 6er-Würfels) Ω = {(ω1, ω2, ω3) ∶ ωi ∈ {1,2,3,4,5,6} für i =
1,2,3}, p((ω1, ω2, ω3)) = 1/63 = 1/216

(c) (n verschiedene Objekte / Zahlen in zufälliger Reihenfolge)

Ω = {(x1, x2, . . . , xn) ∶ x1, . . . , xn ∈ {1,2, . . . , n} paarweise verschieden}

(”symmetrische Gruppe der Ordnung n“), p((x1, x2, . . . , xn)) = 1/n!

2. Ein verfälschter Münzwurf: Ω = {Kopf,Zahl}, p(Kopf) = 0.6 = 1 − p(Zahl)

3. Eine winziges Modell für Spam, das Sprache und Status einer Email betrachtet:

Ω = {Deutsch,Englisch} × {Spam,keinSpam},

p((Deutsch,Spam)) = 0.2, p((Deutsch,keinSpam)) = 0.1, p((Englisch,Spam)) =
0.6, p((Englisch,keinSpam)) = 0.1

4. Anzahl Würfe, bevor beim wiederholten fairen Münzwurf zum ersten Mal Kopf kommt: Ω =
N0, p(n) = (1/2)n ⋅ (1/2) = 2−n−1 für n ∈ Ω

Lemma 1.5. Sei (Ω,F , P ) ein Wahrscheinlichkeitsraum,A,B,A1,A2, ⋅ ⋅ ⋅ ∈ F , so gilt

P (∅) = 0 (1.1)

P (A ∪B) + P (A ∩B) = P (A) + P (B) (endliche Additivität), (1.2)
insbesondere P (A) + P (Ac) = 1

A ⊂ B ⇒ P (A) ≤ P (B) (Monotonie) (1.3)

P(
∞
⋃
n=1

An) ≤
∞
∑
n=1

P (An) (σ-Subadditivität) (1.4)

An ↗n→∞ A (d.h.A1 ⊂ A2 ⊂ . . . mitA = ∪∞n=1An)
oderAn ↘n→∞ A (d.h.A1 ⊃ A2 ⊃ . . . mitA = ∩∞n=1An),
so gilt P (A) = lim

n→∞
P (An) (σ-Stetigkeit) (1.5)

1nach Pierre-Simon Laplace, 1749–1827
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Beweis. (1.1):

P (∅) = P (∅ ∪ ∅ ∪ . . . ) =
∞
∑
n=1

P (∅), also P (∅) = 0.

(1.2): Betrachte zunächst den FallA ∩B = ∅:

P (A ∪B) = P (A ∪B ∪ ∅ ∪∅ ∪ . . . ) = P (A) + P (B) + P (∅)
²

=0

+ P (∅)
²

=0

+⋯, d.h. (1.2) gilt.

Allgemeiner Fall: Schreibe

A ∪B = (A ∖B) ∪ (B ∖A) ∪ (A ∩B) (paarw. disjunkt)

(mitA ∖B ∶= A ∩Bc), also

P (A ∪B) + P (A ∩B) = P (A ∖B) + P (B ∖A) + 2P (A ∩B)
= (P (A ∖B) + P (A ∩B)) + (P (B ∖A) + P (A ∩B)) = P (A) + P (B).

(1.3):
P (A) ≤ P (A) + P (B ∖A) = P (B)

(1.4): Stelle
∞
⋃
n=1

An =
∞
⋃
n=1

A′
n als disjunkte Vereinigung dar mitA′

n ∶= An ∖
n−1

⋃
j=1

Aj (⊂ An), so ist

P(
∞
⋃
i=1

An) = P(
∞
⋃
i=1

A′
n) =

∞
∑
n=1

P (A′
n) ≤

∞
∑
n=1

P (A′
n)

(1.5): Betrachte zunächst den FallAn ↗ A: SetzeA′
i ∶= Ai ∖⋃j<iAj = Ai ∖Ai−1 (A0 ∶= ∅),

P (A) = P(
∞
⋃
i=1

(Ai ∖Ai−1)) =
∞
∑
i=1

P (Ai ∖Ai−1) = lim
n→∞

n

∑
i=1

P (Ai ∖Ai−1)
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶

=P (An)

.

FallsAn ↘ A, so beachte, dassAcn ↗ A gilt, dann verwende obiges zusammen mit (1.2).

Bemerkung 1.6 (Einschluss-Ausschluss-Formel). Formel (1.2) aus Lemma 1.5 kann man auch folgen-
dermaßen schreiben

P (A ∪B) = P (A) + P (B) − P (A ∩B)

Man kann diese Formel anhand eines Venn-Diagramms veranschaulichen:
Der schra�erte Bereich A ∩ B wird in P (A) + P (B) doppelt gezählt, in
P (A ∩B) aber nur einmal.

A B

Ω
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Allgemein gilt fürA1,A2, . . . ,An ∈ F (man nennt dies auch die ”Siebformel“):

P(
n

⋃
i=1

Ai) =
n

∑
i=1

P (Ai) −
n

∑
i,j=1
i≠j

P (Ai ∩Aj)

+
n

∑
i,j,k=1

i≠j,i≠k,j≠k

P (Ai ∩Aj ∩Ak) ± ⋯ + (−1)n−1P (A1 ∩A2 ∩⋯ ∩An)

d.h. knapp ausgedrückt

P(
n

⋃
i=1

Ai) = ∑
∅≠J⊂{1,...,n}

(−1)(#J)−1P(⋂
i∈J
Ai) (1.6)

Man kann (1.6) beispielsweise per Induktion beweisen oder indem man die ”Atome“ ⋂j∈J Aj ∩
⋂j∈I/J Acj , J ⊂ {1,2, . . . , n} der vonA1, . . . ,An erzeugten σ-Algebra betrachtet.

Beispiel. Betrachten wir in Bsp. 1.4, 1 (c) mit n = 3 die Ereignisse Ai = {(x1, x2, x3) ∈ Ω ∶ xi =
i} für i = 1,2,3. Wenn wir eine uniform verteilte Permutation von 1,2,3 betrachten, so ist Ai =
{i ist ein Fixpunkt}. Dann ist

P (A1 ∪A2 ∪A3) = P (A1) + P (A2) + P (A3)
− P (A1 ∩A2) − P (A1 ∩A3) − P (A2 ∩A3) + P (A1 ∩A2 ∩A3)

= 1

3
+ 1

3
+ 1

3
− 1

6
− 1

6
− 1

6
+ 1

6
= 2

3

die Wahrscheinlichkeit, dass es mindestens einen Fixpunkt gibt.

Bemerkung 1.7. Wahrscheinlichkeitsräume (Ω,F , P ) gemäß Def. 1.3 werden heute, nicht zuletzt
wegen des ein�ussreichen Werks von A.N. Kolmogorov, Grundbegri�e der Wahrscheinlichkeitsrech-
nung, 1933, oft als ”Basisobjekt“ der mathematischen Modellierung von Zufallsvorgängen verwendet.
Insoweit ist die explizite Wahl eines geeigneten Wahrscheinlichkeitsraums (oft) ein Teil der Arbeit,
wenn ein umgangssprachlich formuliertes Problem in Mathematik übersetzt werden soll. Man sollte
sich allerdings bewusst sein, dass es dabei i.A. viele mögliche Wahlen gibt.

(Wir werden bald sogenannte Zufallsvariablen einführen – formal als geeignete Funktionen auf
Ω de�niert –, die dazu einen für die Intuition und für das Argumentieren sehr angenehmen Zugang
ermöglichen.)

Wir lassen hier die ”philosophische“ Frage o�en, welche Interpretation die WahrscheinlichkeitP (A)
eines EreignissesA haben soll. Es bieten sich etwa an:

• ”naive“ Interpretation der Wahrscheinlichkeit: Die ”Natur“ enthält inhärente Unbestimmt-
heit (”ist selbst nicht sicher, was sie tut“), und P (A) beschreibt den Grad der Sicherheit, mit
dem sie sich für das EreignisA entscheidet.

• ”frequentistische“ Interpretation der Wahrscheinlichkeit: Wenn man das zufällige Experiment
unter exakt denselben Bedingungen sehr oft wiederholte, wäre der relative Anteil der Ausgänge,
in denenA eingetreten ist, etwa P (A).
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• ”subjektive“ Interpretation der Wahrscheinlichkeit:P (A) misst, wie sicher ich mir persönlich
bin, dassA eintreten wird.
(Beispielsweise: Wieviel Wetteinsatz wäre ich bereit zu bezahlen, wenn mir 1AC ausgezahlt würde,
sofernA eintritt?)

[KW, S. vi] schreiben dazu: ”Es kann nicht darum gehen, eine spezielle Intuition gegenüber den an-
deren durchzusetzen. Dass sich dies innerhalb der Mathematik auch gar nicht als nötig erweist, ist
eine der Stärken mathematischer Wissenschaft.“ Siehe z.B. auch die Diskussion in [G], S. 14 am Ende
von Abschn. 1.1.3 oder [P, Sect. 1.2. Interpretations].

Beispiel 1.8 (Kollision von Kennzeichen (oder ”Hash-Werten“)). n Objekte erhalten ”rein zufällig“
ein Kennzeichen aus einer Menge von r möglichen Werten.

Wir formalisieren dies via

Ω = {1,2, . . . , r}n ∋ ω = (ω1, . . . , ωn)
mit

F = 2Ω

und
P (A) = ∣A∣

∣Ω∣ , A ⊂ Ω, der uniformen Verteilung auf Ω.

Betrachte das Ereignis

B = {(ω1, . . . , ωn) ∶ ωi ≠ ωj für alle 1 ≤ i ≠ j ≤ n}
(”alle Kennzeichen sind verschieden“)
Frage: P (B) = ?

Es ist
∣B∣ = r(r − 1)(r − 2)⋯(r − n + 1)

(r Wahlmöglichkeiten für ω1, dann r − 1 Wahlmöglichkeiten für ω2, etc.), also

P (B) = ∣B∣
∣Ω∣ =

r(r − 1)(r − 2)⋯(r − n + 1)
rn

=
n−1

∏
i=0

r − i
r

=
n−1

∏
i=1

(1 − i

r
).

Mit 1 − x ≤ e−x für x ∈ R ergibt sich

P (B) ≤
n−1

∏
i=1

e−i/r = exp ( − 1

r

n−1

∑
i=1

i) = exp ( − n(n − 1)
2r

)

für eine untere Schranke beachte

Bc = {(ω1, . . . , ωn) ∶ ωi = ωj für ein Paar i ≠ j} = ⋃
1≤i<j≤n

{ωi = ωj}.

Demnach

P (Bc) ≤ ∑
1≤i<j≤n

P (ωi = ωj) = ∑
1≤i<j≤n

rn−1

rn
= n(n − 1)

2r
,

insgesamt

exp ( − n(n − 1)
2r

) ≥ P (B) = 1 − P (Bc) ≥ 1 − n(n − 1)
2r

.
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1.2 Bericht zum Fall Ω = Rd

In vielen Situationen interessieren wir uns für zufällige Experimente, deren Ausgang eine reelle Zahl
bzw. eine (reeller) Vektor [d-Tupel] ist, z.B. physikalische / chemische / biologische Messungen (etwa
Masse, Zeit, Länge, Konzentration,...). Um dies mathematisch zu modellieren, möchten wir den Fall
Ω = Rd (oder auch Ω eine geeignete Teilmenge von Rd) in unserem Rahmen betrachten können.

Aus maßtheoretischen Gründen ist für überabzählbares Ω die WahlF = 2Ω i.A. nicht möglich2.
Eine explizite Beschreibung einer σ-Algebra ist i.A. schwierig, man betrachtet daher oft sog. ”Erzeu-
germengen“. Dazu:

Beobachtung 1.9. Sei J eine beliebige Indexmenge, für j ∈ J sei Fj ⊂ 2Ω eine σ-Algebra. Dann ist
auch

G ∶= ⋂
j∈J
Fj

eine σ-Algebra.

Sei E ⊂ 2Ω. Man schreibt

σ(E) ∶= ⋂{F ∶ F ist σ-Algebra mit E ⊂ F ⊂ 2Ω},

die ”von E erzeugte σ-Algebra“. (Dies ist o�enbar die kleinste σ-Algebra über Ω, die E umfasst.)

Für Ω = Rd möchten wir (im Fall d = 1) mindestens Intervalle bzw. (im Fall d > 1) Quader inF
haben, d.h. wir fordern

∀a < b ∶ (a, b] ∈ F (im Fall d = 1)
∀a1 < b1, a2 < b2, . . . , ad < bd ∶ (a1, b1] × (a2, b2] × ⋅ ⋅ ⋅ × (ad, bd] ∈ F (im Fall d > 1)

Beobachtung. Aus dieser Forderung folgt, dass jede o�ene Menge inF liegen muss, denn fürO ⊂ R1

o�en gilt
O = ⋃

x,y∈O∩Q, x<y
(x, y]

und analog im Rd.

Man verwendet daher die Borel-σ-Algebra3

B(Rd) ∶= σ({O ∶ O ⊂ Rd o�en}).

Bericht 1.10. Es gilt

E ⊂ 2Ω ∩ -stabil (d.h.A,B ∈ E ⇒ A ∩B ∈ E)

so ist ein Wahrscheinlichkeitmaß P auf σ(E) bereits durch seine Werte auf E festgelegt, d.h. sind P ,
P ′ W’maße auf (Ω, σ(E)) mitP (E) = P ′(E) für alleE ∈ E , so giltP = P ′. Siehe z.B. [G, Satz 1.12].

2Siehe z.B. [G, Satz 1.5 und Diskussion dort], wir diskutieren dies (und mehr) erst in der Vorlesung Stochastik I ge-
nauer.

3nach Émile Borel, 1871–1956
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Man verwendet zweckmäßigerweise

E = {(−∞, x] ∶ x ∈ R} (Halbintervalle im Fall d = 1),
E = {(−∞, x1] × (−∞, x2] × . . . (−∞, xd] ∶ x1, x2, . . . , xd ∈ R} (Halbquader im Fall d > 1)

als ∩-stabile Erzeugermengen der entsprechenden Borel-σ-Algebra.

Beobachtung und De�nition 1.11. Für ein WahrscheinlichkeitsmaßP auf (R,B(R)) ist die Funk-
tion FP ∶ R→ [0,1], FP (x) ∶= P ((−∞, x]) nicht-fallend und rechtsstetig mit

lim
x→∞

FP (x) = 1, lim
x→−∞

FP (x) = 0.

Fp heißt die Verteilungsfunktion von P .
Die Eigenschaften folgen aus Lemma 1.5, (1.5): Für x < y ist (−∞, x] ⊂ (−∞, y] und somit

Fp(x) = P ((−∞, x]) ≤ P ((−∞, y]) = Fp(y); seien xn ≥ x mit xn ↘ x, setze An ∶= (−∞, xn],
A ∶= (−∞, x], so gilt An ↘ A für n → ∞ und daher auch FP (xn) = P (An) ↘ P (A) = FP (A),
d.h. FP ist rechtsstetig. Analog gilt FP (xn) = P (An) ↗ P (R) = 1 für xn ↗ ∞ und FP (xn) =
P (An) ↘ P (∅) = 0 für xn ↘ −∞.

Analog betrachtet man im Fall d > 1 für (x1, x2, . . . , xd) ∈ Rd die Funktion

FP (x1, x2, . . . , xd) ∶= P ((−∞, x1] × (−∞, x2] × . . . (−∞, xd]),

die entsprechende Eigenschaften besitzt.

Bericht 1.12. Umgekehrt de�niert jede Funktion F ∶ R → [0,1] (bzw. F ∶ Rd → [0,1]) mit den
Eigenschaften aus Def. 1.11 ein (eindeutiges) Wahrscheinlichkeitsmaß P mit F = FP .

Bemerkung 1.13. 1 (Bezug zum diskreten Fall). Sei eine (höchstens) abzählbare Menge Ω′ = {x1, x2, . . .} ⊂
R (z.B. Ω′ = N, Ω′ = Z, ...) und ein diskretes W’maß P auf (Ω′,2Ω′) mit Gewichten p(⋅) (wie in
Bsp. 1.4) gegeben. Wir können P auch als W’maß auf (R,B(R)) au�assen via

P (A) ∶= ∑
n ∶xn∈A

p(xn),

dann ergibt sich als Verteilungsfunktion

FP (x) = ∑
n ∶xn≤x

p(xn).

(Diese ist stückweise konstant mit (höchstens) abzählbar vielen Sprüngen.)
2. Sei P Wahrscheinlichkeitsmaß auf (R,B(R)) mit Verteilungsfunktion FP . Die (verallgemei-

nerte) inverse Funktion von FP ,

F −1
P (t) ∶= inf{x ∈ R ∶ F (x) ≥ t},

heißt auch die Quantilfunktion von P .
(Beachte, dass die so de�nierte Funktion F −1

P linksstetig ist. Mit dieser De�nition ergibt sich für
x ∈ R, t ∈ [0,1] die Beziehung

F −1
P (t) ≤ x ⇐⇒ t ≤ FP (x).

In der Literatur gibt es leicht verschiedene De�nitionen der ”Quantilfunktion“, man prüfe ggfs. je-
weils die verwendete Konvention.)
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Beispiel (Dirac-Maß).

δx(A) =
⎧⎪⎪⎨⎪⎪⎩

1, x ∈ A,
0 x /∈ A.

(Im Fall Ω = R ist Fδx(y) = 1(x ≤ y).)

Beispiel 1.14 (Maße mit Dichten auf R (bzw. auf Rd)). Sei fP ∶ R→ R+ integrierbar4 mit

∫
R
fP (x)dx = 1.

Dann de�niert5

P (A) ∶= ∫
A
fP (x)dx

ein Wahrscheinlichkeitsmaß, die Funktion fP heißt die Dichte (auch: Wahrscheinlichkeitsdichte) von
P .

Die Verteilungsfunktion

FP (x) = P ((−∞, x]) = ∫
x

−∞
fP (y)dy

ist dann (zumindest an Stetigkeitsstellen von fP ) di�erenzierbar mit

d

dx
FP (x) = fP (x)

Analog de�niert man für (geeignet) integrierbares fP ∶ Rd → R+ mit ∫Rd fP (x)dx = 1 durch

P (A) ∶= ∫
A
fP (x)dx

ein W’maß P auf Rd mit Dichte fP . Wir denken an dieser Stelle wiederum an geeignet ”gutartige“
Funktionen fP und Teilmengen A ⊂ Rd, für die das Integral beispielsweise als iteriertes Riemann-
Integral wohlde�niert ist, d.h.

∫
A
fP (x)dx = ∫

∞

−∞
⋯∫

∞

−∞
1A(x1, . . . , xd)fP (x1, . . . , xd)dx1⋯dxd.

Dies wird für die im Rahmen der Vorlesung betrachteten Beispiele genügen.

Beispiel 1.15 (”Klassische“ eindimensionale Verteilungen mit Dichte).

1. (uniforme Verteilung) a, b ∈ R, a < b. Unif[a,b] mit Dichte 1
b−a1[a,b](x), Verteilungsfunktion

(x−a
b−a ∧ 1) ∨ 0

4In einem mit den Vorkenntnissen der Hörer verträglichen Sinn: Wir werden nur Beispiele betrachten, in denen fP
wenigstens stückweise stetig ist, so dass man hier durchaus an das Riemann-Integral (oder auch ganz salopp an die ”Fläche
unter der Kurve“) denken kann. Für einen Bericht zum Lebesgue-Integral z.B. [G, Tatsache 1.14].

5Wiederum hängt es vom verwendeten Integralbegri� ab, für welche Mengen A das Integral ∫A fP (x)dx sinnvoll
de�niert ist. Man verliert an dieser Stelle wenig, wenn man beiA etwa an eine endliche Vereinigung von Intervallen denkt.
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2. (Normalverteilung[en]) µ ∈ R, σ > 0.Nµ,σ2 mit Dichte 1√
2πσ2

exp ( − (x−µ)2
2σ2 ) heißt Normal-

verteilung mit Mittelwert µ und Varianz σ2.

N0,1 heißt die Standardnormalverteilung, die Verteilungsfunktion

Φ(x) ∶= FN0,1(x) = ∫
x

−∞

1√
2π
e−z

2/2 dz

ist tabelliert bzw. in vielen Computerprogrammen implementiert und es istNµ,σ2((−∞, x]) =
Φ((x − µ)/σ) (Übung).

3. (Exponentialverteilung[en]) θ > 0, Expθ hat Dichte θe−θx1[0,∞)(x), Verteilungsfunktion (1−
e−θx)1[0,∞)(x)
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Beispiel 1.16. Laplace-Verteilung auf einem beschränkten Gebiet Ω ⊂ Rd: FürA ⊂ Ω (geeignet6) ist

P (A) ∶= vol(A)
vol(Ω) = ∫A 1dx

∫Ω 1dx
.

1.3 Klassische diskrete Verteilungen
Beispiel 1.17 (Urnenmodelle). Eine Urne enthalte n (nummerierte) Kugel, wir ziehen zufällig k (≤
n) heraus.

1. mit Zurücklegen, mit Beachtung der Reihenfolge:

Ω1 = {(ω1, . . . , ωk) ∶ ω1, . . . , ωk ∈ {1,2, . . . , n}} = {1,2, . . . , n}k,

P1({(ω1, . . . , ωk)}) =
1

nk
( = 1

∣Ω1∣
, vgl. auch Beispiel 1.8)

2. ohne Zurücklegen, mit Beachtung der Reihenfolge:

Ω2 = {(ω1, . . . , ωk) ∶ ω1, . . . , ωk ∈ {1,2, . . . , n}, ωi ≠ ωj für i ≠ j},

P2({(ω1, . . . , ωk)}) =
1

n ⋅ (n − 1)⋯(n − k + 1) = (n − k)!
n!

( = 1

∣Ω2∣
)

3. ohne Zurücklegen, ohne Beachtung der Reihenfolge:

Ω3 = {A ⊂ {1,2, . . . , n} ∶ ∣A∣ = k},

P3({A}) = 1

(n
k
)
= k!(n − k)!

n!
( = 1

∣Ω3∣
, denn es gibt (n

k
) versch. k-elementige Teilmengen)

4. mit Zurücklegen, ohne Beachtung der Reihenfolge:

Ω4 = {(`1, `2, . . . , `n) ∈ Nn
0 ∶ `1 + `2 + ⋅ ⋅ ⋅ + `n = k}

(`i gibt an, wie oft Kugel i gezogen wurde)
Für (`1, `2, . . . , `n) ∈ Ω4 gibt es

( k

`1, `2, . . . , `n
) ∶= k!

`1! ⋅ `2! ⋅ ⋯ ⋅ `n! ”Multinomialko�zient“

verschiedene ω = (ω1, . . . , ωk) ∈ Ω1 mit

∣{1 ≤ j ≤ k ∶ ωj = i}∣ = `i für i = 1, . . . , n.

P4({(`1, . . . , `n)}) = ( k

`1, `2, . . . , `n
)( 1

n
)
k

, (`1, . . . , `n) ∈ Ω4

6in dem Sinne, dass ein ”Volumen“ vol(A) de�nierbar ist
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Bemerkung 1.18. Es gilt

∣Ω4∣ = (n + k − 1

k
) ( = (n + k − 1

n − 1
))

Ein “Zähltrick”: Lege k Kugeln und n− 1 “Trennstäbe” – also insgesamt n+ k − 1 Objekte – in eine
Reihe:

◯⋯◯
´¹¹¹¹¹¸¹¹¹¹¹¹¶
`1 Kugeln

∣ ◯◯⋯◯
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
`2 Kugeln

∣®
`3 = 0

∣⋯ ∣ ◯◯⋯◯
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
`n−1 Kugeln

∣ ◯⋯◯
´¹¹¹¹¹¸¹¹¹¹¹¹¶
`n Kugeln

Insbesondere ist die Verteilung auf Ω4 aus Beispiel 1.17, 4. nicht die uniforme.

Die uniforme Verteilung auf der Menge Ω4 aus Beispiel 1.17, 4. heißt auch die ”Bose-Einstein-
Verteilung“, die in Beispiel 1.17, 4. tatsächlich betrachtete Verteilung heißt (im Kontext der statisti-
schen Phyisk) auch die ”Maxwell-Boltzmann-Verteilung“.

Beispiel. Eine Hörsaalreihe habe n Plätze, darauf nehmen m (≤ n/2) Männer und n −m Frauen
rein zufällig Platz.

Die Wahrscheinlichkeit, dass keine zwei Männer nebeneinander sitzen

=
(n−m+1

m
)

(n
m
)

Beispiel 1.19 (Hypergeometrische Verteilung). Eine Urne enthalte nKugeln, davon s schwarze und
w weiße (s +w = n), ziehe k-mal ohne Zurücklegen,

Hyps,w,k({`}) =
(s
`
)( w
k−`)

(s+w
k
)
, ` = 0,1, . . . , k

ist die W’keit, genau ` schwarze Kugeln zu ziehen.

Beispiel 1.20 (p-Münzwurf). 1. Ω = {0,1}, Berp({1}) = p = 1 − Berp({0}) mit einem p ∈ [0,1]
(”Bernoulli-Verteilung“7)

2. n-facher p-Münzwurf (mit p ∈ [0,1]): Ω = {0,1}n,

Ber⊗np ({(ω1, . . . , ωn)}) = p∣{i≤n ∶ωi=1}∣(1 − p)∣{i≤n ∶ωi=0}∣

3. Binomialverteilung (zum Parameter n und p, n ∈ N, p ∈ [0,1]):

Binn,p({k}) = (n
k
)pk(1 − p)n−k, k ∈ {0,1, . . . , n}

(dies ist die W’keit, beim n-fachen Münzwurf genau k Erfolge zu beobachten)
7nach Jakob Bernoulli, 1654–1705
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Beispiel 1.21 (Geometrische Verteilung). p ∈ (0,1), Ω = N0,

Geomp({k}) = p(1 − p)k, k ∈ N0

ist die W’keit, bei wiederholtem p-Münzwurf genau kMisserfolge vor dem ersten Erfolg zu beobach-
ten

Beachte: Manche Autoren betrachten die geometrische Verteilung auf N (statt auf N0), dann ist
das Gewicht p(1 − p)k−1 und die Interpretation ”k Würfe (einschließlich) bis ersten Erfolg.“

Beispiel 1.22 (Negative Binomialverteilung, auch Pascal-Verteilung genannt). Für r ∈ (0,∞), p ∈
(0,1) ist

NegBinr,p({k}) = (−r
k
)(−1)kpr(1 − p)k, k ∈ N0

wobei (−rk ) ∶=
(−r)(−r−1)⋯(−r−k+1)

k! ( = (−1)k(r+k−1
k

) für r ∈ N).

NegBinr,p({k}) ist die W’keit, insgesamtkMisserfolge vor dem r-ten Erfolg in einerp-Münzwurf-
folge zu sehen (NegBin1,p = Geomp).

(Beachte
∞
∑
k=0

(−r
k
)(−1)kpr(1 − p)k = pr(1 + p − 1)−r = 1

und allg. für r > 0∑∞
k=0 (−rk )xk = (1 + x)−r (für ∣x∣ < 1) mittels Taylor-Entwicklung in x = 0 bzw.

allgemeinem Binomischem Lehrsatz.)

Beispiel 1.23 (Multinomialverteilung). s ∈ {2,3, . . .}, p1, . . . , ps ∈ [0,1], p1 + ⋯ + ps = 1, n ∈ N,
Ω = {(k1, . . . , ks) ∈ Ns

0 ∶ k1 +⋯ + ks = n},

Multn;p1,...,ps({(k1, . . . , ks)}) = ( n

k1, k2, . . . , ks
)pk11 p

k2
2 ⋯pkss

Interpetation:nZüge mit Zurücklegen ohne Beachtung der Reihenfolge aus einer Urne mit sKugeln
(s verschiedene ”Farben“), Farbe i wird mit W’keit pi gezogen), obiges ist die W’keit, genau ki-mal
Farbe i zu ziehen für i = 1,2, . . . , s.

Beispiel 1.24 (Poissonverteilung8). λ ∈ (0,∞),

Poiλ({k}) = e−λ
λk

k!
, k ∈ N0

Proposition 1.25 (Poissonapproximation der Binomialverteilung). Seien pn ∈ [0,1] mit pn → 0 und
npn → λ ∈ (0,∞) für n→∞, so gilt für jedes k ∈ N0

Binn,pn({k}) Ð→n→∞Poiλ({k}).
8nach Siméon Denis Poisson, 1781–1840
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Beweis. Es ist

(n
k
)pkn(1 − pn)n−k =

n(n − 1)⋯(n − k + 1)
k!nk´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
→1/k!

( npn
°
→λ

)k (1 − npn
n

)
n

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
→e−λ

(1 − pn)
−k

Ð→ e−λ
λk

k!
für n→∞.

Prop. 1.25 motiviert, warum die Poissonverteilung oft in Anwendungssituationen vorkommt, in de-
nen man viele unabhängige Ereignisse betrachtet, von denen jedes nur mit einer sehr kleinen W’keit
eintritt – man denke etwa an Schädensfälle bei Versicherungen, Zerfallsereignisse in einer Probe ra-
dioaktiven Materials oder an genetische Mutationen.

Beispiel 1.26. L. von Bortkewitsch9 berichtete in seinem Buch Das Gesetz der kleinen Zahlen, Teub-
ner, 1898 verschiedene Datensätze, die gut zur Poissonverteilung passen.

Speziell in § 12, 4. (”Die durch Schlag eines Pferdes im preußischen Heere getöteten“) werden für
20 Jahre (1875–1894) und 10 Armeekops der preußischen Kavallerie, also insgesamt 20 ⋅ 10 = 200

”Korpsjahre“ berichtet, in wievielen davon sich x Todesfälle durch Schlag eines Pferds ereigneten
(Tabelle b) auf S. 25):

Ergebnis x Anz. ”Korpsjahre“
0 109
1 65
2 22
3 3
4 1
≥5 0

Angenommen, die Anzahl durch Schlag eines Pferdes während eines Jahres in einem Korps getöte-
ter Soldaten wäre Poiλ-verteilt mit λ = 0,61, so würden wir das Resultat x je 200 × Poi0,61(x)-mal
erwarten:

Ergebnis x Anz. ”Korpsjahre“ 200 ×Poi0,61(x)
0 109 108,67
1 65 66,29
2 22 20,22
3 3 4,11
4 1 0,63
≥5 0 0,08

Von Bortkewitsch, a.a.O., S. 25 schreibt: ”Die Kongruenz der Theorie mit der Erfahrung lässt [...],
wie man sieht, nichts zu wünschen übrig.“

Übrigens: Wie ist von Bortkewitsch auf λ = 0,61 gekommen?
Die beobachtete ”mittlere Anzahl Todesfälle pro Korpsjahr“ in den Daten ist

λ̂ = 109

200
⋅ 0 + 65

200
⋅ 1 + 22

200
⋅ 2 + 3

200
⋅ 3 + 1

200
⋅ 4 + 0 = 0,61

9Ladislaus von Bortkewitsch, 1868–1931
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und es ist auch ∞
∑
x=0

xPoiλ(x) =
∞
∑
x=0

x
λx

x!
e−λ = λ

∞
∑
x=1

λx−1

(x − 1)!e
−λ = λ

(”der Erwartungswert von Poiλ ist λ“) und somit ist obiges der naheliegende ”Momentenschätzer“ –
wir werden darauf zurückkommen.

1.4 Zufallsvariablen
Zufallsvariablen (oft abgekürzt ZV; manchmal auch Zufallsgrößen gennant) sind (in einem gewis-
sen Sinn sogar: die) ”Fundamentalobjekte“ der Stochastik10, sie sind zudem oft sehr angenehm zum
Rechnen/Notieren und zum intuitiven Argumentieren über zufällige Vorgänge.

So kann man die Beispiel-Instanzen aus Beispiel 1.4 auch folgendermaßen aussprechen:

1. (a) SeiW das Ergebnis eines Wurfs eines fairen 6er-Würfels (Wertebereich {1,2,3,4,5,6}).
(b) Werfe Würfel dreimal, seienW1,W2,W3 Ergebnisse des 1., 2., 3. Wurfs des Würfels (W =

(W1,W2,W3) hat Wertebereich {1,2,3,4,5,6}3).
(c) n verschiedene Objekte in zufälliger Reihenfolge: SeiX = (X1,X2, . . . ,Xn) eine zufälli-

ge Permutation von 1,2, . . . , n
(Wertebereich {(x1, x2, . . . , xn) ∶ x1, . . . , xn ∈ {1,2, . . . , n} paarweise verschieden}).

2. SeiM das Ergebnis eines (möglicherweise verfälschten) Münzwurfs (Wertebereich{Kopf,Zahl}).

3. Wähle uniform eine Email aus meiner Inbox (die deutsche und englische Emails enthält, die je-
weils Spam sein können oder nicht), seiX die Sprache undY der Spam-Status der betrachteten
Email ((X,Y ) hat Wertebereich {Deutsch,Englisch} × {Spam,keinSpam})

4. Wir werfen eine faire Münze, bis zum ersten Mal Kopf kommt.G zählt, wie oft bis dahin Zahl
gefallen ist (Wertebereich N0).

Beispiel 1.27. Wir werfen 2 Würfel (naheliegende Modellierung: Ω = {1,2, . . . ,6}2 [und F = 2Ω,
P=uniforme Verteilung auf Ω]) und beobachten die Augensumme, nennen wir sieX .

Wir könnten übergehen zu Ω′ = {2,3, . . . ,12} [und entsprechendem P ′({x}) = 6−∣x−7∣
36 ] oder

wir betrachten
X ∶ Ω → Ω′

∈

(ω1, ω2) ↦ ω1 + ω2

und Ereignisse

{X = x} ∶= {(ω1, ω2) ∈ Ω ∶ ω1 + ω2 = x} für x = 2,3, . . . ,12.

10Man kann ein Zufallsexperiment auch stets au�assen als: ”Der Zufall wählt aus einer Menge S möglicher Realisie-
rungen der ZufallsvariableX eine aus“ und sich in diesem Sinn den ”Umweg“ über die Diskussion von Ereignissen und
Wahrscheinlichkeitsräume (zunächst) ersparen, tatsächlich stellt das Buch von Kersting & Wakolbinger [KW] Zufallsva-
riablen auch gleich an den Anfang der Diskussion; die beiden Zugänge sind logisch äquivalent, unterscheiden sich aber
etwas in der ”Betonung“. Siehe auch Bemerkung 1.36 unten.
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De�nition 1.28. (Ω,F , P ) ein W’raum, (S,S) ein messbarer Raum (der ”Wertebereich“).
Eine AbbildungX ∶ Ω→ S heißt eine Zufallsvariable (mit Wertebereich S), wenn gilt

∀B ∈ S ∶X−1(B) = {ω ∈ Ω ∶X(ω) ∈ B} ∈ F .

(im Sinne der Maßtheorie istX eine messbare (strikt: eineF -S)-messbare Abbildung von Ω nachS.)

S

B

X

”Logo-Bild“ für eine ZufallsvariableX .

Wir schreiben
{X ∈ B} ∶=X−1(B)

für das Ereignis ”X nimmt einen Wert inB an“ und abkürzend oft auch {X = x} ∶= {X ∈ {x}}; im
Fall S = R oft auch {X ≤ x} ∶= {X ∈ (−∞, x]}, etc.

Im Fall reellwertiger Zufallsvariablen lassen wir oft auch die Werte +∞ oder −∞ zu (Übergang
von S = R zu S = R).

Beachte hier die übliche Notationskonvention: ZV werden meist mit Großbuchstaben benannt,
mögliche Werte (”Realisierungen“) mit Kleinbuchstaben.

Bericht 1.29. 1. Wenn Ω und S abzählbar sind (und wir in kanonischer Weise die jeweiligen Potenz-
mengen als σ-Algebren verwenden), so ist jede Funktion eine Zufallsvariable.

2. Sei S = σ(E) für ein E ⊂ 2S , dann istX eine Zufallsvariable, sofern gilt

∀C ∈ E ∶X−1(C) ∈ F

(d.h. es genügt Messbarkeit auf einer Erzeugermenge der σ-Algebra zu prüfen, speziell für S = R
[oderR] für Mengen der Form (−∞, x]), denn {B ⊂ S ∶X−1(B) ∈ F} ist eine σ-Algebra (Übung),
umfasst nach Voraussetzung E .

3. Im Fall Ω = Rm, S = Rd (jeweils mit der zugehörigen Borel-σ-Algebra versehen) ist jede stetige
Abbildung f ∶ Ω→ S messbar

Beispiel 1.30 (Indikatorvariable). A ∈ F , 1A ∶ Ω→ {0,1},

1A(ω) =
⎧⎪⎪⎨⎪⎪⎩

1, falls ω ∈ A,
0, falls ω /∈ A

1A heißt die Indikatorvariable des EreignissesA.
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Zufallsvariablen sind nicht zuletzt deshalb nützlich für die Modellierung zufälliger Vorgänge, weil
man mit ihnen gewissermaßen genauso operieren und ”rechnen“ kann wie mit anderen Variablen
(oder ”unbestimmten Größen“) in der Mathematik:

Beobachtung 1.31 (Rechnen mit ZVn). SindX1,X2, . . . reelle ZVn, so sind auch

(X1,X2),X1 +X2,X1 −X2,X1 ⋅X2,X1 ∧X2,X1 ∨X2,

sup
n
Xn, inf

n
Xn, lim sup

n→∞
Xn und lim inf

n→∞
Xn

Zufallsvariablen, denn

{(X1,X2) ∈ (−∞, x1] × (−∞, x2]} = {X1 ≤ x1} ∩ {X2 ≤ x2} ∈ F ,
die Abbildungen (x, y) ↦ x + y, bzw. ↦ x − y, ↦ x ⋅ y, etc. sind stetig,
{ sup

n
Xn ≤ x} = ⋂

n∈N
{Xn ≤ x} ∈ F , etc.,

lim sup
n→∞

Xn = inf
n∈N

sup
m≥n

Xm, lim inf
n→∞

Xn = sup
n∈N

inf
m≥n

Xm.

Insbesondere können wir das Ereignis

{Xn konvergiert} = { lim sup
n→∞

Xn ≤ lim inf
n→∞

Xn}

( = {( lim sup
n→∞

Xn, lim inf
n→∞

Xn) ∈ {(x, y) ∈ R2 ∶ x ≤ y}})

sinnvoll betrachten.

Beobachtung 1.32 (Verkettung messbarer Abbildungen, Funktionen von Zufallsvariablen). (S,S),
(S′,S ′), messbare Räume, f ∶ Ω→ S, g ∶ S → S′ messbar, dann ist

g ○ f ∶ Ω→ S′, g ○ f(ω) = g(f(ω))

(F -S-)messbar, denn

(g ○ f)−1(B′) = f−1( g−1(B′)
´¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¶

∈S

) ∈ F für jedesB′ ∈ S ′.

Insbesondere ist für eine S-wertige ZVX auf (Ω,F , P )

g(X) ∶= g ○X

wiederum eine Zufallsvariable.
(Interpretation: Wir werten die Funktion g an der zufälligen StelleX aus.)

Beobachtung und De�nition 1.33. 1. (Verteilung)X ZV (auf einem W’raum (Ω,F , P )) mit Wer-
ten in S,

PX(B) ∶= P ({X ∈ B}), B ∈ S

definiert ein W’maß auf (S,S) (Übung), wir nennen PX die Verteilung vonX (unter P ) und schrei-
ben auch LP (X) ∶= PX , oft auch nur L (X), wenn P fixiert ist oder aus dem Kontext klar.
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(Das L erinnert an English “law” bzw. Französisch <<loi>>, d.h. ”Gesetz“.)

2. µ ein W’maß auf S, wir schreibenX ∼ µ, wenn LP (X) = µ.

3. X und Y ZVn mit Werten in S heißen identisch verteilt, wenn LP (X) = LP (Y ) (man
schreibt dies auch alsX =d Y )

4. X1,X2, . . . ,Xd (reelle) ZVn, Y ∶= (X1,X2, . . . ,Xd) , so heißt LP (Y ) die gemeinsame Ver-
teilung derX1,X2, . . . ,Xd, LP (Xi) heißt die i-te Randverteilung (oder Marginalverteilung) von Y .

Schreibweise. Wir kürzen (auch im Folgenden) oft ab P (X ∈ B) ∶= P ({X ∈ B}), P (X = x) ∶=
P ({X = x}), P (X1 ∈ B1,X2 ∈ B2) ∶= P ({X1 ∈ B1} ∩ {X2 ∈ B2}), etc.

Beispiel 1.34. 1. FürA ∈ F ist LP (1A) = BerP (A).

2. Sei Ω = {0,1}n, P = Ber⊗np (aus Bsp. 1.20, 2.),Xi(ω) = ωi, Y ∶=X1 +X2 +⋯ +Xn, so ist

LP (Xi) = Berp, LP (Y ) = Binn,p

3. (Augensumme beim zweifachen Münzwurf, vgl. auch Bsp. 1.4 1. (b) und Bsp. 1.27) W1 und W2

das Ergebnis des ersten bzw. des zweiten Wurfs beim zweimaligen Werfen eines fairen Würfels und
X ∶= W1 +W2 die Augensumme (z.B. formalisiert via Ω = {1,2, . . . ,6}2 mit p((ω1, ω2)) = 1/36

für (ω1, ω2) ∈ Ω, Wi((ω1, ω2)) = ωi, i = 1,2), so hat X Wertebereich SX = {2,3, . . . ,12} und
Verteilung L (X) =∶ µmit

µ({x}) = P (X = x) = ∑
(w1,w2) ∶w1+w2=x

P (W1 = w1,W2 = w2)

= #{(w1,w2) ∈ {1,2, . . . ,6}2 ∶ w1 +w2 = x}
36

= 6 − ∣7 − x∣
36

, x ∈ SX

Bemerkung 1.35. Die Randverteilungen legen (i.A.) nicht die gemeinsame Verteilung fest, z.B.:
Wir haben eine faire MünzeM1 und zwei gezinkte MünzenM2,M3, wobei

P (M2 =K) = 3

4
, P (M3 =K) = 1

4
.

Wir werfen erstM1, wennM1 K (Kopf) zeigt, so werfen wir dannM2, sonstM3.
SeiXi = Resultat des i-ten Wurfs, i = 1,2.

Die gemeinsame Verteilung von (X1,X2) ist

X1

X2 K Z

K 1
2 ⋅ 3

4 = 3
8

1
2 ⋅ 1

4 = 1
8

1
2

Z 1
2 ⋅ 1

4 = 1
8

1
2 ⋅ 3

4 = 3
8

1
2

1
2

1
2

also P (X1 = K) = P (X2 = K) = 1
2 und dieselben Randverteilungen ergeben sich, wenn man zwei

MalM1 wirft, aber die gemeinsame Verteilung wäre eine andere.
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Bemerkung 1.36 (Kanonisches Modell für eine ZV). Man kann eine ZufallsvariableX mit Wertebe-
reichS und Verteilungµ stets in ”kanonischer Weise“ mit der Wahl Ω = S undP = µund geeignetem
F ⊂ 2S (im diskreten Fall kann man F = 2S wählen) als X = IdS auf dem W’raum (S,F , µ) for-
mulieren.

Man kann daher genausogut die mathematische Modellierung eines Zufallsphänomens mit der
Formulierung geeigneter Zufallsvariablen samt Verteilung beginnen (dies ist der in dem Buch von
G. Kersting und A. Wakolbinger [KW] beschrittene Weg).

De�nition 1.37. X ZV mit Werten in R

FX ∶ R→ [0,1], FX(x) = P (X ≤ x), x ∈ R

heißt die Verteilungsfunktion vonX . (Strenggenommen: die Verteilungsfunktion von LP (X))

Beobachtung 1.38 (Erzeugung reeller ZVn mit vorgegebener Verteilung). Sei F ∶ R → [0,1] eine
Verteilungsfunktion,

F −1(t) ∶= inf {x ∈ R ∶ F (x) ≥ t}, t ∈ [0,1]
die inverse Verteilungsfunktion oder Quantilfunktion (aus Bem. 1.13),U reelle ZV,U ∼ Unif[0,1], dann
hat

X ∶= F −1(U)
die Verteilungsfunktion FX = F .

Beweis. Es gilt F −1(t) ≤ x ⇐⇒ t ≤ F (x) nach Bem. 1.13, somit ist für x ∈ R

P (X ≤ x) = P (F −1(U) ≤ x) = P (U ≤ F (x)) = P (0 ≤ U ≤ F (x)) = F (x) − 0 = F (x).

Beispiel 1.39. Expθ hat VerteilungsfunktionFExpθ(x) = (1−e−θx)1[0,∞)(x) mit inverser Funktion
F −1

Expθ
(t) = −1

θ log(1 − t),

also ist −1

θ
log(1 −U) ∼ Expθ (und natürlich ebenso −1

θ
log(U))

Beobachtung 1.40 (Dichtetransformation im Fall R1). X reelle ZV mit Dichte fX , d.h. FX(x) =
∫

x

−∞
fX(z)dz, I ⊂ R (möglicherweise unbeschränktes) o�enes Intervall mit P (X ∈ I) = 1, J ⊂ R,

ϕ ∶ I → J stetig di�erenzierbar, bijektiv.
Dann hat Y ∶= ϕ(X) die Dichte

fY (y) =
⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩

fX(ϕ−1(y))
∣ϕ′(ϕ−1(y))∣ , y ∈ J,

0, y /∈ J.

Beweis. ϕmuss o�enbar strikt wachsend oder strikt fallend sein, wir betrachten den wachsenden Fall.

Für z < inf J ist P (Y ≤ z) = 0, für z > supJ ist P (Y ≤ z) = 1.
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Sei z ∈ J :

P (Y ≤ z) = P (ϕ(X) ≤ z) = P (X ≤ ϕ−1(z))

= ∫
ϕ−1(z)

−∞
fX(x)dx = ∫

z

−∞
fX(ϕ−1(y)) 1

∣ϕ′(ϕ−1(y))∣
dy,

wobei wir x = ϕ−1(y) (und somit dx
dy = 1

ϕ′(ϕ−1(y)) substituiert haben). Siehe auch die Skizze unten.

ϕ

y

y + δ

I

J

x = ϕ−1(y)

ϕ−1(y + δ) ≈ ϕ−1(y) + δ ⋅ (ϕ−1)′(y) = ϕ−1(y) + δ 1
ϕ′(ϕ−1(y))

Beispiel 1.41. X ∼ N0,1, µ ∈ R, σ > 0, so ist Y ∶= σX + µ ∼ Nµ,σ2 (Übung).

Bericht 1.42 (Dichtetransformation im Rd). X Rd-wertige ZV mit Dichte fX , I ⊂ Rd o�en mit
P (X ∈ I) = 1, J ⊂ Rd o�en, ϕ ∶ I → J bijektiv, stetig di�erenzierbar mit Ableitung

ϕ′(x) = (∂ϕi
∂xj

(x))
d

i,j=1

(”Jacobi-Matrix“),

dann hat Y ∶= ϕ(X) die Dichte

fY (y) =
⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩

fX(ϕ−1(y))
∣detϕ′(ϕ−1(y))∣ , y ∈ J,

0, y /∈ J.

Beweise �nden sich in Analysis-Lehrbüchern, z.B. G. Kersting und M. Brokate, Maß und Integral,
S. 107, H. Heuser, Analysis, Teil 2, Satz 205.2 (“Substitutions-Regel”), O. Forster, Analysis 3, Kap. 9,
Satz 1 (“Transformationsformel”).

Wir betrachten hier nur folgende Heuristik (im Fall d = 2): Lokal sieht

x = (x1

x2

) ↦ ϕ(x) = (ϕ1(x)
ϕ2(x)

)
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”aus wie“

ϕ(x′) ≈ ϕ(x) + ϕ′(x) ⋅ (x′ − x)

= ϕ(x) +
⎛
⎝

∂
∂x1
ϕ1(x) ∂

∂x2
ϕ1(x)

∂
∂x1
ϕ2(x) ∂

∂x2
ϕ2(x)

⎞
⎠
⋅ (x

′
1 − x1

x′2 − x2

)

(plus Terme, dieO(∣∣x′ − x∣∣2) sind), also:

die Fläche der Größe h1 ⋅ h2 ”rund um x“

wird auf
≈ Fläche h1 ⋅ h2 ⋅ ∣detϕ′(x)∣ ”rund um y“ abgebildet.

x1

x2

I

x

y1

y2

J

y = ϕ(x)

ϕ

Wenden wir dies auf Y = ϕ(X) an, so bedeutet das anschaulich: Für y = ϕ(x) ∈ J (und sehr
kleines h > 0) ist

fY (y)h2 ≈ P(Y nimmt Wert in einem Quadrat der Fläche h2 mit ”Aufpunkt“ y an)
≈ P(X nimmt Wert in einem Quader der Fläche h2/∣detϕ′(x)∣ mit ”Aufpunkt“ x an)

≈ fX(x) h2

∣detϕ′(x)∣ =
fX(ϕ−1(y))

∣detϕ′(ϕ−1(y))∣h
2.
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Kapitel 2

Bedingte Wahrscheinlichkeiten und
Unabhängigkeit

2.1 Bedingte Wahrscheinlichkeiten
Beispiel 2.1. Wir ziehen zwei Kugeln ohne Zurücklegen aus einer Urne mit s > 0 schwarzen und
w > 0 weißen Kugeln.

Modell: Nummeriere die Kugeln, 1, . . . ,w seien weiß,w + 1, . . . ,w + s schwarz,
Ω = {(i, j) ∶ 1 ≤ i, j ≤ w + s, i ≠ j},
P = uniforme Verteilung auf Ω (∣Ω∣ = (w + s)(w + s − 1)),
betrache die Ereignisse

A = {erste Kugel ist weiß} = {(i, j) ∈ Ω ∶ i ≤ w},
B = {zweite Kugel ist weiß} = {(i, j) ∈ Ω ∶ j ≤ w}.

Ohne weitere Informationen ist

P (B) = ∣B∣
∣Ω∣ =

w(w + s − 1)
(w + s)(w + s − 1) = w

w + s.

Nehmen wir an, wir haben den ersten Zug beobachtet und gesehen, dass A eingetreten ist. Mit
dieser Information sollte die W’keit vonB

w − 1

w + s − 1
< w

w + s
sein (denn es ”wurde schon eine weiße Kugel verbraucht“).

Beobachtung und De�nition 2.2. Sei (Ω,F , P ) W’raum,A ∈ F mit P (A) > 0.

P (B ∣ A) ∶= P (B ∩A)
P (A)

heißt bedingte Wahrscheinlichkeit vonB, gegebenA (fürB ∈ F ).

P ( ⋅ ∣ A) ist ein Wahrscheinlichkeitsmaß auf (Ω,F), man prüft leicht per Inspektion, dass die
Eigenschaften aus Definition 1.3, Normierung und σ-Additivität, erfüllt sind.
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Wir lassen P (B ∣ A) unde�niert, wenn P (A) = 0.

In Beispiel 2.1 ist P (A) = w
w+s , P (A ∩ B) = ∣A∩B∣

∣Ω∣ = w(w−1)
(w+s)(w+s−1) , also ergibt sich tatsächlich

P (B ∣ A) = w−1
w+s−1 .

Bemerkung 2.3 (”Natürlichkeit von De�nition 2.2“). Nehmen wir an, wir möchten angesichts der
Information ”A ist eingetreten“ das W’maß P revidieren zu einem W’maß P̃ mit

1. P̃ (A) = 1 (d.h.A ist sicher unter P̃ ) und

2. P̃ (B) = cAP (B) fürB ⊂ Amit einem cA > 0

(d.h. Teilereignisse vonA erhalten bis auf Normierung ihr altes Gewicht).

Dann gilt

P̃ (C) = P (A ∩C)
P (A) ( = P (C ∣ A) ) für alleC ∈ F .

Beweis. FürC ∈ F ist

P̃ (C) = P̃ (A ∩C) + P̃ (C ∖A)
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
≤P̃ (Ac)=0

2.= cAP (C),

mit WahlC = A und 1. folgt 1 = P̃ (A) = cAP (A), also cA = 1/P (A).

Bemerkung 2.4. P (B ∣ A) ≠ P (B) kann nicht notwendigerweise als ”Kausalität“ (im Sinne von

”A beein�usst, obB eintritt“) interpretiert werden:
In Beispiel 2.1 ist auch

P (A ∣ B) = P (B ∩A)
P (B) = w − 1

w + s − 1
≠ P (A),

aber es passt nicht zu unserer Vorstellung, dass der 2. Zug den 1. Zug beein�usst.

Satz 2.5. I abzählbare Indexmenge,Bi ∈ F paarweise disjunkt mitP (⋃i∈I Bi) = 1 (undP (Bi) > 0
für i ∈ I).

1. (Formel von der totalen Wahrscheinlichkeit) FürA ∈ F gilt
P (A) = ∑

i∈I
P (Bi)P (A ∣ Bi)

Man kann dies anhand eines Diagramms veranschaulichen:
P (A ∣ Bi) ist der Anteil vonA ∩Bi an der ”Wahrscheinlichkeits-
masse“ P (Bi) vonBi

Ω

B1 B2 B3 B4

A

2. (Formel von Bayes1) FürA ∈ F mit P (A) > 0 und jedes k ∈ I gilt

P (Bk ∣ A) = P (Bk)P (A ∣ Bk)
∑i∈I P (Bi)P (A ∣ Bi)

1nach Thomas Bayes, 1702–1761; die Arbeit (die eine Frage von Laplace beantwortet) wurde posthum 1763 publiziert
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Beweis. 1.∑
i∈I
P (Bi)P (A ∣ Bi) = ∑

i∈I
P (A ∩Bi) = P(⋃

i∈I
(A ∩Bi)) = P (A)

(verwende die σ-Additivität von P ).

2. Der Nenner ist = P (A) nach 1., der Zähler ist = P (A ∩Bk) nach De�nition.

Beispiel 2.6 (Medizinische Reihenuntersuchung). Eine Krankheit

• komme bei 2% der Bevölkerung vor (”Prävalenz 2%“),

• ein Test schlage bei 95% der Kranken an (”Sensitivität 95%“),

• aber auch bei 10% der Gesunden (”Spezi�tät 90%“).

Eine zufällig gewählte Person wird mit positivem Resultat getestet. Wie wahrscheinlich ist es, dass
sie krank ist?

Sei

A = {Test fällt positiv aus},
B = {getestete Person ist krank},

also P (B) = 0,02, P (A ∣ B) = 0,95, P (A ∣ Bc) = 0,1 , somit

P (B ∣ A) = P (B)P (A ∣ B)
P (B)P (A ∣ B) + P (Bc)P (A ∣ Bc) = 0,02 ⋅ 0,95

0,02 ⋅ 0,95 + 0,98 ⋅ 0,1 ≊ 0,162

(wir sehen: geringe ”positive Korrektheit“), andererseits

P (B ∣ Ac) = P (B)P (Ac ∣ B)
P (B)P (Ac ∣ B) + P (Bc)P (Ac ∣ Bc) = 0,02 ⋅ 0,05

0,02 ⋅ 0,05 + 0,98 ⋅ 0,9 ≊ 0,0011

(recht hohe ”negative Korrektheit“).
Demnach: Ein negatives Testergebnis schließt die Krankheit mit hoher W’keit aus, ein positives

Testergebnis sollte eher als ”der Fall sollte weiter beobachtet / untersucht werden“ interpretiert wer-
den als ”die Testperson ist krank“.

S.a. Gerd Gigerenzer, Das Einmaleins der Skepsis, Berlin Verlag, 2002, der auch einlädt, den Sach-
verhalt anschaulich anhand einer ”Vierfelder-Tafel“ bezogen auf eine Gesamtpopulation der Größe
1000 zu betrachten:

krank gesund Σ
pos. getestet 19 98 117
neg. getestet 1 882 883

Σ 20 980 1000
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2.2 Mehrstu�ge Zufallsexperimente
Wir betrachten folgende Situation:

Wir haben ZVnX1,X2, . . . ,Xn im Sinn und kennen

1. die Verteilung vonX1,

2. für 2 ≤ k ≤ n die bedingte Verteilung von Xk, wenn X1,X2, . . . ,Xk−1 schon beobachtet
wurden.

Frage / Aufgabe : Wie modellieren? (und: wie damit rechnen?)

Beispiel 2.7 (Pólyas Urne2). s,w ∈ N0, c ∈ {−1,0,1,2, . . .}, eine Urne enthält anfangs s schwarze
und w weiße Kugeln. Wir greifen in jedem Zug einmal rein zufällig hinein und legen dann die gezo-
gene Kugel zurück zusammen mit c weiteren Kugeln derselben Farbe (im Fall c = −1 legen wir die
gezogene Kugel nicht zurück). Wir setzen

Xi = 1{i-te gezogene Kugel ist schwarz}.

Beobachtung 2.8 (Multiplikationsformel). A1,A2, . . . ,An Ereignisse mit

P (A1 ∩ ⋅ ⋅ ⋅ ∩An−1) > 0,

so ist

P (A1 ∩A2 ∩ ⋅ ⋅ ⋅ ∩An) = P (A1)P (A2 ∣ A1)P (A3 ∣ A1 ∩A2)⋯P (An ∣ A1 ∩ ⋅ ⋅ ⋅ ∩An−1).

(Beweis per Inspektion, das Produkt rechts teleskopiert)

Satz 2.9 (Konstruktion von W’maßen via bedingte Wahrscheinlichkeiten). Seien Ω1,Ω2, . . . ,Ωn

(≠ ∅) abzählbar, p1 ∶ Ω1 → [0,1] Wahrscheinlichkeitsgewichtsfunktion, für 2 ≤ k ≤ n und beliebige
ω1 ∈ Ω1, . . . , ωk−1 ∈ Ωk−1 sei pk∣ω1,...,ωk−1 ∶ Ωk → [0,1] W’gewichtsfunktion, setze Ω ∶= Ω1 × Ω2 ×
⋯ ×Ωn, wir schreibenXi ∶ Ω→ Ωi mitXi((ω1, . . . , ωn)) = ωi für die i-te Koordinatenprojektion.

Dann ist p ∶ Ω→ [0,1] mit

p((ω1, . . . , ωn)) ∶= p1(ω1) ⋅ p2∣ω1
(ω2) ⋅ p3∣ω1,ω2

(ω3) ⋅ ⋯ ⋅ pn∣ω1,...,ωn−1(ωn)

eine W’gewichtsfunktion, das W’maß P auf Ω mit Gewichten p erfüllt

1. P (X1 = ω1) = p1(ω1) für alle ω1 ∈ Ω1,

2.
P (Xk = ωk ∣X1 = ω1, . . . ,Xk−1 = ωk−1) = pk∣ω1,...,ωk−1(ωk)

für 2 ≤ k ≤ n, ω1 ∈ Ω1, . . . , ωk−1 ∈ Ωk−1, sofern P (X1 = ω1, . . . ,Xk−1 = ωk−1) > 0.

P ist durch 1. und 2. eindeutig festgelegt.
2nach George Pólya, 1887–1985; siehe F. Eggenberger, G. Pólya, Über die Statistik verketteter Vorgänge, Zeitschr. f.

Angew. Math. Mech. 3, 279–290, (1923).
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Man kann die Situation aus Satz 2.9 in einem Baumdiagramm veranschaulichen (z.B. für n = 2,
Ω1 = {a, b},Ω2 = {c, d}):

○

b

b, d

p2∣b(d)

b, cp2∣b(c)
p
1(b)

a

a, d

p2∣a(d)

a, cp2∣a(c)

p1(a
)

Beweis von Satz 2.9. Für 1 ≤ k ≤ n, ω1 ∈ Ω1, . . . , ωk ∈ Ωk ist

P (X1 = ω1, . . . ,Xk = ωk) = ∑
ωk+1∈Ωk+1

⋯ ∑
ωn∈Ωn

P ({(ω1, . . . , ωn)})

= p1(ω1)p2∣ω1
(ω2)⋯pk∣ω1,...,ωk−1(ωk) ∑

ωk+1∈Ωk+1
pk+1∣ω1,...,ωk(ωk+1)

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
=1

⋅

⋯®
=1

⋅ ∑
ωn∈Ωn

pn∣ω1,...,ωn−1(ωn)

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
=1

= p1(ω1)p2∣ω1
(ω2)⋯pk∣ω1,...,ωk−1(ωk),

insbesondere für k = 1 also P (X1 = ω1) = p1(ω1), d.h. 1. gilt und

P (Ω) = ∑
ω1∈Ω1

P (X1 = ω1) = ∑
ω1∈Ω1

p1(ω1) = 1,

P ist demnach ein W’maß.

Für 2 ≤ k ≤ n folgt

P (X1 = ω1, . . . ,Xk = ωk) = P (X1 = ω1, . . . ,Xk−1 = ωk−1)pk∣ω1,...,ωk−1(ωk),

d.h. 2. gilt.

Die Eindeutigkeit von P folgt aus Beob. 2.8 (mit WahlAi = {Xi = ωi}).

Anwendung in Bsp. 2.7 (Pólya-Urne)

Die Urne enthält anfangs s schwarze undwweiße Kugeln, man legt jeweils die gezogene Kugel zurück
zusammen mit cweiteren Kugeln derselben Farbe.
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Wir betrachtennZüge, Ω = {0,1}n ∋ ω = (ω1, . . . , ωn),Xi = ωi (mit Interpretation 1 =̂ schwarz),
es ist

pk∣ω1,...,ωk1(ωk) =

⎧⎪⎪⎪⎪⎪⎪⎨⎪⎪⎪⎪⎪⎪⎩

s + c`
s +w + c(k − 1) , falls ωk = 1,

w + c(k − 1 − `)
s +w + c(k − 1) , falls ωk = 0

mit ` = ω1 +⋯ + ωk−1.

Satz 2.9 liefert (für ω = (ω1, . . . , ωn) mit ω1 +⋯ + ωn =m)

P ({(ω1, . . . , ωn)}) = p1(ω1)
n

∏
k=2

pk∣ω1,...,ωk−1(ωk)

=

m−1

∏
i=0

(s + ci) ⋅
n−m−1

∏
j=0

(w + cj)
n−1

∏
k=0

(s +w + ck)
.

Beachte: dies hängt nicht von der Reihenfolge der Werteωi, nur von der Gesamtsumme ab (man sagt
dazu auch, dass dieXi ”austauschbar“ sind).

Halten wir Spezialfälle fest:

• für c = 0 (d.h. Ziehen mit Zurücklegen, alsonunabhängige Versuche) ergibt sich( s
s+w)

m( w
s+w)

n−m

• für c = −1 (d.h. Ziehen ohne Zurücklegen) ergibt sich

s(s − 1)⋯(s −m + 1) ⋅w(w − 1)⋯(w − n +m + 1)
(s +w)(s +w − 1)⋯(s +w − n + 1) =

( s
m
)( w
n−m)

(s+w
n

)
1

(n
m
)
= Hyps,w,n({m}) 1

(n
m
)

mit der hypergeometrischen Verteilung aus Bsp. 1.19.
Wir können diese Rechnung folgendermaßen interpretieren: Die Anzahl gezogener schwarzer
Kugeln in den n Zügen ist Hyps,w,n-verteilt, gegeben, dass m schwarze Kugeln gezogen wur-
den, sind deren Positionen in der Reihenfolge uniform verteilt (es gibt (nm) mögliche Wahlen
fürm Positionen).

• für c = 1 ergibt sich

(s+m−1)!
(s−1)!

(w+n−m−1)!
(w−1)!

(s+w+n−1)!
(s+w−1)!

= (s +w − 1)!
(s − 1)!(w − 1)!

(s +m − 1)!(w + n −m − 1)!
(s +w + n − 1)!

Sei Sn ∶= X1 + ⋯ +Xn (die Anzahl gezogene schwarze Kugeln unter den ersten n Zügen), für
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0 ≤m ≤ n ist (für c ≠ 0)

P (Sn =m) = ∑
(w1,...,ωn)∈{0,1}n,
ω1+⋯+ωn=m

P ({(ω1, . . . , ωn)})

= (n
m

)

m−1

∏
i=0

(s + ci) ⋅
n−m−1

∏
j=0

(w + cj)
n−1

∏
k=0

(s +w + ck)
=

s
c
( s
c
+1)⋯( s

c
+m−1)

m! ⋅
w
c
(w
c
+1)⋯(w

c
+n−m−1)

(n−m)!
s+w
c

( s+w
c
+1)⋯( s+w

c
+n−1)

n!

=
(−s/c
m

) ⋅ (−w/c
n−m)

(−(s+w)/c
n

)

(mit ( r
m

) ∶= r(r − 1)⋯(r −m + 1)
m!

für r ∈ R, m ∈ N), beachte, dass der Faktor (−1)n sich oben
herauskürzt.

Diese Verteilung heißt auch Pólya-Verteilung.

(Im Fall c = 0 ergibt sich natürlich P (Sn =m) = Binn,s/(s+w)({m}), vgl. Bsp. 1.20.)

In Satz 2.9 hatten wir ein W’maß auf einem Produktraum (mit n ∈ N Faktoren) konstruiert. Ge-
legentlich benötigt man ein analoges Resultat für den Fall (abzählbar) unendlich vieler Faktoren –
beispielsweise, um in dem hier betrachteten Kontext eine unendliche Münzwur�olge zu modellie-
ren.

Bericht 2.10 (Konstruktion von W’maßen auf unendlichen Produkträumen). Seien Ωi, i ∈ N je-
weils (höchstens) abzählbar, ≠ ∅, p1(⋅) W’gewichtsfunktion auf Ω1, für k ∈ {2,3, . . .} und ω1 ∈
Ω1, . . . , ωk−1 ∈ Ωk−1 sei pk∣ω1,...,ωk−1(⋅) W’gewichtsfunktion auf Ωk, setze

Ω ∶= ⨉
i∈N

Ωi = {(ω1, ω2, ω3, . . . ) ∶ ωi ∈ Ωi}

(versehen mit

F = σ({{ω1} × {ω2} ×⋯ × {ωn} ×Ωn+1 ×Ωn+2 ×⋯ ∶ n ∈ N, ωi ∈ Ωi für 1 ≤ i ≤ n}),

der sogenannten Produkt-σ-Algebra), für i ∈ N sei

Xi ∶ Ω→ Ωi, Xi((ωn)n∈N) = ωi (die Projektion auf die i-te Koordinate).

Dann gibt es (genau) ein W’maß P auf (Ω,F) mit

P (X1 = ω1, . . . ,Xk = ωk) = p1(ω1)p2∣ω1
(ω2)⋯pk∣ω1,...,ωk−1(ωk) (2.1)

für alle k ∈ N und ωi ∈ Ωi für 1 ≤ i ≤ k.

Dieses Resultat, das Satz 2.9 auf die Situation abzählbar unendlich vieler Ωi, i ∈ N erweitert,
werden wir in dieser Vorlesung nicht mit mathematischer Strenge beweisen (dafür siehe z.B. Georgii
[G, Satz 3.12]).
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Grobe Beweisidee. Gedankenexperiment: Stellen wir uns vor, wir haben einen Computer, der genau ei-
ne uniform in [0,1] verteilte ZufallsvariableU (mit beliebiger Präzision) simulieren kann. Wir möchten
aus dem Wert von U die Werte vonX1,X2, . . . derart ablesen, dass (2.1) für alle k gilt.

Sei U ∼ unif[0,1].
• Zerlege I = [0,1) in disjunkte, halbo�ene Intervalle Iω1 ,ω1 ∈ Ω1 der Längen p1(ω1) (1. Stufe),

• zerlege jedes Iω1 in disjunkte, halbo�ene Intervalle Iω1,ω2 ,ω2 ∈ Ω2 der Längenp1(ω1)p2∣ω1
(ω2)

(2. Stufe),

. . .

• wenn Iω1,ω2,...,ωk−1 konstruiert (mit Länge p1(ω1)p2∣ω1
(ω2)⋯pk−1∣ω1,...,k−2(ωk−1)),

zerlege in disjunkte, halbo�ene Intervalle Iω1,ω2,...,ωk−1,ωk , ωk ∈ Ωk der Längen
p1(ω1)p2∣ω1

(ω2)⋯pk−1∣ω1,...,k−2(ωk−1)pk∣ω1,...,k−1(ωk) (k. Stufe), etc.

0 1

I1 I2 I3 I4
. . .

p1(1) p1(2) p1(3) p1(4)

I3,1 I3,2 I3,3 I3,4

p1(3)p2∣3(1) p1(3)p2∣3(2)
p1(3)p2∣3(3) p1(3)p2∣3(4)

I3,4,1 I3,4,2 I3,4,3

p1(3)p2∣3(4)p3∣3,4(1)

p1(3)p2∣3(4)p3∣3,4(2) p1(3)p2∣3(4)p3∣3,4(3)

Für u ∈ [0,1) gibt es genau ein

X(u) = (X1(u),X2(u), . . . ) ∈ Ω,

so dass gilt (siehe auch die Skizze für den Fall Ω1 = Ω2 = ⋯ = N)

u ∈ IX1(u),X2(u),...,Xk(u) für alle k ∈ N
und dies de�niertX ∶ [0,1) → Ω. Damit ist

P (X1 = ω1, . . . ,Xk = ωk) = (unif[0,1] ○X−1)({ω1} × {ω2} ×⋯ × {ωk} ×Ωk+1 ×Ωk+2 ×⋯)
= unif[0,1]({u ∈ [0,1) ∶X1(u) = ω1,X2(u) = ω2, . . . ,Xk(u) = ωk})
= unif[0,1](Iω1,ω2,...,ωk) = Länge von Iω1,ω2,...,ωk

= p1(ω1)p2∣ω1
(ω2)⋯pk−1∣ω1,...,k−2(ωk−1)pk∣ω1,...,k−1(ωk),
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d.h. (2.1) gilt.

2.3 Unabhängigkeit
De�nition 2.11. Wir betrachten einen W’raum (Ω,F , P ). EreignisseAundB heißen (stochastisch)
unabhängig, wenn gilt

P (A ∩B) = P (A) ⋅ P (B)
(strenggenommen: unabhängig bezüglichP ). Im FallP (A) > 0 sind alsoAundB unabhängig g.d.w.
P (B ∣ A) = P (B).

Beispiel. 1. Ziehen mit Zurücklegen aus einer Urne, A = {erste gezogene Kugel ist schwarz}, B =
{zweite gezogene Kugel ist schwarz}, so sindA undB unabhängig.

(Dies gilt natürlich nicht, wenn ohne Zurücklegen gezogen wird.)
2. Ziehe zwei Karten ohne Zurücklegen aus einem (perfekt gemischten) Skatblatt, sei

A = {erste gezogene Karte ist ein As},
B = {zweite gezogene Karte hat Farbe Pik}.

Es ist

P (A) = 4

32
= 1

8
, P (B) = 8

32
= 1

4
( = 8 ⋅ 7

32 ⋅ 31
+ 24 ⋅ 8

32 ⋅ 31
),

P (A ∩B) = 1 ⋅ 7 + 3 ⋅ 8
32 ⋅ 31

= 31

32 ⋅ 31
= 1

32
= P (A) ⋅ P (B),

d.h.A undB sind unabhängig.

Bemerkung. Gilt P (A) ∈ {0,1}, so istA von sich selbst unabhängig.

De�nition 2.12. Sei I (beliebige) Indexmenge, Ai, i ∈ I Ereignisse. Die Familie (Ai)i∈I heißt un-
abhängig, wenn für jedes endliche J ⊂ I , J ≠ ∅ gilt

P(⋂
j∈J
Aj) =∏

j∈J
P (Aj).

Beispiel 2.13. (Aus paarweiser Unabhängigkeit folgt i.A. nicht Unabhängigkeit). Werfe eine faire
Münze zwei Mal, sei

A = {erster Wurf istK}, B = {zweiter Wurf istK},
C = {beide Würfe haben das gleiche Ergebnis}.

Es ist

P (A) = P (B) = P (C) = 1

2
, P (A ∩B) = P (A ∩C) = P (B ∩C) = 1

4
,

d.h. je zwei der betrachteten Ereignisse sind unabhängig (man sagt:A,B,C sind paarweise unabhängig),
aber

P (A ∩B ∩C) = 1

4
≠ P (A) ⋅ P (B) ⋅ P (C) = 1

8
,

d.h.A,B,C sind nicht unabhängig. (Dies ist auch intuitiv klar, denn (A ∩B) ∪ (Ac ∩Bc) = C .)
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Bemerkung 2.14. Sind (Ai, i ∈ I) unabhängig, so auch (Aci , i ∈ I) und für J, J ′ ⊂ I endlich mit
J ∩ J ′ = ∅ gilt

P(⋂
j∈J
Aj ∩ ⋂

j′∈J ′
Acj′) =∏

j∈J
P (Aj) ⋅ ∏

j′∈J ′
(1 − P (Aj′)). (2.2)

Beweis. Betrachte zunächst den Fall ∣J ∣ = ∣J ′∣ = 1:

P (Aj ∩Acj′) = P (Aj) − P (Aj ∩Aj′) = P (Aj) − P (Aj)P (Aj′) = P (Aj)(1 − P (Aj′)),

sei nun J mit ∣J ∣ ≥ 1 allgemein, J ′ = {j′} mit j′ ∉ J , wie oben ist

P (⋂
j∈J
Aj ∩ Acj′) = P (⋂

j∈J
Aj) − P ( ⋂

k∈J∪{j′}
Ak)

=∏
j∈J
P (Aj) − ∏

k∈J∪{j′}
P (Ak) = (∏

j∈J
P (Aj))(1 − P (Aj′)).

Nehmen wir nun an, (2.2) gilt für alle J , J ′ mit J ∩ J ′ = ∅ und ∣J ′∣ ≤m.
Sei J ′′ = J ′ ∪ {j′′} mit einem j′′ /∈ J ∩ J ′ und ∣J ′∣ =m: Nach Induktionsvoraussetzung ist

P(⋂
j∈J
Aj ∩ ⋂

j′∈J ′′
Acj′) = P(⋂

j∈J
Aj ∩ ⋂

j′∈J ′
Acj′) − P( ⋂

j∈J∪{j′′}
Aj ∩ ⋂

j′∈J ′
Acj′)

=∏
j∈J
P (Aj) ⋅ ∏

j′∈J ′
(1 − P (Aj′)) − ∏

j∈J∪{j′′}
P (Aj) ⋅ ∏

j′∈J ′
(1 − P (Aj′))

=∏
j∈J
P (Aj) ⋅ ∏

j′∈J ′′
(1 − P (Aj′)),

d.h. (2.2) gilt auch für J und J ′′ und somit allgemein.

Diskussion. 1. Stochastische Unabhängigkeit ist eine (gemeinsame) Eigenschaft von Ereignissen und
deren Wahrscheinlichkeiten; (Un-)abhängigkeit ist nicht automatisch mit (Nicht-)Existenz eines kau-
salen Zusammenhangs gleichzusetzen.

Beispiel: Wir befragen eine zufällig an einem Samstagnachmittag auf dem Mainzer Gutenberg-
platz ausgewählte Testperson. Die Ereignisse ”hat Schuhgröße ≥ 41“ und ”hat Führerschein“ sind
nicht unabhängig (gegeben {hat Schuhgröße ≥ 41} handelt es sich vermutlich eher um einen Er-
wachsenen, daher ist die Chance, dass die Person auch einen Führerschein hat größer als der Anteil
der Führerscheinbesitzer in der Gesamtbevölkerung, die auch viele Kinder umfasst). Trotzdem wäre
die Behauptung, dass große Füße Führerscheine hervorbringen, natürlich unsinnig.

2. Nichtsdestoweniger modelliert man die erneute Wiederholung eines gewissen zufälligen Experi-
ments unter gleichen Bedingungen (oder auch die Befragung verschiedener Versuchspersonen aus ei-
ner großen Grundgesamtheit) zumeist mittels (angenommener) stochastischer Unabhängigkeit. Die
Annahme unabhängiger Kopien eines gewissen Zufallsexperiments bildet häu�g einen zentralen An-
satzpunkt statistischer Analysen.

De�nition 2.15. I (nicht-leere) Indexmenge, Xi, i ∈ I Zufallsvariablen (auf demselben W’raum),
Xi habe Wertebereich (Si,Ai). Die Familie (Xi)i∈I heißt unabhängig, wenn für jedes endliche ∅ ≠
J ⊂ I und beliebigeBj ∈ Aj gilt

P(⋂
j∈J

{Xj ∈ Bj}) =∏
j∈J
P (Xj ∈ Bj).

36



Also: Eine Familie von ZVn ist u.a. g.d.w. jede endliche Teilfamilie u.a. ist.

Beobachtung 2.16. 1. (Xi)i∈I unabhängig und ∅ ≠ I ′ ⊂ I , so ist auch (Xi)i∈I′ eine unabhängige
Familie. (Dies folgt sofort aus der De�nition: wähleBj = Sj für j ∈ I ∖ I ′.)
2. Seien (S′i,A ′

i ) messbare Räume, fi ∶ Si → S′i messbar,Xi, i ∈ I unabhängige ZVn (Xi hat Werte
in Si). Dann sind auch

Yi ∶= fi(Xi), i ∈ I unabhängig,
denn für endliches J ⊂ I ,B′

j ∈ A ′
j ist

P(⋂
j∈J

{Yj ∈ B′
j}) = P(⋂

j∈J
{Xj ∈ f−1

j (B′
j)})

=∏
j∈J
P (Xj ∈ f−1

j (B′
j)) =∏

j∈J
P (Yj ∈ B′

j).

3. Eine Familie von EreignissenAi, i ∈ I ist unabhängig g.d.w. die Familie 1Ai , i ∈ I der zugehörigen
Indikatorvariablen u.a. ist. (Dies folgt sofort aus der De�nition zusammen mit Bem. 2.14.)

Bericht 2.17. In der Situation von Def. 2.15 sei Ei ein ∩-stabiler Erzeuger von Ai und es gelte für alle
J ⊂ I mit ∣J ∣ < ∞ undBj ∈ Ej

P(⋂
j∈J

{Xj ∈ Bj}) =∏
j∈J
P (Xj ∈ Bj).

Dann sind die (Xi)i∈I unabhängig.
Insbesondere gilt im reellwertigen Fall (Si = R): (Xi)i∈I sind unabhängig g.d.w.

für alle J ⊂ I, ∣J ∣ < ∞, xj ∈ R gilt P(⋂
j∈J

{Xj ≤ xj}) =∏
j∈J
P (Xj ∈ xj).

Beweisidee. Zeige induktiv über #{j ∈ J ∶ Bj ∈ Aj ∖ Ej}, dass die Bed. aus Def. 2.15 erfüllt ist,
verwende dazu Eindeutigkeitssatz für Maße (Bericht 1.10). Für Details siehe z.B. [G, Satz 3.19].

Satz 2.18. X1,X2, . . . ,Xn ZVn, Xi habe Werte in Si, Si abzählbar für i = 1,2, . . . , n. Dann sind
X1,X2, . . . ,Xn unabhängig g.d.w. gilt

∀x1 ∈ S1, x2 ∈ S2, . . . , xn ∈ Sn ∶ P (X1 = x1,X2 = x2, . . . ,Xn = xn) =
n

∏
i=1

P (Xi = xi).

Beweis. ”⇒“: Klar (WähleAi = {xi} in Def. 2.15.)

”⇐“: SeienA1 ⊂ S1, . . .An ⊂ Sn, es ist

P ({X1 ∈ A1} ∩⋯ ∩ {Xn ∈ An}) = P( ⋃
(x1,...,xn)∈A1×⋯×An

{X1 = x1, . . . ,Xn = xn})

= ∑
x1∈A1,...,xn∈An

P (X1 = x1, . . . ,Xn = xn)
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶

=P (X1=x1)⋯P (Xn=xn)

= ∑
x1∈A1

P (X1 = x1)⋯ ∑
xn∈An

P (Xn = xn)

= P (X1 ∈ A1)⋯P (Xn ∈ An).
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Bericht 2.19 (Unabhängigkeit im reellwertigen Fall mit Dichte). SeienX1,X2, . . . ,Xn reellwertige
ZVn, f1, . . . , fn ∶ R→ R+ Wahrscheinlichkeitsdichten (d.h. ∫R fi(x)dx = 1), dann sind äquivalent:

1. X1, . . . ,Xn sind u.a. undXi hat Dichte fi für i = 1, . . . , n

(d.h. P (Xi ∈ B) = ∫B fi(x)dx).

2. Die ZVX = (X1, . . . ,Xn) mit Werten in Rn hat Dichte

f(x) = f1(x1) ⋅ f2(x2) ⋅ ⋯ ⋅ fn(xn), x = (x1, . . . , xn) ∈ Rn,

d.h. die gemeinsame Dichte hat Produktgestalt.

Beweisidee. ”Naiv“ rechnen wir

∫
x1

−∞
f1(y1)dy1⋯∫

xn

−∞
fn(yn)dyn = ∫

(−∞,x1]×⋯×(−∞,xn]
f1(x1)⋯fn(xn)dy1 . . . dyn

(verwende den Satz von Fubini um die Integralvertauschungen zu rechtfertigen und dann Bericht 2.17.
Siehe z.B. [KW, Satz auf S. 70 in Kap. III.10] und [G, Bsp. 3.30] für Details.

Beispiel 2.20. 1. X1, . . . ,Xn u.a.,Xi ∼ N0,1, dann hatX ∶= (X1, . . . ,Xn) Dichte

fX(x) =
n

∏
i=1

1√
2π
e−x

2
i /2 = (2π)−n/2 exp ( − 1

2 ∣∣x∣∣2), x = (x1, . . . , xn) ∈ Rn

(mit ∣∣x∣∣ =
√
x2

1 +⋯ + x2
n, der euklidischen Norm).

SeiM = (mij)ni,j=1 orthogonale n × n-Matrix (d.h.MTM = I , die n × n-Identitätsmatrix),

Y T ∶=MXT d.h. Y = (Y1, . . . , Yn) mit Yi =
n

∑
j=1

mijXj,

dann sind Y1, . . . , Yn u.a., Yi ∼ N0,1.

ϕ ∶ Rn → Rn, ϕ(x) = Mx ist bijektiv und di�erenzierbar mit ϕ−1(y) = MTy, ϕ′ = M , die
Dichtetransformationsformel (Bericht 1.42) zeigt: Y hat Dichte

fY (y) =
fX(ϕ−1(y))

∣detϕ′(ϕ−1(y))∣ =
fX(MTy)
∣detM ∣ = fX(MTy)

= (2π)−n/2 exp ( − 1
2 ∣∣MTy∣∣2
´¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¶

∣∣y∣∣2

) =
n

∏
i=1

1√
2π
e−y

2
i /2.

2. Sei X ein uniform im Einheitskreis {x ∈ R2 ∶ ∣∣x∣∣ ≤ 1} verteilter Punkt (in kartesischen Koordi-
natenX = (X1,X2)),R der Radius,W der Winkel vonX (in Polarkoordinaten), also

R =
√
X2

1 +X2
2 , W =

⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩

arcsin (X2

R
), X1 ≥ 0,

π − arcsin (X2

R
), X1 < 0,X2 ≥ 0,

−π − arcsin (X2

R
), X1 < 0,X2 < 0,

(siehe auch die Skizze unten).
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x1

x2

0

R

W

X2

X1

w

r

x1

x2

Links: Punkt (X1,X2) und seine Polarkoordinaten (R,W ). Rechts: Schra�ert ist
B(r,w) ∶= {Punkte mit Radius ≤ r und Winkel ≤ w}.

Dann sindR undW unabhängig,

R hat Dichte fR(r) = 2r1[0,1](r),

W hat Dichte fW (w) = 1

2π
1[−π,π)(w),

denn (für 0 ≤ r ≤ 1, −π ≤ w < π)

P (R ≤ r,W ≤ w) = P (X ∈ B(r,w))

=
πr2w+π

2π

π12
= r2w + π

2π
= ∫

r

0
2sds ⋅ ∫

w

−π

1

2π
dv.

De�nition 2.21. Seien (Ωi,Fi), messbare Räume,Pi ein Wahrscheinlichkeitsmaß auf Ωi, i = 1, . . . , n,

Ω ∶= Ω1 ×⋯ ×Ωn

(versehen mit F = σ(A1 ×A2 ×⋯ ×An,Ai ∈ Fi für i = 1, . . . , n), der ”Produkt-σ-Algebra), dann
heißt das Wahrscheinlichkeitsmaß auf (Ω,F) mit

P (A1 ×A2 ×⋯ ×An) =
n

∏
i=1

Pi(Ai) fürA1 ∈ F1, . . . ,An ∈ Fn

das Produkt (oder Produktmaß) der P1, . . . , Pn, man schreibt P = P1 ⊗ P2 ⊗ ⋯ ⊗ Pn (im Fall
P1 = P2 = ⋯ = Pn auch P = P⊗n

1 ).

Bemerkung 2.22. ZVn X1, . . . ,Xn (mit Wertebereichen S1, . . . , Sn), die auf demselben W’raum
(Ω,F , P ) de�niert sind unabhängig, g.d.w. gilt (mitX = (X1 . . . ,Xn))

LP (X) = LP (X1) ⊗LP (X2) ⊗⋯⊗LP (Xn).

(D.h. ZVn sind unabhängig g.d.w. die gemeinsame Verteilung (vgl. Beob. und Def. 1.33) ein Produkt-
maß ist).

Insbesondere: Unabhängigkeit von ZVn ist eine Eigenschaft der (gemeinsamen) Verteilung.
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(Dies ergibt sich direkt aus dem Vergleich von Def. 2.15 und Def. 2.21.)

Beobachtung und Bericht 2.23 (Existenz von u.a. ZVn mit vorgegebenen Verteilungen). (Si,Ai)
messbare Räume, µi W’maß auf (Si,Ai) für i = 1, . . . , n (für ein n ∈ N) oder für i ∈ N.

Dann gibt es (auf einem geeigeten W’raum (Ω,F , P )) unabhängige ZVn X1,X2, . . . mit Xi ∼
µi. Man kann Ω = ⨉ni=1 Si, P = ⊗n

i=1 µi (bzw. Ω = ⨉∞
i=1 Si, P = ⊗∞

i=1 µi) und Xi = i-te Koordina-
tenprojektion wählen.

Diskussion. Wenn alle Si abzählbar sind, folgt dies im Fall endlich vieler Xi aus Satz 2.18, im Fall
unendlich vielerXi aus Bericht 2.10.

Im Fall endlich vieler Xi mit Werten in R, die jeweils eine Dichtefunktion fi besitzen, folgt die
Behauptung aus der Existenz des n-dim (Lebesgue-)Maßes (”Volumen-Maß“), der Fall endlich oder
unendlich vielerXi mit Werten in R kann zudem (via Beob. 1.38 und Bericht 2.10) auf den diskreten
Fall zurückgespielt werden:

Seien Ui,j , i, j ∈ N u.a., Ber1/2, dann sind Vi ∶= ∑∞
j=1 2−jUi,j u.a. (vgl. Beob. 2.16) und Vi ∼

Unif[0,1] für i ∈ N.
Sei Fi die Verteilungsfunktion von µi, dann leistet Xi ∶= F −1

i (Vi) das Gewünschte (vgl. Be-
ob. 1.38).

2.4 Faltung
De�nition 2.24. X und Y unabhängige reellwertige ZVn, X ∼ µ, Y ∼ ν (de�niert auf einem
W’raum). Die Verteilung vonX + Y heißt die Faltung von µ und ν, geschrieben µ ∗ ν:

(µ ∗ ν)(B) = P (X + Y ∈ B), B ∈ B(R)

(alternativ: µ ∗ ν = (µ⊗ ν) ○ f−1 mit f(x, y) = x + y).

Bemerkung. µ ∗ ν = ν ∗ µ (dennX + Y = Y +X).

Beobachtung 2.25 (Diskreter Fall). Falls µ(Z) = ν(Z) = 1 (d.h.X und Y haben Werte in Z), so ist

(µ ∗ ν)({k}) = P (X + Y = k) = ∑
m∈Z

P (X =m,Y = k −m) = ∑
m∈Z

µ({m})ν({k −m}).

Beispiel 2.26. 1. X,Y u.a., ∼ Berp, so istX + Y ∼ Bin2,p, d.h. Berp ∗Berp = Bin2,p.

2. (Binomialfamilie)X1,X2, . . . ,Xn u.a., ∼ Berp, so istX1 +X2 +⋯ +Xn ∼ Binn,p, d.h.

Ber∗np = Berp ∗Berp ∗⋯ ∗Berp
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶

n-mal

= Binn,p.

Insbesondere gilt

Binn1,p ∗Binn2,p = Binn1+n2,p für p ∈ [0,1], n1, n2 ∈ N,

die Binomialverteilungen bilden (für festes p) eine Faltungsfamilie.
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3. (Poissonfamilie) Für α,β > 0 ist Poiα ∗Poiβ = Poiα+β , denn

k

∑
m=0

e−α
αm

m!
⋅ e−β βk−m

(k −m)! = e
−(α+β) 1

k!

k

∑
m=0

( k
m

)αmβk−m

= e−(α+β) (α + β)
k

k!
= Poiα+β({k}), k ∈ N0.

Auch die Poissonverteilungen bilden eine Faltungsfamilie.

Beobachtung 2.27 (Faltung von Dichten). X,Y u.a. reellwertige ZVn mit Dichte fX bzw. fY , so
hatX + Y die Dichte

(fX ∗ fY )(z) ∶= ∫
R
fX(x)fY (z − x)dx, z ∈ R.

Es ist nämlich

P (X + Y ≤ w) = ∫
∞

−∞
∫

∞

−∞
1{x+y≤w}fX(x)fY (y)dydx

= ∫
∞

−∞
∫

∞

−∞
1{x+z−x≤w}fX(x)fY (z − x)dzdx

= ∫
∞

−∞
1{z≤w}∫

∞

−∞
fX(x)fY (z − x)dxdz = ∫

w

−∞
(fX ∗ fY )(z)dz

wobei wir in der 2. Zeile y = z − x substituiert haben.

Beispiel 2.28 (Die Normalverteilungen bilden eine Faltungsfamilie). Es gilt

Nµ1,σ2
1
∗Nµ2,σ2

2
= Nµ1+µ2,σ2

1+σ2
2

für µ1, µ2 ∈ R, σ1, σ2 > 0

Beweis. Betrachte o.E. den Fall µ1 = µ2 = 0 (dennZ ∼ Nµ,σ2 , a ∈ R, so istZ + a ∼ Nµ+a,σ2):
Für z ∈ R ist

∫
R

1√
2πσ2

1

exp ( − x2

2σ2
1

) 1√
2πσ2

2

exp ( − (z − x)2

2σ2
2

)dx

= 1√
2π(σ2

1 + σ2
2)

exp ( − z2

2(σ2
1 + σ2

2)
)∫

R

1

(2π
σ2
1σ

2
2

σ2
1+σ2

2
)1/2 exp( z2

2(σ2
1 + σ2

2)
− x2

2σ2
1

− z2

2σ2
2

+ zx
σ2

2

− x2

2σ2
2

)dx

= 1√
2π(σ2

1 + σ2
2)

exp ( − z2

2(σ2
1 + σ2

2)
)∫

R

1

(2π
σ2
1σ

2
2

σ2
1+σ2

2
)1/2 exp( −

(x − z
1+(σ2/σ1)2 )

2

2
σ2
1σ

2
2

σ2
1+σ2

2

)dx

= 1√
2π(σ2

1 + σ2
2)

exp ( − z2

2(σ2
1 + σ2

2)
).
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(Nebenrechnung: Das Argument der Exponentialfunktion innerhalb des Integrals in der 2. Zeile ist

z2

2(σ2
1 + σ2

2)
− x2

2σ2
1

− z2

2σ2
2

+ zx
σ2

2

− x2

2σ2
2

= −1

2
(σ−2

1 + σ−2
2 )(x2 − 2xz

σ2
2(σ−2

1 + σ−2
2 ) + ( 1

σ2
2

− 1

σ2
1 + σ2

2

)(σ−2
1 + σ−2

2 )−1

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
= σ2

1
σ2
2
(σ2

1
+σ2

2
)(σ−2

1
+σ−2

2
)
= 1

σ4
1

1

(σ−2
1

+σ−2
2
)2

z2)

= −1

2
(σ−2

1 + σ−2
2 )

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
=σ

2
1
+σ2

2
σ2
1
σ2
2

(x − z

1 + (σ2/σ1)2
)2
,

das Integral in der 2. Zeile istNz/(1+(σ2/σ1)2),σ2
1σ

2
2/(σ2

1+σ2
2)(R) = 1.)

Bemerkung. Man kann anstelle obiger expliziter Rechnung auch mit orthogonalen Transforma-
tionen und Beispiel 2.20, 1. (Invarianz der multi-dimensionalen Standard-Normalverteilung unter
orthogonalen Transformationen) argumentieren, vgl. auch [KW, Bsp. auf S. 71]:

Seien a, b ∈ (0,1) mit a2 + b2 = 1, so ist die 2 × 2-Matrix ( a b
−b a

) orthogonal, seien Z1, Z2

u.a., ∼ N0,1, dann haben

( Z1

Z2
) und ( a b

−b a
)( Z1

Z2
) = ( aZ1 + bZ2

−bZ1 + aZ2
)

dieselbe Verteilung, d.h. auchaZ1+bZ2 und−bZ1+aZ2 sind u.i.v.,∼ N0,1, insbesondere istaZ1+bZ2

standard-normalverteilt.
Setzen wir a ∶= σ1√

σ2
1+σ2

2

, b ∶= σ2√
σ2
1+σ2

2

, so �nden wir: X1 ∶= σ1Z1 ∼ N0,σ2
1

, X2 ∶= σ2Z2 ∼ N0,σ2
2

(undX1,X2 sind u.a.),

X1√
σ2

1 + σ2
2

+ X2√
σ2

1 + σ2
2

= aZ1 + bZ2 ∼ N0,1,

also giltX1 +X2 ∼ N0,σ2
1+σ2

2
.

2.5 Asymptotische Ereignisse
In diesem Abschnitt geht es um Ereignisse, die gewissermaßen (wenn man bei der Nummerierung an
einen Zeitablauf denkt) ”unendlich spät“ entschieden werden.

De�nition 2.29. SeienA1,A2, . . . Ereignisse,

lim sup
n→∞

An ∶= ⋂
n≥1

⋃
m≥n

Am

42



(”unendlich viele derAn treten ein“),

lim inf
n→∞

An ∶= ⋃
n≥1

⋂
m≥n

Am

(”von einem (möglicherweise zufälligen) Index ab treten alleAn ein“).

Beachte: Es ist ( lim inf
n→∞

An)
c

= lim sup
n→∞

Acn, mit Indikatorvariablen ausgedrückt gilt

lim sup
n→∞

1An(ω) = 1lim supnAn(ω), lim inf
n→∞

1An(ω) = 1lim infnAn(ω).

Satz 2.30 (Lemma von Borel-Cantelli3). SeienA1,A2, . . . Ereignisse,A = lim supn→∞An.

1.
∞
∑
n=1

P (An) < ∞ Ô⇒ P (A) = 0

2.
∞
∑
n=1

P (An) = ∞ und dieA1,A2, . . . seien unabhängig Ô⇒ P (A) = 1

Beweis. 1. Für jedes n ist

0 ≤ P (A) ≤ P( ⋃
m≥n

Am) ≤
∞
∑
m=n

P (Am) Ð→
n→∞

0,

also gilt P (A) = 0.
2. Es ist

P (Ac) = P( ⋃
n≥1

⋂
m≥n

Acm) ≤
∞
∑
n=1

P( ⋂
m≥n

Acm) =
∞
∑
n=1

lim
k→∞

P(
k

⋂
m=n

Acm)
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶

=
k

∏
m=n

(1−P (Am))≤
k

∏
m=n

e−P (Am)≤
∞
∑
n=1

lim
k→∞

exp ( −
k

∑
m=n

P (Am))
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶

=0

= 0.

Beispiel 2.31. 1. Betrachte unendlich iterierten (unabhängigen) p-Münzwurf (0 < p < 1), sei

An = {Erfolg im n-ten Wurf},
dann ist P (lim supnAn) = 1, d.h. es treten fast sicher ∞ viele Erfolge auf.
2. SeienX1,X2, . . . ZVn,Xn ∼ Poiλn mit supn λn =∶ Λ < ∞,An = {Xn ≥ n}. Es ist

P (An) = e−λn
∞
∑
k=n

(λn)k
k!

≤ e−Λ
∞
∑
k=n

Λk

k!

(verwende z.B. Bsp 2.26, 3. zur Poisson-Faltungseigenschaft, um dies einzusehen: Falls λn < Λ, sei Yn
u.a. vonXn, ∼ PoiΛ−λn , dann istXn + Yn ∼ PoiΛ und somit P (Xn ≥ n) ≤ P (Xn + Yn ≥ n). Somit

∞
∑
n=1

P (An) ≤ e−Λ
∞
∑
k=1

Λk

k!
∑

1≤n≤k
1 = e−Λ

∞
∑
k=1

Λk

k!
k < ∞,

also P (lim supnAn) = 0. (Beachte: dieXn brauchen nicht unabhängig zu sein.)

3nach Émile Borel (1871–1956) und Francesco Cantelli (1875–1966)
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Kapitel 3

Erwartungswert, Varianz und Kovarianz

Der Erwartungswert ist eine wichtige Kenngröße der Verteilung einer reellwertigen Zufallsvariable
X , er gibt eine Antwort auf die – etwas salopp formulierte – Frage ”Wie groß istX typischerweise?“

3.1 Diskreter Fall
SeiX reelle ZV mit abzählbarem Wertebereich (auf einem W’raum (Ω,F , P ) de�niert), d.h. es gibt
eine abzählbare Menge S = SX ⊂ R mit P (X ∈ S) = 1 und LP (X) hat Gewichte P (X = x),
x ∈ S.

De�nition 3.1. X besitzt einen Erwartungswert, wenn

∑
x∈SX

∣x∣P (X = x) < ∞

gilt, man schreibt dies auch als X ∈ L1 (bzw. X ∈ L1(P ), wenn das zugrundeliegende W’maß P
nicht aus dem Kontext klar ist).

In diesem Fall heißt
E[X] ∶= ∑

x∈SX
xP (X = x)

der Erwartungswert vonX .

Bemerkung. Die Summe∑x∈SX xP (X = x) ist dann wohlde�niert (unabhängig von der Summa-
tionsreihenfolge) und es gilt ∣E[X]∣ ≤ ∑x∈SX ∣x∣P (X = x) < ∞.

Für ein ”Gegenbeispiel“ sei P (X = n) = P (X = −n) = 1
2n(n−1) für n = 2,3, . . . (es ist

∑∞
n=2 2 1

2n(n−1) = ∑
∞
n=2 ( 1

n−1 − 1
n
) = 1, d.h. dies sind W’gewichte), wenn man die Werte durchnum-

merierte mit x2i = i + 1, x2i−1 = −i − 1, i ∈ N, so wäre
∞
∑
j=1

xjP (X = xj) = lim
N→∞

N

∑
j=1

xjP (X = xj) = 0,

andererseits ist∑∞
j=1 ∣xj ∣P (X = xj) = ∑∞

n=2
n

n(n−1) = ∑
∞
k=1

1
k = ∞.

Bemerkung 3.2. 1. Falls ∣Ω∣ < ∞, so besitzt jede ZV eine Erwartungswert und es gilt

E[X] = ∑
ω∈Ω

P ({ω})X(ω).
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2. Wenn X endlich viele mögliche Werte x1, . . . , xn (mit Gewichten p(xi) = P (X = xi)) hat,
so besitzt es einen Erwartungswert und man kann E[X] als den ”Massenschwerpunkt“ inter-
pretieren.

E[X]

p(x1)

x1

p(x2)

x2

p(x3)

x3

p(x4)

x4

p(x5)

x5

Auf einer Balkenwaage (deren Balken Eigengewicht 0 habe) liege an der Position xi das Ge-
wicht p(xi). Damit der Balken in Ruhelage ist, muss man ihn an der Stelle ∑n

i=1 xip(xi) =
E[X] unterstützen, denn dann ist das Gesamtdrehmonent (proportional zu)

n

∑
i=1

p(xi)(xi −E[X]) = E[X] −E[X] = 0

3. WennX ≥ 0 (bzw.P (X ≥ 0) = 1), so ist∑x xP (X = x) stets wohlde�niert (möglicherweise
mit Wert +∞, den man dann formal zulässt).

4. Der Erwartungswert von X muss nicht notwendigerweise ein möglicher Wert von X sein:
P (X = E[X]) = 0 ist durchaus möglich, beispielsweise gilt für W das Ergebnis eines fairen
Würfelwurfs

E[W ] =
6

∑
w=1

1

6
w = 7

2
/∈ {1,2, . . . ,6}

Daher kann man die Interpretation von E[X] als ”typischer Wert vonX“ i.A. nicht wörtlich
nehmen.

Es gilt aber: SindX1,X2, . . . unabhängig mit derselben Verteilung wieX , so konvergiert

Mn ∶=
X1 +X2 +⋯ +Xn

n
Ð→
n→∞

E[X] = ∑
x

xP (X = x)

(in geeignetem Sinn), dies ist die Aussage des Gesetzes der großen Zahlen, das wir später sehen
werden.
Es ist nämlich

Mn = ∑
x

x ⋅ #{i ≤ n ∶Xi = x}
n

und #{i ≤ n ∶Xi = x}/n Ð→
n→∞

P (X = x).
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Illustration:X1,X2, . . . uniform auf {1,2,3,4,5,6},
Xn sind jeweils die schwarzen Punkte,Mn die blaue Linie
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5. Man kann E[X] als den erforderlichen Einsatz in einem ”fairen Spiel“ interpretieren, bei dem
man eine zufällige AuszahlungX erhält.

6. Der Erwartungswert ist eine Eigenschaft der Verteilung: L (X) = L (Y ) impliziert E[X] =
E[Y ]. (Klar, da dann P (X = x) = P (Y = x) für alle x gilt.)

Beispiel 3.3. 1. A Ereignis, so ist E[1A] = 1 ⋅ P (1A = 1) + 0 ⋅ P (1A = 0) = P (A).

2. SeiX ∼ Binn,p, n ∈ N, p ∈ [0,1] :

E[X] =
n

∑
k=0

kP (X = k) =
n

∑
k=1

k(n
k
)pk(1 − p)n−k

= np
n

∑
k=1

(n − 1

k − 1
)pk−1(1 − p)n−1−(k−1) = npBinn−1,p({0,1, . . . , n − 1}) = np

3. SeiX ∼ Geomp, p ∈ (0,1] :

E[X] =
∞
∑
n=0

np(1 − p)n = p(1 − p)
∞
∑
n=1

n(1 − p)n−1 = p(1 − p)
p2

= 1 − p
p

(Wir verwenden, dass f(t) ∶= ∑∞
n=0 t

n = 1
1−t (für ∣t∣ < 1) erfüllt d

dtf(t) = 1
(1−t)2 = ∑

∞
n=1 nt

n−1

(die Potenzreihe darf im Inneren des Konvergenzbereichs gliedweise abgeleitet werden) und
setzen dann t = 1 − p ein.)

4. SeiX ∼ Poiα, α > 0:

E[X] =
∞
∑
n=0

ne−α
αn

n!
= α

∞
∑
n=1

e−α
αn−1

(n − 1)! = α

Satz 3.4 (Rechenregeln für Erwartungswerte). SeienX,Y,X1,X2, . . . , Y1, Y2, . . . ∈ L1(P ).
1. (Linearität) Für a, b ∈ R gilt aX + bY ∈ L1(P ) und

E[aX + bY ] = aE[X] + bE[Y ].

2. (Monotonie) Wenn X ≥ Y (es genügt P (X ≥ Y ) = 1), so gilt E[X] ≥ E[Y ]; insbesondere gilt
E[X] ≥ 0 fürX ≥ 0.

3. P (X ≥ 0) = 1 und E[X] = 0⇒ P (X = 0) = 1.

4. (Faktorisierung für unabhängige Produkte) Wenn X und Y unabhängig sind, so ist XY ∈ L1(P )
und

E[XY ] = E[X]E[Y ].
5. (Monotone Konvergenz) SeiXn ↗n→∞ X , so gilt

lim
n→∞

E[Xn] = E[X];

insbesondere für Yn ≥ 0, Y ∶= ∑∞
n=1 Yn gilt E[Y ] =

∞
∑
n=1

E[Yn] (möglicherweise als ∞ =∞).
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Beweis. 1. Beachte, dass aX + bY ebenfalls diskret ist, der Wertebereich {ax + by ∶ x ∈ SX , y ∈ SY }
ist abzählbar. Es ist

∑
z

∣z∣P (aX + bY = z) = ∑
x,y

∣ax + by∣
´¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¶
≤∣a∣∣x∣+∣b∣∣y∣

P (X = x,Y = y) ≤ ∣a∣∑
x

∣x∣P (X = x) + ∣b∣∑
y

∣y∣P (Y = y) < ∞,

d.h. aX + bY ∈ L1(P ). Analog ist

E[aX + bY ] = ∑
x,y

(ax + by)P (X = x,Y = y)

= a∑
x,y

xP (X = x,Y = y) + b∑
x,y

yP (X = x,Y = y) = aE[X] + bE[Y ].

2.
E[X] = ∑

x

xP (X = x) = ∑
x,y

xP (X = x,Y = y)
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶

=0 falls y>x

≥ ∑
x,y

yP (X = x,Y = y) = ∑
y

yP (Y = y) = E[Y ]

3. E[X] = ∑
x (≥0)

xP (X = x) wäre > 0, wenn P (X = x) > 0 für ein x > 0 gälte.

4. Beachte, dassXY wiederum diskret ist. Weiter ist

∑
z

∣z∣P (XY = z) = ∑
x,y≠0

∣xy∣P (X = x,Y = y)
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
=P (X=x)P (Y =y)

= ∑
x≠0

∣x∣P (X = x) ⋅ ∑
y≠0

∣y∣P (Y = y) = E[X]E[Y ],

d.h.XY ∈ L1(P ). Analog folgt

E[XY ] = ∑
z

zP (XY = z) = ∑
x,y≠0

xyP (X = x,Y = y)

= ∑
x≠0

xP (X = x) ⋅ ∑
y≠0

yP (Y = y) = E[X]E[Y ].

5. Y ≥ ∑N
n=1 Yn, also

E[Y ] 2.≥ E[
N

∑
n=1

Yn] 1.=
N

∑
n=1

E[Yn]

für jedesN ∈ N, somit E[Y ] ≥
∞
∑
n=1

E[Yn].

Sei ε ∈ (0,1),

τ ∶= inf {N ∈ N ∶
N

∑
n=1

Yn ≥ (1 − ε)Y },
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n. Vor. ist (auf {Y < ∞}) P (τ < ∞) = 1. Setze S ∶= ∑τ
n=1 Yn.

(1 − ε)E[Y ] ≤ E[S] = ∑
N,s

sP (S = s, τ = N) = ∑
N,s

sP(τ = N,
N

∑
n=1

Yn = s)

= ∑
N

E[1{τ=N}
N

∑
n=1

Yn] = ∑
N∈N

∑
1≤n≤N

E[Yn1{τ=N}]

= ∑
n∈N

∑
N≥n

E[Yn1{τ=N}] = ∑
n∈N

∑
N≥n

∑
y

yP (Yn = y, τ = N)

= ∑
n∈N
∑
y

yP (Yn = y, τ ≥ n) = ∑
n∈N

E[Yn1{τ≥n}] ≤ ∑
n∈N

E[Yn],

mit ε ↓ 0 folgt der 2. Teil der Beh.
Für den ersten Teil der Beh. schreibe Yn ∶= Xn − Xn−1 (mit X0 ∶= 0), dann verwende den 2.

Teil.

Beobachtung 3.5 (Erwartungswerte für Kompositionen). X (diskrete) reelle ZV, g ∶ R → R, Y ∶=
g(X).

Dann gilt Y ∈ L1(P ) g.d.w.∑
x

∣g(x)∣P (X = x) < ∞ und in diesem Fall ist

E[Y ] = ∑
x

g(x)P (X = x).

(Schreibe∑y yP (Y = y) = ∑y∑x ∶ g(x)=y g(x)P (X = x) = ∑x g(x)P (X = x).)

Beispiel 3.6. 1. SeienX1, . . . ,Xn u.i.v., ∼ Berp, so istX ∶=X1 +⋯ +Xn ∼ Binn,p und

E[X] = E[X1] + ⋯ +E[Xn] = np.

(Wir hatten den Erwartungswert einer binomialverteilten ZV bereits in Bsp. 3.3, 2. bestimmt, hier
kommen wir allerdings ohne explizite Rechnung aus).

2. SeiX ∼ Hyps,w,k hypergeometrisch verteilt, vgl. Bsp. 1.19. Denken wir an eine Urne mit s schwar-
zen undw weißen Kugeln, aus der k mal ohne Zurücklegen gezogen wird, so ist

X
d=1A1 +⋯ + 1Ak mitAi = {i-te gezogene Kugel ist schwarz}

und P (A1) = P (A2) = ⋯ = P (Ak) =
s

s +w , also E[X] = ks

s +w .

Bericht 3.7 (Allgemeiner Fall: Erwartungswerte für nicht notwendig diskrete ZV). SeiX eine reelle
ZV, setze

X(n) ∶=
1

n
⌊nX⌋ (Diskretisierung vonX auf das Gitter 1

nZ)

mit ⌊x⌋ ∶= max{z ∶ z ∈ Z, z ≤ x}, o�enbar istX(n) eine diskrete ZV (für jedes n ∈ N).

WennX(n) ∈ L1 (für ein, und dann automatisch für alle n) gilt, so existiert

E[X] ∶= lim
n→∞

E[X(n)]

und die Rechenregeln aus Satz 3.4 gelten ebenso.
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Beweisidee. Wir betrachten hier nur eine Skizze, siehe z.B. [G, Kap. 4.1.2] (oder die Vorlesung Stocha-
stik I) für das ”volle Argument“.

Es istX(n) ≤X <X(n) +
1

n
, also

X(m) <X(n) +
1

n
und X(n) <X(m) +

1

m
für allem,n ∈ N.

Demnach

∣X(n)∣ ≤ ∣X(m)∣ + ( 1

m
∨ 1

n
),

insbesondere giltX(n) ∈ L1 g.w.d.X(m) ∈ L1 und

E[X(n)] ≤ E[X(m)] +
1

m
, E[X(m)] ≤ E[X(m)] +

1

n
,

also

∣E[X(n)] −E[X(m)]∣ ≤ ( 1

m
∨ 1

n
),

d.h. (E[X(n)])n∈N ist eine Cauchy-Folge, somit existiert ihr Grenzwert.

Um die Rechenregeln aus Satz 3.4 auf den allgemeinen Fall zu übertragen, muss man jeweils
prüfen, dass sie mit der Grenzwertbildung in der diskreten Approximation verträglich sind.

Satz 3.8 (Jensen’sche Ungleichung1). Sei ϕ ∶ R→ R konvex,X ∈ L1 und ϕ(X) ∈ L1, dann gilt

ϕ(E[X]) ≤ E[ϕ(X)],

insbesondere gilt fürX ∈ L1

∣E[X]∣ ≤ E[∣X ∣]

und

(E[X])2 ≤ E[X2]

(letzeres möglicherweise im Sinne von (E[X])2 ≤ ∞).

Beweis. Erinnerung:

ϕ ist konvex ⇐⇒ ∀x, y ∈ R, α ∈ [0,1] ∶ αϕ(x) + (1 − α)ϕ(y) ≥ ϕ(αx + (1 − α)y)

(eine konvexe Funktion liegt oberhalb jeder ihrer Tangenten) und zu jedemx0 ∈ R gibt esa = a(x0) ∈
R, so dass

∀x ∈ R ∶ ϕ(x0) + a(x − x0) ≤ ϕ(x)
gilt.

1nach Johan Ludvig Jensen, 1859–1925 benannt
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x

ϕ(x)

x0

ϕ(x0) + a(x − x0)

Wegen Monotonie und Linearität des Erwartungswerts (Satz 3.4) gilt also

ϕ(x0) + a(E[X] − x0) ≤ E[ϕ(X)],

mit der Wahl x0 = E[X] folgt die Behauptung.

3.2 Der Fall mit Dichte
De�nition 3.9. X reelle ZV mit Dichte fX , dann ist

X ∈ L1 ∶⇔ ∫
R
∣x∣fX(x)dx < ∞

(man sagt dann,X besitzt einen Erwartungswert) und

E[X] ∶= ∫
R
xfX(x)dx.

Beispiel 3.10. 1.X ∼ N0,1 hat E[X] = 0, denn

1√
2π
∫

∞

−∞
∣x∣e−x2/2 dx = 2√

2π
∫

∞

0
xe−x

2/2 dx =
√

2/π [ − e−x2/2]∞
0
=
√

2/π < ∞

und aus der Symmetrie der Dichte folgt

E[X] = 1√
2π
∫

∞

−∞
xe−x

2/2 dx = 1√
2π
∫

∞

0
xe−x

2/2 dx − 1√
2π
∫

∞

0
xe−x

2/2 dx = 0.

2. Die Gammaverteilung Γa,ν (a, ν > 0) hat Dichte

aν

Γ(ν)x
ν−1e−ax1(0,∞)(x)
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(mit Γ(ν) = ∫
∞

0 xν−1e−x dx).
FürX ∼ Γa,ν ist

E[X] = ∫
∞

0
x

aν

Γ(ν)x
ν−1e−ax dx

= Γ(ν + 1)
aΓ(ν) ∫

∞

0

aν+1

Γ(ν + 1)x
(ν+1)−1e−ax dx = Γ(ν + 1)

aΓ(ν) = ν
a

(denn Γ(ν + 1) = νΓ(ν)).

3. Die Cauchy-Verteilung mit Dichte 1
π

1
1+x2 besitzt keinen Erwartungswert:

∫
∞

−∞

1

π

∣x∣
1 + x2

dx = 2

π ∫
∞

0

1

π

x

1 + x2
dx = [ 1

π
log (1 + x2)]

∞

0
= ∞.

Bericht 3.11. 1. (Zur Herleitung des Falls mit Dichte aus der allgemeinen Situation aus Bericht 3.7)

X(n) =
1

n
⌊nX⌋ nimmt den Wert

k

n
, k ∈ Z an mit

P(X(n) =
k

n
) = ∫

(k+1)/n

k/n
fX(x)dx,

also ist (sofern die Reihe absolut konvergiert, was man analog überprüft)

E[X(n)] = ∑
k∈Z

k

n ∫
(k+1)/n

k/n
fX(x)dx

= ∫
R

1

n
⌊nx⌋fX(x)dx Ð→

n→∞∫R
xfX(x)dx

(die Konvergenz folgt, fallsxfX(x) [uneigentlich] Riemann-integrierbar ist, aus der Riemann-Approximation,
für den allgemeinen Fall mit messbarem fX aus dem Konvergenzsatz von Lebesgue).

2. (Analogon zu Beob. 3.5 im Fall mit Dichte)
SeiX = (X1, . . . ,Xd)Rd-wertig mit Dichte fX ∶ Rd → [0,∞], g ∶ Rd → R, Y ∶= g(X). Dann gilt
Y ∈ L1 g.d.w.

∫
Rd

∣g(x1, . . . , xd)∣fX(x1, . . . , xd)dx1 . . . dxd < ∞

und in diesem Fall

E[Y ] = ∫
Rd
g(x1, . . . , xd)fX(x1, . . . , xd)dx1 . . . dxd < ∞.

(Siehe z.B. [G, Korollar 4.13])

3.3 Varianz und Kovarianz
De�nition 3.12. X reelle ZV, p > 0. X besitzt p-tes Moment (auch geschrieben X ∈ Lp), wenn
E[∣X ∣p] < ∞.

E[Xp] heißt das p-te Moment vonX .
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Bemerkung 3.13. Für p ≥ p′ ≥ 1 ist Lp ⊂ Lp′ (denn ∣x∣p′ ≤ 1 + ∣x∣p).

De�nition 3.14. FürX,Y ∈ L2 heißt

1. Var[X] ∶= E[(X −E[X])2] = E[X2] − (E[X])2 die Varianz vonX
(manchmal schreibt man auch σ2

X ∶= Var[X]),
√

Var[X] die Standardabweichung (oder Streuung) vonX

(manchmal auch σX =
√
σ2
X geschrieben),

2. Cov[X,Y ] ∶= E[(X −E[X])(Y −E[Y ])] = E[XY ] −E[X]E[Y ]
die Kovarianz vonX und Y .

X und Y heißen unkorreliert, wenn Cov[X,Y ] = 0.

Beobachtung 3.15. 1. Wegen ∣XY ∣ ≤ X2 + Y 2 ist die Kovarianz wohlde�niert. Es gilt (o�en-
sichtlich)

Cov[X,Y ] = Cov[Y,X].

2. Es ist

E[(X −E[X])(Y −E[Y ])] = E[XY −XE[Y ] − Y E[X] +E[X]E[Y ]]
= E[Y X] −E[X]E[Y ] −E[Y ]E[X] +E[X]E[Y ]
= E[XY ] −E[X]E[Y ]

(und analog für Var[X] = Cov[X,X]).

3. Var[X] = 0 ⇐⇒ P (X = E[X]) = 1

(”⇐“ ist klar, für ”⇒“ wende Satz 3.4, 3. an auf die ZV (X −E[X])2)

4. Var[X] ist eine Eigenschaft der Verteilung vonX , Cov[X,Y ] ist eine Eigenschaft der gemein-
samen Verteilung vonX und Y .

Beispiel 3.16. 1.X ∼ Berp, Var[X] = E[X2] − (E[X])2 = p − p2 = p(1 − p).

2.X ∼ Poiα,

E[X(X − 1)] =
∞
∑
k=0

k(k − 1)e−αα
k

k!
= α2

∞
∑
k=2

e−α
αk−2

(k − 2)! = α
2,

also

Var[X] = E[X2] − (E[X])2 = E[X(X − 1)] +E[X] − (E[X])2 = α2 + α − α2 = α

3. X ∼ Binn,p,

E[X(X − 1)] =
n

∑
k=0

k(k − 1)(n
k
)pk(1 − p)n−k

= n(n − 1)p2
n

∑
k=2

(n − 2

k − 2
)pk−2(1 − p)(n−2)−(k−2) = n(n − 1)p2
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also

Var[X] = E[X(X − 1)]+E[X] − (E[X])2 = n(n− 1)p2 +np−(np)2 = −np2 +np = np(1− p)

4.X ∼ Geomp, p ∈ [0,1] (d.h.P (X = k) = p(1−p)k, k ∈ N0, vgl. Bsp. 1.21 und wir hatten gesehen,
dass E[X] = (1 − p)/p, siehe Bsp. 3.3, 3).

Es ist

E[X(X − 1)] =
∞
∑
n=0

n(n − 1)p(1 − p)n = p(1 − p)2
∞
∑
n=2

n(n − 1)(1 − p)n−2 = 2
(1 − p)2

p2

(verwende, dass f(t) ∶= ∑∞
n=0 t

n = 1
1−t (für ∣t∣ < 1) erfüllt d2

dt2f(t) = 2
(1−t)3 = ∑∞

n=2 n(n − 1)tn−2),
somit

Var[X] = E[X(X − 1)] +E[X](1 −E[X]) = 2
(1 − p)2

p2
− 1 − p

p
⋅ 2p − 1

p
= 1 − p

p2
.

5.X ∼ Nµ,σ2 , Var[X] = σ2 :

Var[X] = E[(X − µ)2]] = ∫
R
(x − µ)2 1√

2πσ2
exp ( − (x − µ)2

2σ2
)dx

= ∫
R
σ2z2 1√

2π
e−z

2/2 dz = σ2

√
2π
∫

∞

−∞
z2e−z

2/2
´¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¶

=z(− d
dz
e−z

2/2)
dz

= σ2

√
2π

([z( − e−z2/2)]
∞

−∞
− ∫

∞

−∞
−e−z2/2 dz) = σ2

√
2π

(0 +
√

2π) = σ2

(Wir haben Bericht 3.11, 2. verwendet, dann im Integral z = (x − µ/σ) substituiert und partiell inte-
griert.)

Satz 3.17 (Rechenregeln für Varianz und Kovarianz). Seien X,Y, X1,X2, . . . ,Xn ∈ L2, a, b, c, d ∈
R.

1. aX + b, cY + d ∈ L2 und

Cov[aX + b, cY + d] = acCov[X,Y ],

insbesondere

Var[aX + b] = a2Var[X]

(die Kovarianz ist eine Bilinearform, die Varianz ein quadratisches Funktional).

2. Var[
n

∑
i=1

Xi] =
n

∑
i=1

Var[Xi] + ∑
1≤i,j≤n
i≠j

Cov[Xi,Xj],

insbesondere gilt für paarweise unkorrelierteX1, . . . ,Xn also Var[
n

∑
i=1

Xi] =
n

∑
i=1

Var[Xi].
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3. SindX und Y unabhängig, so gilt Cov[X,Y ] = 0.

4. Es gilt

∣Cov[X,Y ]∣ ≤
√

Var[X]
√

Var[Y ] (Cauchy-Schwarz-Ungleichung2)

Beweis. 1. Es ist

Cov[aX + b, cY + d] = Cov[aX, cY ] (denn E[aX + b] = E[aX] + b und E[cY + d] = E[cY ] + d)
= E[aX cY ] −E[aX]E[cY ] = ac(E[XY ] −E[X]E[Y ])
= acCov[X,Y ].

2. Dies folgt etwa per Induktion über n aus 1., oder direkt folgendermaßen:
Sei o.E.E[X1] = ⋯ = E[Xn] = 0 (sonst ziehe jeweils die Erwartungswerte ab, verwende 1.), dann

ist

Var[
n

∑
i=1

Xi] = E[(
n

∑
i=1

Xi)
2] =

n

∑
i,j=1

E[XiXj]

=
n

∑
i=1

E[X2
i ] +

n

∑
i≠j

E[XiXj] =
n

∑
i=1

Var[Xi] +
n

∑
i≠j

Cov[Xi,Xj]

3. Klar, denn fürX und Y unabhängig ist E[X Y ] = E[X]E[Y ] nach Satz 3.4, 4.

4. Falls Var[Y ] = 0, so ist die Ungleichung (als 0 ≤ 0) erfüllt
(denn dann ist P (Y −E[Y ] = 0) = 1 nach Beob. 3.15, 3. und somit auch Cov[X,Y ] = 0).

Falls Var[Y ] > 0, setze α ∶= −Cov[X,Y ]
Var[Y ] , es ist

0 ≤ Var[X + αY ]Var[Y ] 1.=(Var[X] + 2αCov[X,Y ] + α2Var[Y ])Var[Y ]
= Var[X]Var[Y ] − (Cov[X,Y ])2

.

Bemerkung 3.18. Es gilt Gleichheit in der Cauchy-Schwarz-Ungleichung g.d.w.

es gibt a, b, c ∈ R (mit a ≠ 0 oder b ≠ 0), so dass P (aX + bY + c = 0) = 1.

In diesem Fall heißenX und Y perfekt korreliert.

(Denn wir sehen aus dem Beweis von Satz 3.17, 4., dass Gleichheit genau dann eintritt, wenn Var[Y ] =
0 oder Var[X + αY ] = 0.)

2nach Augustin-Louis Cauchy (1789–1857) und Hermann Amandus Schwarz (1843–1921)

55



Beispiel 3.19. 1. X ∼ Binn,p, schreibeX = Y1+⋯+Yn mitYi u.i.v.∼ Berp, so ist (mit Satz 3.17, 2.)

Var[X] =
n

∑
i=1

Var[Yi] = nVar[Y1] = np(1 − p)

(vgl. auch Bsp. 3.16, 3.).

2. X ∼ Hyps,w,n, stelle dar alsX = Y1+⋯+Yn mitYi = 1Ai ,Ai = {i-te gezogene Kugel ist schwarz}
(bei n-fachem Ziehen ohne Zurücklagen aus einer Urne mit s schwarzen und w weißen Ku-
geln).

Es ist E[Yi] = P (Ai) = P (A1) =
s

s +w =∶ p, Var[Yi] = p(1 − p); für i ≠ j ist

E[Yi Yi] = E[Y1 Y2] = P (A1 ∩A2) =
s

s +w
s − 1

s +w − 1
,

Cov[Yi, Yj] = E[Yi Yi] −E[Yi]E[Yj] =
s

s +w
s − 1

s +w − 1
− ( s

s +w)
2

= s

s +w( s − 1

s +w − 1
− s

s +w´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
=− w

s+w
1

s+w−1

) = −p(1 − p) 1

s +w − 1
,

also

Var[X] =
n

∑
i=1

Var[Yi] +
n

∑
i≠j

Cov[Yi, Yj] = np(1 − p) − n(n − 1)( − p(1 − p) 1

s +w − 1
)

= np(1 − p)(1 − n − 1

s +w − 1
)

3. Z reelle ZV mit E[∣Z ∣3] < ∞ und symmetrischer Verteilung, d.h. es gilt P (Z > z) = P (Z <
−z) für alle z ≥ 0 (z.B.Z ∼ N0,1), setze

Y ∶= Z2,

dann gilt

Cov[Y,Z] = E[Z2Z] −E[Z2]E[Z] = E[Z3] −E[Z2]E[Z] = 0 −E[Z2] ⋅ 0 = 0.

Z und Y sind also unkorreliert, aber i.A. nicht unabhängig.

De�nition 3.20. SeienX,Y ∈ L2.

κX,Y ∶= Cov[X,Y ]√
Var[X]Var[Y ]

∈ [−1,1]

heißt Korrelationskoeffizient vonX und Y (manche Autoren schreiben auch ρX,Y ).

(Die Cauchy-Schwarz-Ungleichung (Satz 3.17, 4.) zeigt, dass ∣κX,Y ∣ ≤ 1.)
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Beobachtung 3.21 (Interpretation des Korrelationskoe�zienten via ”beste lineare Vorhersage“). Es
ist

min
β0,β1∈R

E[(Y − β1X − β0)2] = (1 − κ2
X,Y )min

β0∈R
E[(Y − β0)2] ( = (1 − κ2

X,Y )Var[Y ]),

denn der Ausdruck auf der linken Seite ist

Var[Y − β1X − β0] + (E[Y ] − β1E[X] − β0)
2

= Var[Y ] − 2β1Cov[X,Y ] + β2
1Var[X] + (E[Y ] − β1E[X] − β0)

2

= σ2
Y − 2β1σXσY κX,Y + β2

1σ
2
X + (E[Y ] − β1E[X] − β0)

2

= σ2
Y (1 − κ2

X,Y ) + σ2
X(β1 −

σY
σX

κX,Y )
2

+ (E[Y ] − β1E[X] − β0)
2
,

was o�ensichtlich minimal wird für die Wahl

β1 = β∗1 ∶=
σY
σX

κX,Y , β0 = β∗0 ∶= E[Y ] − β∗1E[X]

und dann den Wert (1 − κ2
X,Y )σ2

Y hat.

(Für den Zusatz beachte analog:

E[(Y − β0)2] = E[Y 2] − 2βE[Y ] + β2 = Var[Y ] + (β −E[Y ])2

ist minimal für die Wahl β = E[Y ].)

Im Sinne einer möglichst kleinen quadratischen Abweichung ist E[Y ] die beste konstante ”Vor-
hersage“ vonY . Man kann demnach um einen Faktor (1−κ2

X,Y ) besser vohersagen, wenn man statt-
dessen eine a�n-lineare Funktion vonX verwenden darf.

Demnach (vgl. auch Bem. 3.18)
∣κX,Y ∣ = 1 ↔ perfekter linearer Zusammenhang zwischenX und Y
κX,Y = 1 ↔ perfekter linearer Zusammenhang zwischenX und Y

mit positivem Koe�zienten
(X größer als E[X] ⇐⇒ Y größer als E[Y ])

κX,Y = −1 ↔ perfekter linearer Zusammenhang zwischenX und Y
mit negativem Koe�zienten
(X größer als E[X] ⇐⇒ Y kleiner als E[Y ])

Nicht-lineare Zusammenhänge erfasst der Korrelationskoe�zient möglicherweise nicht korrekt
(oder gar nicht), vgl. Bsp. 3.19, 3.

Die folgenden Scatterplots zeigen jeweils 100 simulierte Paare (X,Y ), wobei σX = σY = 1 und
κX,Y den angegebenen Wert hat. (Blau eingezeichnet ist die ”Vorhersagegerade“ x↦ β∗1x + β∗0 .)
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κX,Y = −0.95
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3.4 Median(e)
De�nition 3.22. X reelle ZV, m heißt (ein) Median von X (auch ”Zentralwert“, manchmal auch
mX geschrieben), wenn gilt

P (X ≥m) ≥ 1

2
und P (X ≤m) ≥ 1

2
.

Ein Median existiert stets, auch wennX keinen Erwartungswert besitzt.
Man kann den Median als eine ”robustere“ Antwort auf die Aufgabe, für eine ZV nur einen ”typi-

schen Wert“ anzugeben, ansehen. Allerdings gibt es für Mediane keine so angenehmen Rechenregeln,
wie sie Satz 3.4 für den Erwartungswert liefert.
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Beispiel 3.23. 1. X ∼ Expθ hat Dichte θe−θx1[0,∞)(x), Verteilungsfunktion (1 − e−θx)1[0,∞)(x),
demnach ist der (eindeutig bestimmte) Medianm = 1

θ log 2.
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m = log(2)

2.X Cauchy-verteilt mit Dichte 1
π

1
1+x2 , Verteilungsfunktion 1

2
1
π arctan(x), der (eindeutig bestimm-

te) Median istm = 0.
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m = 0

(Wegen der Symmetrie der Dichte, es gibt keinen Erwartungswert, vgl. Bsp. 3.10, 3.)

3.X ∼ unif{1,2,...,6}
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Jeder Wertm ∈ [3,4] ist ein Median (und die vielleicht ”kanonischste“ Wahl wärem = 3,5).

4.X ∼ Bin3,1/3 hat Median 1
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Bemerkung 3.24. SeiX ∈ L1.

1. Jeder Median vonX ist ein Minimierer von a↦ E[∣X − a∣].

2. Für jeden Medianm ist ∣E[X] −m∣ ≤
√

Var[X].

Beweis. 1. Seim ein Median. Falls a >m:

∣X − a∣ − ∣X −m∣ ≥ (a −m)1{X≤m} − (a −m)1{X>m},

also

E[∣X − a∣] −E[∣X −m∣] ≥ (a −m)(P (X ≤m)
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶

≥1/2

−P (X >m)
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶

≤1/2

) ≥ 0,
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analog im Fall a <m.

2. Es ist

∣E[X] −m∣ ≤ E[∣X −m∣] 1.≤E[∣X −E[X]∣] =
√

(E[∣X −E[X]∣])
2

≤
√
E[∣X −E[X]∣2],

wobei wir für die erste und die dritte Ungleichung jeweils die Jensensche Ungleichung (Satz 3.8) ver-
wenden.

3.5 Erzeugende Funktionen∗

De�nition 3.25. SeiX eine ZV mit Werten in N0,

ϕX(s) = E[sX] =
∞
∑
n=0

snP (X = n), s ∈ [0,1].

heißt die erzeugende Funktion vonX .
Analog ist für ein Wahrscheinlichkeitsmaß µ auf N0 die erzeugende Funktion

ϕµ(s) =
∞
∑
n=0

snµ({n}).

Beobachtung.ϕX (und genausoϕµ) ist zumindest für s ∈ [0,1] wohlde�niert mit 0 ≤ ϕX(s) ≤ 1 =
ϕX(1), ist auf [0,1) glatt, ist konvex (strikt konvex, sofern P (X > 1) > 0 bzw. µ({2,3, . . .}) > 0).

Satz 3.26 (Momentenbestimmung mittels der erzeugenden Funktion).

1. P (X = n) = ϕ
(n)
X (0)
n! für n ∈ N0, insbesondere ist L (X) durch ϕX eindeutig bestimmt.

2. E[X] = ϕ′X(1) (sofern existent)

3. E[X(X−1)] = ϕ′′X(1), insbesondere ist Var[X] = ϕ′′X(1)+E[X]−(E[X])2 (sofern existent)

Beweis. 1. Wegen 0 ≤ P (X = k) und∑∞
k=0P (X = k) = 1 hat die Potenzreihe

∞
∑
k=0

skP (X = k) = ϕX(s)

mindestens Konvergenzradius 1. Aus der Analysis ist bekannt, dass sie somit an jeder Stelle s mit
∣s∣ < 1 (n-mal) gliedweise di�erenziert werden kann und es gilt

dn

dsn
ϕX(s) =

∞
∑
k=n

k(k − 1)⋯(k − n + 1)sk−nP (X = k),

also für s = 0
dn

dsn
ϕX(0) = n!P (X = n).
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2. Für 0 ≤ s < 1 ist nach obigem

ϕ′X(s) =
∞
∑
n=1

nsn−1P (X = n) = E[XsX−1].

Für s ↗ 1 steigt die rechte Seite monoton auf gegen∑∞
n=1 nP (X = n), wenn ϕX in s = 1 di�eren-

zierbar ist, konvergiert die linke Seite gegen ϕ′(1−) = ϕ′(1).
(Da ϕX konvex ist in [0,1), existiert

ϕ′X(1−) = lim
s↗1

ϕ′X(s) ∈ (−∞,∞]

stets, und wir sehen aus obigem Argument, dass E[X] < ∞ ⇐⇒ ϕ′X(1−) < ∞.)

3. Analog ist für 0 ≤ s < 1

ϕ′′X(s) =
∞
∑
n=2

n(n − 1)sn−2P (X = n) = E[X(X − 1)sX−2]

und sofern ϕX in s = 1 zweimal di�erenzierbar ist, folgt die Behauptung mit s↗ 1.
(Wie oben ist ϕ′′X(1−) < ∞ ⇐⇒ E[X(X − 1)] < ∞.)

Satz 3.27. X1, . . . ,Xm unabhängige, N0-wertige ZVn, so ist

ϕX1+⋯+Xm(s) = ϕX1(s) ⋅ ϕX2(s) ⋅ ⋯ ⋅ ϕXm(s)

Analog gilt für W’maße µ1, µ2, . . . , µn auf N0

ϕµ1∗⋯∗µm(s) = ϕµ1(s) ⋅ ⋯ ⋅ ϕµm(s)

Beweis. Für s ∈ [0,1] ist

E[sX1+⋯+Xm] = E[sX1 ⋅ sX2⋯sXm] = E[sX1] ⋅E[sX2]⋯E[sXm]

mit Satz 3.4, 4.

Beispiel 3.28. 1. X ∼ Berp, ϕX(s) = ps + 1 − p

2. X ∼ Binn,p, ϕX(s) = (ps + 1 − p)n = (1 − p(1 − s))n (explizite Rechnung oder verwende
Satz 3.27)

3. X ∼ Poiλ, ϕX(s) = ∑∞
n=0 e

−λ λn
n! s

n = e−λeλs = e−λ(1−s)

4. X ∼ Geomp, ϕX(s) = ∑∞
n=0 p(1 − p)nsn = p

1−(1−p)s

Beispiel 3.29 (Eine Skizze zu Galton-Watson-Prozessen). Wir beobachten zunächst: SeiXN0-wertig,
X1,X2, . . . u.i.v. Kopien vonX , davon unabhängig Y N0-wertig, Z ∶= ∑Y

i=1Xi (mit Interpretation
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Z = 0 auf {Y = 0}), dann ist ϕZ(s) = ϕY (ϕX(s)), denn

E[sZ] =
∞
∑
z=0

szP (Z = z) =
∞
∑
z=0

∞
∑
y=0

szP (Z = z, Y = y)

=
∞
∑
z=0

∞
∑
y=0

∑
x1,...,xy∈N0

x1+⋯+xy=z

szP (Y = y,X1 = x1, . . . ,Xy = xy)

=
∞
∑
z=0

∞
∑
y=0

∑
x1,...,xy∈N0

x1+⋯+xy=z

sx1+⋯+xyP (Y = y)P (X1 = x1)⋯P (Xy = xy)

=
∞
∑
y=0

P (Y = y)
∞
∑
x1=0

⋯
∞
∑
xy=0

sx1P (X = x1)⋯sxyP (X = xy)

=
∞
∑
y=0

P (Y = y)(ϕX(s))y = ϕY (ϕX(s)).

Man �ndet daraus (zusammen mit Satz 3.26, 2.) insbesondere die Wald’sche Identität (zumindest im
Fall N0-wertiger Summanden):

E[Z] = ϕ′Z(1) = ϕ′Y (ϕX(1))ϕ′X(1) = ϕ′Y (1)ϕ′X(1) = E[Y ]E[X].

Seien nun Xn,i, n, i ∈ N u.i.v. Kopien einer N0-wertigen ZV X (mit m ∶= E[X] = ϕ′X(1) < ∞
und P (X = 1) < 1), setze

Z0 = 1, Zn =
Zn−1

∑
i=1

Xn,i für n ∈ N.

Interpretation: Zn ist die Größe der n-ten Generation in einer Population, in der jedes Individuum
unabhängig eine zufällige, wie X verteilte Anzahl Nachkommen hat. (Man nennt (Zn)n∈N0 auch
einen Verzweigungsprozess oder Galton-Watson-Prozess3.)

3Diese Art von zufälligen Populationsprozessen wird üblicherweise in der mathematischen Literatur nach Sir Fran-
cis Galton (1822–1911) und Henry William Watson (1827–1903) benannt, die die Eigenschaft (3.1) untersuchten: Galton
stellte dazu eine Aufgabe, ”Problem 4001“, in der Ausgabe vom April 1873 der Zeitschrift Educational times, in der er
nach der Wahrscheinlichkeit des Aussterbens eines Familiennamens fragte (man lese Zn als die Anzahl der männlichen
Nachkommen eines, sagen wir adeligen, Stammvaters in der n-ten Generation, in Galtons gesellschaftlich-historischem
Kontext war klar, dass es für die Namensfrage genügt, die Anzahl der Söhne zu untersuchen). Watson sandte einen – fast
richtigen – Lösungsvorschlag, den die beiden dann gemeinsam in dem Artikel ”On the probability of the extinction of
families“, J. Roy. Anthropol. Inst., 4 (1874), 138–144 verö�entlichten.

Die Geschichte des Studiums der Verzweigungsprozesse ist nicht allzu geradlinig verlaufen: Wie sich im Nachhinein
herausstellte, hatten Galton und Watson zwar den Fall m ≤ 1 richtig behandelt, nicht aber den Fall m > 1, obwohl
der französische Mathematiker und Statistiker Irénée-Jules Bienaymé (1796–1878) das Problem bereits 1845 korrekt gelöst
hatte – sein Artikel darüber war in Vergessenheit geraten. Die Frage, unter welchen Bedingungen P (Z stirbt aus) = 1
gilt, ist wohl derart natürlich, dass sie im Lauf der Zeit von verschiedenen Autoren unabhängig und mit verschiedenen
Interpretationen ”entdeckt“ und auch beantwortet wurde; siehe dazu David Kendall, The genealogy of genealogy: bran-
ching processes before (and after) 1873. With a French appendix containing Bienaymé’s paper of 1845, Bull. London Math.
Soc., 7 (1975), no. 3, 225–253 und die lesenswerten Vortragsnotizen von Peter Jagers, Some Notes on the History of Bran-
ching Processes, from my Perspective. Lecture at the Oberwolfach Symposium on Random Trees, 18–24 January, 2009
http://www.math.chalmers.se/~jagers/Branching History.pdf
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Aus der De�nition (zusammen mit obiger Beobachtung und Satz 3.26) �ndet man induktiv

ϕZn(s) = (ϕX ○ ϕX ○ ⋯ ○ ϕX
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶

n-fache Hintereinanderausführung

)(s) und E[Zn] = ϕ′Zn(1) =mn.

Z = (Zn)n heißt subkritisch, wennm < 1, kritisch, wennm = 1, superkritisch, wennm > 1.

Sei qn = P (Zn = 0) = ϕZn(0), o�enbar ist qn ≤ qn+1 (denn {Zn = 0} ⊂ {Zn+1 = 0}) und

qn ↗n→∞ q = P(
∞
⋃
n=1

{Zn = 0}) = P (Z stirbt aus).

Tatsächlich gilt

P (Z stirbt aus) = 1 ⇐⇒ m ≤ 1. (3.1)

Wegen qn+1 = ϕX(qn) folgt mit n→∞ und Stetigkeit von ϕX , dass q = ϕX(q), d.h. q = limn→∞ qn
ist ein Fixpunkt von ϕX .

Sei q̃ = ϕX(q̃) ein (möglicherweise anderer) Fixpunkt von ϕX , dann ist 0 = q0 ≤ q̃, n-malige
Anwendung von ϕX liefert

qn ≤ ϕX(q̃) = q̃ für alle n, d.h. q ist der kleinste Fixpunkt von ϕX

Da ϕX konvex ist (und n. Vor. ϕX(s) /≡ s), gilt:

wennm = ϕ′X(1) ≤ 1, so ist q = 1 der einzige Fixpunkt in [0,1]

wennm = ϕ′X(1) > 1, so ist 0 ≤ q < 1 und die Fixpunkte sind {q,1}

(Details als Übung)

Ohne Zweifel hat die Frage nach dem Aussterben (adeliger) Familiennamen Menschen schon lange vor Galton und
Watson beschäftigt, so schreibt Jane Austen (1775–1817) in ihrem Roman Persuasion über den Vater der Protagonistin
(der sich o�enbar gerne mit dem in durch (3.1) im Fall m ≤ 1 beschriebenen Phänomen beschäftigte, auch wenn er es
sicherlich nicht als mathematische Frage au�asste):

“Sir Walter Elliot, of Kellynch Hall, in Somersetshire, was a man who, for his own amusement, never took
up any book but the Baronetage; ... there his faculties were roused into admiration and respect, by
contemplating the limited remnant of the earliest patents ...”
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Kapitel 4

Gesetz der großen Zahlen

Satz 4.1. X reelle ZV, f ∶ [0,∞) → [0,∞) monoton wachsend.
1. Für a > 0 mit f(a) > 0 gilt

P (∣X ∣ ≥ a) ≤ 1

f(a)E[f(∣X ∣)] (Markov1-Ungleichung). (4.1)

2. FürX ∈ L2 gilt

P (∣X −E[X]∣ ≥ a) ≤ Var[X]
a2

(Chebyshev2-Ungleichung). (4.2)

Beweis. 1. Sei Y ∶= f(a)1{∣X ∣≥a}, so ist Y ≤ f(∣X ∣) und

E[Y ] = f(a)P (∣X ∣ ≥ a) ≤ E[f(∣X ∣)]

nach Satz 3.4, 2.

2. Wende 1. an auf X̃ ∶=X −E[X] und f(a) = a2.

Korollar 4.2. 1.X1,X2, ⋅ ⋅ ⋅ ∈ L2 seien paarweise unkorreliert mit

sup
n

Var[Xn] ≤ θ < ∞,

dann gilt für ε > 0

P(∣ 1
n

n

∑
i=1

(Xi −E[Xi])∣ > ε) ≤ θ

ε2n
( Ð→
n→∞

0). (4.3)

2. Speziell gilt fürX1,X2, ⋅ ⋅ ⋅ ∈ L2 u.i.v. mit µ ∶= E[X1] und σ2 ∶= Var[X1] (< ∞)

P(∣X1 +⋯ +Xn

n
− µ∣ > ε) ≤ σ2

ε2n
Ð→
n→∞

0 (4.4)

(schwaches Gesetz der großen Zahlen).
2Andrei Andrejewich Markov, 1856–1922.
2Pafnuty Lvovich Chebyshev, 1821–1894.
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Beweis. Zu (4.3): Wende die Chebyshev-Ungleichung an auf

Y ∶= 1

n

n

∑
i=1

(Xi −E[Xi]),

es ist
E[Y ] = 0, Var[Y ] = 1

n2

n

∑
i=1

Var[Xi] ≤
1

n2
nθ = θ

n
.

(4.4) ist ein Spezialfall von (4.3), denn Unabhängigkeit impliziert Unkorreliertheit (Satz 3.17, 3.).

De�nition 4.3. SeienX1,X2, . . . ,X relle ZVn (auf einem gemeinsamen Wahrscheinlichkeitsraum
(Ω,F , P ) de�niert).
1. (Xn)n∈N konvergiert stochastisch gegenX , auch geschrieben

Xn
stoch.Ð→
n→∞

X,

(auchXn Ð→
n→∞

X stoch. oderXn
PÐ→

n→∞
X) wenn gilt

∀ ε > 0 ∶ lim
n→∞

P (∣Xn −X ∣ > ε) = 0.

2. (Xn)n∈N konvergiert fast sicher gegenX , auch geschrieben

Xn
f.s.Ð→

n→∞
X,

(oderXn Ð→
n→∞

X fast sicher / f.s.) wenn gilt

P(Xn Ð→
n→∞

X) = 1.

Beachte:

{Xn Ð→
n→∞

X} = ⋂
ε∈Q∩(0,∞)

⋃
n∈N

⋂
m≥n

{∣Xm −X ∣ ≤ ε} ist ein Ereignis.

Wir können Kor. 4.2, 2. aussprechen als

X1 +⋯ +Xn

n

stoch.Ð→
n→∞

µ

Beobachtung 4.4. Xn →X f.s.⇒Xn →X stoch., die Umkehrung gilt i.A. nicht.

Beweis. Sei P ({Xn →X}) = 1. Für ε > 0 gilt

P (∣Xn −X ∣ > ε) ≤ P( ⋃
m≥n

{∣Xm −X ∣ > ε}) Ð→
n→∞

P({∣Xm −X ∣ > ε für ∞ vielem}) = 0

d.h. es giltXn →X stochastisch.
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Für ein Gegenbeispiel zur Umkehrung seienX1,X2, . . . u.a.,Xn ∼ Ber1/n, dann gilt

Xn
stoch.Ð→
n→∞

0 (denn für jedes 1 > ε > 0 ist P (∣Xn − 0∣ > ε) = 1

n
→ 0),

aber
P ( {Xn = 1∞-oft}

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
=lim sup
n→∞

{Xn=1}

) = 1

Man kann mit konvergenten Folgen ”wie gewohnt“ rechnen:

Lemma 4.5. X1,X2, . . . , Y1, Y2, . . . , X,Y reelle ZVn, (an)n∈N Folge von reellen Zahlen mit an →
a ∈ R, es gelteXn → X stochastisch (bzw. fast sicher) und Yn → Y stochastisch (bzw. fast sicher). Dann
gilt auch

Xn + Yn Ð→
n→∞

X + Y stochastisch (bzw. fast sicher), (4.5)

anXn Ð→
n→∞

aX stochastisch (bzw. fast sicher). (4.6)

Beweis. 1) f.s.-Fall:
A ∶= {Xn →X}, B ∶= {Yn → Y }

erfüllen P (A) = P (B) = 1, also auch P (A ∩B) = 1, und

A ∩B = {Xn →X,Yn → Y } ⊂ {Xn + Yn →X + Y } sowie A ⊂ {anXn → aX}

2) Der Fall stochastischer Konvergenz:
i) Sei ε > 0, es ist

lim sup
n→∞

P( ∣(Xn + Yn) − (X + Y )∣ > ε
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
⊂{∣Xn−X ∣>ε/2}∪{∣Yn−Y ∣>ε/2}

)

≤ lim sup
n→∞

P (∣Xn −X ∣ > ε/2) + lim sup
n→∞

P (∣Yn − Y ∣ > ε/2) = 0.

ii) Sei ε > 0 (und wir nehmen o.E. an, dass supm ∣am∣ > 0), es gilt

∣anXn − aX ∣ = ∣an(Xn −X) + (an − a)X ∣ ≤ ∣an∣ ∣Xn −X ∣ + ∣an − a∣X,

also

lim sup
n→∞

P (∣anXn − aX ∣ > ε)

≤ lim sup
n→∞

P(∣Xn −X ∣ > ε

2 supm ∣am∣) + lim sup
n→∞

P(∣X ∣ > ε

2∣an − a∣
´¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¶
→∞

) = 0.
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Die Aussage von Korollar 4.2 gilt tatsächlich auch für den stärkeren Begri� der fast sicheren Kon-
vergenz:

Satz 4.6 (Eine Version des starken Gesetzes der großen Zahlen). In der Situation von Kor. 4.2, 1. gilt

1

n

n

∑
i=1

(Xi −E[Xi]) Ð→
n→∞

0 fast sicher, (4.7)

insbesondere gilt fürX1,X2, ⋅ ⋅ ⋅ ∈ L2 u.i.v. mit E[X1] = µ

X1 +⋯ +Xn

n
Ð→
n→∞

µ fast sicher. (4.8)

Den Beweis betrachten wir als Ergänzung in Abschnitt 4.1.

Beispiel 4.7 (Borels3 Gesetz über normale Zahlen, 1909). Sei U ∼ Unif[0,1],Xi die i-te Zi�er in der
(nicht-abbrechenden) Dezimaldarstellung von U (d.h. U = ∑∞

i=1Xi 10−i).
Dann gilt für q = 0,1, . . . ,9:

1

n
∣{1 ≤ i ≤ n ∶Xi = q}∣ Ð→

n→∞
1

10
fast sicher.

Beweis. X1,X2, . . . sind u.a., Xi ∼ Unif{0,1,...,9}, also sind 1{Xi=q}, i = 1,2, . . . u.i.v., Ber1/10, die
Beh. folgt aus Satz 4.6.

Bericht 4.8. Das starke Gesetz der großen Zahlen gilt tatsächlich auch ohne L2-Annahme:
FürX1,X2, ⋅ ⋅ ⋅ ∈ L1 u.i.v. mit E[X1] = µ gilt

X1 +⋯ +Xn

n
Ð→
n→∞

µ fast sicher.

4.1 Beweis von Satz 4.6∗

Die Aussage von Satz 4.6 (das starke Gesetz der großen Zahlen für unkorrelierte ZVn) lautete: Sind
X1,X2, ⋅ ⋅ ⋅ ∈ L2 seien paarweise unkorrelierte ZVn mit

sup
n

Var[Xn] ≤ θ < ∞

dann gilt

1

n

n

∑
i=1

(Xi −E[Xi]) Ð→
n→∞

0 fast sicher (4.9)

Wir wollen hier als Ergänzung den Beweis betrachten.
3Émile Borel, 1871–1956
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Beweis von Satz 4.6. Sei o.E. E[Xi] = 0, sonst betrachteX ′
i ∶=Xi −E[Xi], setze

Sn ∶=
1

n

n

∑
i=1

Xi.

1. Schritt: Zeige
Sn2 Ð→

n→∞
0 f.s.

Für ε > 0 zeigt Kor. 4.2, 1.

P (∣Sn2 ∣ > ε) ≤ θ

ε2n2
,

also
P (∣Sn2 ∣ > ε für ∞-viele n) = 0

(mit Borel-Cantelli-Lemma (Satz 2.30), da∑n
θ

ε2n2 < ∞) und somit

P ({Sn2 → 0}c) ≤ P( ⋃
ε∈Q∩(0,∞)

{∣Sn2 ∣ > ε für ∞-viele n}) = 0.

2. Schritt: Zum ∈ N wähle n = n(m) mit n2 ≤m ≤ (n + 1)2:

P(∣mSm − n2Sn2

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
= ∑
n2<i≤m

Xi

∣ > εm) ≤ 1

ε2m2
Var[ ∑

n2<i≤m
Xi] ≤

θ(m − n2)
ε2m2

,

somit
∞
∑
m=1

P(∣mSm − n(m)2Sn(m)2 > εm)

≤ θ

ε2

∞
∑
n=1

(n+1)2−1

∑
m=n2

m − n2

m2
≤ θ

ε2

∞
∑
n=1

1

n4

(n+1)2−1−n2

∑
j=1

j

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
= 2n(2n+1)

2

≤ θ

ε2

∞
∑
n=1

2n(2n + 1)
n4

< ∞,

demnach gilt (wie im 1. Schritt)

P(Sm − n(m)2

m
Sn(m)2 Ð→

m→∞
0) = 1,

dies zusammen mit dem 1. Schritt und Lemma 4.5 zeigt Sm → 0 f.s. fürm→∞.
Es ist nämlich für ε > 0 wegen n(m)2

m →m→∞ 1

Aε ∶= {∣Sm∣ > ε für ∞-vielem}

⊂ {∣Sn2 ∣ > ε
4

für ∞-viele n} ∪ {∣Sm − n(m)2

m
Sn(m)2 ∣ >

ε

2
für ∞-vielem},

also P (Aε) = 0 und damit auch P(⋂ε∈Q,ε>0Aε) = 0.
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Kapitel 5

Zentraler Grenzwertsatz

Vorbemerkung. SeienX1,X2, . . . u.i.v., E[X1] = µ, Var[X1] = σ2 < ∞.
Wir haben gesehen, dassX1 +⋯ +Xn ≈ nµmit hoher Wahrscheinlichkeit, denn

X1 +⋯ +Xn

n
− µ Ð→

n→∞
0 f.s.

gemäß dem starken Gesetz der großen Zahlen (Satz 4.6), aber feiner gefragt:

Wie groß istX1 +⋯ +Xn − nµ typischerweise?

FürA≫ √
n ist (mit Chebyshev-Ungleichung, Satz 4.1) zumindest

P (∣X1 +⋯ +Xn − nµ∣ > A) ≤ nσ
2

A2
(sehr) klein.

Um einzusehen, dass
√
ndie korrekte Größenordnung der typischen Abweichungen vonX1+⋯+Xn

vom nµ ist, betrachten wir

Xi ∼ Berp, mit einem p ∈ (0,1) (der ”einfachste Fall“),

dann ist
Zn ∶=X1 +⋯ +Xn ∼ Binn,p

Erinnerung (Stirling-Approximation1). Es gilt

n! =
√

2πnn+1/2e−n eρ(n) mit 0 < ρ(n) < 1
12n

Dies �ndet sich in vielen Analysis-Lehrbüchern oder auch in W. Feller, An introduction to probability
and its applications, Vol. I, Wiley, 1968, Kap. II.9.

1James Stirling, 1692–1770
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Numerische Beispiele zur Güte der Stirling-Approximation

n n!
√

2πnn+1/2e−n 1 −
√

2πnn+1/2e−n

n!

3 6 5,836 0,027
4 24 23,506 0,021
5 120 118,019 0,016
6 720 710,078 0,014
7 5.040 4980,396 0,012
8 40.320 39902,395 0,011
9 362.880 359.536,873 0,0088
10 3.628.800 3.598.695,619 0,0078
15 1.307.674.368.000 1.300.430.722.199,47 0,0054

SeiC > 0 fest, p ∈ (0,1), betrachte

n, k ∈ N mit ∣k − np∣ ≤ C
√
n.

Es ist

P (Zn = k) = Binn,p({k}) = (n
k
)pk(1 − p)n−k = n!

k!(n − k)!p
k(1 − p)n−k

= 1√
2π

1√
n kn (1 − k

n
)
((pn

k
)
k/n

((1 − p) n

n − k)
(n−k)/n

)
n

⋅K(n, k)

= 1√
2π

1√
n kn (1 − k

n
)

exp ( − nh( kn)) ⋅K(n, k)

mit

h(t) ∶= t log ( t
p
) + (1 − t) log ( 1−t

1−p), t ∈ [0,1]

und Korrekturfaktor

K(n, k) ∶= exp (ρ(n) − ρ(k) − ρ(n − k)) ( = (1 + o(1)) für n, k →∞)

denn mit Stirling-Approximation ist

(n
k
) = n!

k!(n − k)! =
1√
2π

( n

k(n − k))
1/2 nn

kk(n − k)n−k ⋅ e
ρ(n)−ρ(k)−ρ(n−k)

Es ist

h(p) = 0, für t ∈ (0,1) ist h′(t) = log ( t
p
) − log ( 1−t

1−p),

h′′(t) = 1

t(1 − t) ( ≥ 0),
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t

h(t)

p0 1

Taylorentwicklung von h im Punkt p liefert (h(p) = h′(p) = 0)

h( kn) =
1

2

1

p(1 − p)(
k
n − p)

2

+O((k−npn )3) = 1

2

1

p(1 − p)(
k
n − p)

2

+O( 1

n3/2),

weiter ist

1√
n kn (1 − k

n
)
= 1√

np(1 − p)
(1 + o(1))

(jeweils für k,n→∞ so, dass ∣k − np∣ ≤ C√
n gilt). Insgesamt:

Binn,p({k}) =
1√

2πnp(1 − p)
exp ( − n

2p(1 − p)(
k

n
− p)

2

) ⋅ K̃(n, k)

mit einem Korrekturfaktor K̃(n, k), der

lim
n→∞

max
k ∶ ∣k−np∣≤C√

n
∣K̃(n, k) − 1∣ = 0

erfüllt.

Zusammenfassend haben wir bewiesen:

Satz 5.1 (Satz von de Moivre-Laplace2, lokale Normalapproximation der Binomialverteilung). Sei
C > 0, p ∈ (0,1),

ϕ(z) = 1√
2π

exp ( − 1
2z

2)

die Dichte der Standard-Normalverteilung. Mit

zn(k) ∶=
k − np√
np(1 − p)

gilt

lim
n→∞

max
k ∶ ∣k−np∣≤C√

n
∣ Binn,p({k})

1√
np(1−p)ϕ(zn(k))

− 1∣ = 0.

2Abraham de Moivre, 1667–1754; Pierre-Simon Laplace, 1749–1827
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Korollar 5.2 (Normalapproximation der Binomialverteilung). Sei p ∈ (0,1),Zn ∼ Binn,p, setze

Z∗
n ∶=

Zn − np√
np(1 − p)

.

Dann gilt für −∞ ≤ a < b ≤ ∞

lim
n→∞

P (a ≤ Z∗
n ≤ b) = ∫

b

a
ϕ(z)dz.

Beweis. Betrachte zunächst −∞ < a < b < ∞ :

P (a ≤ Z∗
n ≤ b) = ( ∑

k ∶ zn(k)∈[a,b]

1√
np(1 − p)

ϕ(zn(k)))(1 + o(1))

und

∑
k ∶ zn(k)∈[a,b]

1√
np(1 − p)

ϕ(zn(k)) =
k=⌊np+b

√
np(1−p)⌋

∑
k=⌈np+a

√
np(1−p)⌉

1√
np(1 − p)

1√
2π

exp ( − 1

2
( k − np√

np(1 − p)
)

2

)

Ð→
n→∞∫

b

a
ϕ(z)dz

(die Summe stellt eine Riemann-Approximation des Integrals dar, siehe auch folgende Skizze).

ϕ(zn(k))

zn(k)
zn(k + 1) =
zn(k) + 1/

√
np(1 − p)

a b
z

ϕ(z)

Sei nun a = −∞ < b < ∞:
Zu ε > 0 wähle a′ < 0 so, dass für n ∈ N

P (Z∗
n < a′) ≤ P (∣Z∗

n ∣ > ∣a′∣) ≤ 1

(a′)2
< ε

4

(mit Chebychev-Ungleichung, Satz 4.1) und

∫
a′

−∞
ϕ(z)dz < ε

4
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gilt. Dann ist für n genügend groß

∣P (Z∗
n ≤ b) − ∫

b

−∞
ϕ(z)dz∣ ≤ ∣P (a′ ≤ Z∗

n ≤ b) − ∫
b

a′
ϕ(z)dz∣ + ∣P (Z∗

n < a′)∣ + ∫
a′

−∞
ϕ(z)dz

≤ ε
2
+ ε

4
+ ε

4
= ε.

Der Fall b = ∞ kann analog behandelt werden (Übung).

Bemerkung 5.3 (Stetigkeitskorrektur). Für numerische Approximationen betrachtet man oft

Binn,p({k, k + 1, . . . , `}) ≈ Φ(
` + 1

2 − np√
np(1 − p)

) −Φ(
k − 1

2 − np√
np(1 − p)

)

für 0 ≤ k ≤ ` ≤ n (mit Φ(x) = ∫
x

−∞(2π)−1/2e−z
2/2 dz der Verteilungsfunktion der Standardnormal-

verteilung).
Man betrachtet also Histogramm-Balken wie im Beweis von Kor. 5.2, die aber jeweils an zn(k)

”zentriert“ sind (siehe auch Skizze unten).

ϕ(zn(k))

zn(k)
zn(k + 1) =
zn(k) + 1/

√
np(1 − p)

a b
z

ϕ(z)

Die numerische Approximation ist (speziell für eher kleine Werte vonn) meist besser mit ”Stetigkeits-
korrektur“, Beispiele:

n p k ` Binn,p({k, k + 1, . . . , `}) Approx. ohne Approx. mit
15 0,3 5 9 0,4809 0,3835 0,4976
50 0,3 9 15 0,5509 0,4680 0,5389

1000 0,3 250 290 0,2567 0,2448 0,2558

Hierbei gibt ”Approx. ohne“ jeweils den Wert Φ( `−np√
np(1−p)) −Φ( k−np√

np(1−p)) und ”Approx. mit“ den

Wert Φ( `+0,5−np√
np(1−p)) −Φ( k−0,5−np√

np(1−p)) an (jeweils auf 4 Nachkommastellen gerundet).
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Bericht und De�nition 5.4. Der Sachverhalt aus Korollar 5.2 wird auch ausgesprochen als ”Kon-
vergenz in Verteilung“:

Xn Ð→
n→∞

X in Verteilung (auchXn
dÐ→

n→∞
X oder Xn

LÐ→
n→∞

X geschrieben),

wenn gilt
lim
n→∞

P (Xn ≤ x) = P (X ≤ x) ( = FX(x))

für jedes x ∈ R, an dem FX stetig ist.

Beispiel (”Macht entschlossener Minderheiten“). An einer Wahl zwischen Vorschlag A und Vor-
schlagB nehmen 100.000 Wähler teil. Darunter sind 300, die fest entschlossen sind, für VorschlagA
zu stimmen; die übrigen sind unentschlossen und entscheiden sich (in unserem Modell) unabhängig
per fairem Münzwurf zwischen den beiden Vorschlägen. Wie wahrscheinlich ist es, dass VorschlagA
die Mehrheit erhält?

Sei Y die Anzahl unentschlossener Wähler, die für A stimmt, n. Vor. ist Y ∼ Binn,1/2 mit n =
100.000 − 300 = 99.700 und VorschlagA erhält 300 + Y Stimmen.

P (300 + Y ≥ 50.001) = P( Y − 0,5n√
n ⋅ 0,5 ⋅ 0,5

≥ 49.701 − 0,5n√
n ⋅ 0,5 ⋅ 0,5

) = P( Y − 0,5n√
n ⋅ 0,5 ⋅ 0,5

≥ −0.9438)

≈ ∫
∞

−0.9438
ϕ(z)dz ≈ 0,827

Satz 5.5 (”Zentraler Grenzwertsatz“). SeienX1,X2, . . . u.i.v. reelle ZVn ∈ L 2 mit Var[X1] ∈ (0,∞),
dann gilt für −∞ ≤ a < b ≤ ∞

lim
n→∞

P(a ≤ X1 +⋯ +Xn − nE[X1]√
nVar[X1]

≤ b) = P (a ≤ Z ≤ b) mitZ ∼ N0,1

Bemerkung. Korollar 5.2 ist ein Spezialfall dieses Satzes, indem man Zn ∼ Binn,p darstellt als Zn =
X1 +X2 +⋯ +Xn mitXi u.i.v.,X1 ∼ Berp.

Beobachtung. Die Aussage von Satz 5.5 gilt trivialerweise (sogar für festes n ∈ N), wennXi ∼ N0,1,
da dann

X1 +⋯ +Xn√
n

∼ N0,1

vgl. Beispiel 2.28.
Die Beweisidee für Satz 5.5 ist den allgemeinen Fall auf diesen Spezialfall zurückzuführen. Wir

betrachten als Ergänzung in Abschnitt 5.1 den Beweis.
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5.1 Beweis von Satz 5.5∗

SeienX1,X2, . . . u.i.v. reelle ZVn ∈ L 2 mit Var[X1] ∈ (0,∞). Wir möchten zeigen, dass für −∞ ≤
a < b ≤ ∞ gilt

lim
n→∞

P(a ≤ X1 +⋯ +Xn − nE[X1]√
nVar[X1]

≤ b) = P (a ≤ Z ≤ b) mitZ ∼ N0,1

Wir können o.E. E[X1] = 0, Var[X1] = 1 annehmen, ansonsten betrachten wir

X̃i ∶=
Xi −E[X1]√

Var[X1]
.

Lemma 5.6. X1,X2, . . . u.i.v. reelle ZVn,Xi ∈ L2 mitE[Xi] = 0, Var[Xi] = 1, f ∶ R→ R dreimal
stetig di�erenzierbar, die ersten drei Ableitungen seien gleichmäßig beschränkt. Dann gilt

lim
n→∞

E[f(X1 +⋯ +Xn√
n

)] = E[f(Z)]

mitZ ∼ N0,1.

Beweis. SeienZ1, Z2, . . . u.i.v., ∼ N0,1, unabhängig von denXi, schreibe

f(X1 +⋯ +Xn√
n

) − f(Z1 +⋯ +Zn√
n

)

=
n

∑
i=1

(f(Wi,n +
Xi√
n
) − f(Wi,n +

Zi√
n
)) (5.1)

mit

Wi,n ∶=
1√
n
(X1 +X2 +⋯ +Xi−1 +Zi+1 +Zi+1 +⋯ +Zn).

Taylor-Enwicklung (im PunktWi,n) liefert

f(Wi,n +
Xi√
n
) − f(Wi,n +

Zi√
n
)

= f ′(Wi,n)
Xi −Zi√

n
+ 1

2
f ′′(Wi,n)

X2
i −Z2

i

n
+Ri,n

mit

∣Ri,n∣ ≤ ∣f ′′(Wi,n + ϑi,n) − f ′′(Wi,n)∣
X2
i

2n
+ ∣f ′′(Wi,n + ϑ̃i,n) − f ′′(Wi,n)∣

Z2
i

2n

wobei ∣ϑi,n∣ ≤
∣Xi∣√
n
, ∣ϑ̃i,n∣ ≤

∣Zi∣√
n

.
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MitC2 ∶= sup
x∈R

∣f ′′(x)∣, C3 ∶= sup
x∈R

∣f ′′′(x)∣ gilt für jedesK > 0:

∣Ri,n∣ ≤ C3
K3

2n3/21{∣Xi∣≤K} +C2

X2
i

n
1{∣Xi∣>K} +C3

∣Zi∣3
n3/2 .

Nehme Erwartungswert in (5.1):

∣E[f(X1 +⋯ +Xn√
n

)] −E[f(Z)]∣

= ∣
n

∑
i=1

( E[f ′(Wi,n)
Xi −Zi√

n
]

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
=E[f ′(Wi,n)]E[Xi−Zi]/

√
n=0

+ E[1

2
f ′′(Wi,n)

X2
i −Z2

i

n
]

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
=E[f ′′(Wi,n)]E[X2

i −Z2
i ]/(2n)=0

+E[Ri,n])∣

≤
n

∑
i=1

E[∣Ri,n∣] ≤ n(C3
K3

2n3/2 +
C2

n
E[X2

11{∣X1∣>K}] +
C3

n3/2E[∣Z1∣3]),

also

lim sup
n→∞

∣E[f(X1 +⋯ +Xn√
n

)] −E[f(Z)]∣ ≤ C2E[X2
11{∣X1∣>K}] Ð→

K→∞
0

Beweis von Satz 5.5. Seien −∞ < a < b < ∞. Zu 0 < ε < b−a
2 wähle f1, f2, die den Voraussetzungen

von Lemma 5.6 genügen und

1[a+ε,b−ε] ≤ f1 ≤ 1[a,b] ≤ f2 ≤ 1[a−ε,b+ε]

erfüllen (siehe Skizze).

x
a − ε a a + ε b − ε b b + ε

f2(x)
f1(x)

Es ist

P (Z ∈ [a + ε, b − ε]) ≤ E[f1(Z)] = lim
n→∞

E[f1(
X1 +⋯ +Xn√

n
)]

≤ lim inf
n→∞

P(X1 +⋯ +Xn√
n

∈ [a, b])

≤ lim sup
n→∞

P(X1 +⋯ +Xn√
n

∈ [a, b])

≤ lim
n→∞

E[f2(
X1 +⋯ +Xn√

n
)] = E[f2(Z)] ≤ P (Z ∈ [a − ε, b + ε]),

mit ε ↓ 0 folgt die Behauptung.
Die Fälle a = −∞ oder b = +∞ kann man analog behandeln.
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Kapitel 6

Ideen und Begri�e aus der Statistik

6.1 Zur deskriptiven Statistik
In diesem Kapitel der Vorlesung werden Ideen und Verfahren der beschreibenden Statistik kurz disku-
tiert, vergleiche die Folien Folien_deskriptive_Statistik.pdf auf der Homepage der Vorle-
sung; Themen dort: Histogramme, Dichtepolygone, Stripcharts, Boxplots, statistische Kenngrößen:
Lageparameter (empirischer Mittelwert, Median, Quartile) und Streuungsparameter (empirische Streu-
ung, Quartilsabstand)

6.2 Grundlegende Begri�e, Schätzen von Parametern
Beispiel 6.1. Bei einer biologischen Expedition wurden n = 53 Krebse einer gewissen Art gefangen,
davon k = 23 Weibchen.

Was sagt uns dies über den Weibchenanteil in der Population?
Gibt die Beobachtung (Weibchenanteil in der Stichprobe 23

53 ≊ 0,434) Anlass, an einem ausgegli-
chenen Geschlechterverhältnis in dieser Population zu zweifeln?

Vorstellung: Eine sehr große Population von Krebsen mit (uns unbekanntem) Weibchenanteil ϑ ∈
(0,1),
der naheliegendste Schätzwert für ϑ (angesichts der Beobachtungen) ist

ϑ̂ = 23

53
(≊ 0,434).

Modell:X = (X1,X2, . . . ,Xn),

Xi =
⎧⎪⎪⎨⎪⎪⎩

1, i-ter gefangener Krebs ist Weibchen,
0, i-ter gefangener Krebs ist Männchen

Xi sind u.a., ∼ Berϑ (Wir tun hier so, als ob wir mit Zurücklegen rein zufällig aus der Gesamtpopulation
gezogen hätten – diese Approximation ist für große Populationen gerechtfertigt.)

Wir interpretieren k
n = 23

53 als Realisierung der Zufallsvariable

ϑ̂ ∶= 1

n
(X1 +⋯ +Xn)
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1. (Punktschätzung) Was auch immer ϑ ist, es gilt

Eϑ[ϑ̂] = ϑ,

Varϑ[ϑ̂] =
1

n2
nϑ(1 − ϑ) = 1

n
ϑ(1 − ϑ) = σ

2

n

mit σ = σ(ϑ) =
√
ϑ(1 − ϑ). (Eϑ, etc. bezieht sich auf Erwartungswerte bezüglich dem Wahrschein-

lichkeitsmaß, unter demXi ∼ Berϑ und u.a. sind.)

σ̂ ∶=
√
ϑ̂(1 − ϑ̂)

ist ein naheliegender Schätzer für σ.

Ein Schätzer für die Standardabweichung von ϑ̂ ist
σ̂√
n

.

Im Statistik-Jargon heißt dies auch der ”Standardfehler“ (englisch: standard error [of the mean],
SEM), dies ist eine naheliegende Maßzahl für die ”Genauigkeit der Schätzung“.

(Im Beispiel:
23

53
⋅ 30

53
≊ 0,246, σ̂ ≊ 0,496,

σ̂√
53

≊ 0,0681

man gibt also an: geschätzter Weibchenanteil 0,43 ± 0,068.)
2. (”Wie genau ist die Schätzung?“: Kon�denzintervall) Wenn der wahre Weibchenanteil ϑ ist, so ist
X1 +⋯ +Xn ∼ Binn,ϑ, also

ϑ̂ − ϑ
σ̂/√n ≈ ϑ̂ − ϑ

σ(ϑ)/√n
d≈ N0,1

gemäß dem Satz von de Moivre-Laplace (Satz 5.1 und Korollar 5.2), also

Pϑ( − 1,96 ≤ ϑ̂ − ϑ
σ̂/√n ≤ 1,96) ≈ P (−1,96 ≤ Z ≤ 1,96) ≈ 0,95

mitZ ∼ N0,1, d.h. das (zufällige) Intervall

I ∶= [ϑ̂ − 1,96
σ̂√
n
, ϑ̂ + 1,96

σ̂√
n
] erfüllt Pϑ(ϑ ∈ I) ≈ 0,95

(für jede Wahl von ϑ ∈ [0,1]).
I heißt ein Kon�denzintervall (für ϑ) zum (approximativen) Niveau 0,95

(Im Beispiel: I ≈ [0,30,0,57])
3. (Testen von Hypothesen) Passen die Beobachtungen zur Hypothese, dass der wahre Weibchenan-
teil in der Population ϑ0 = 1

2 ist?
Wir beobachten

∣ϑ̂ − 1

2
∣ = ∣23

53
− 1

2
∣ ≊ 0,07,

es ist
Pϑ0(∣ϑ̂ − ϑ0∣ ≥ 0,07) ≈ P (∣Z ∣ ≥

√
4 ⋅ n ⋅ 0,07) ≊ 2(1 −Φ(0,96)) ≊ 0,336.

Demnach: Wenn die Hypothese ϑ = ϑ0 = 1
2 zutri�t, würden wir in ca. 1/3 der Fälle eine mindestens

so große Abweichung ∣ϑ̂− 1
2
∣ wie die tatsächlich anhand der Daten beobachtete �nden. Insoweit gibt

die Beobachtung keinen Anlass, diese Hypothese anzuzweifeln.
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De�nition 6.2. Ein statistisches Modell ist ein Tripel (M =) (X ,F , (Pϑ)ϑ∈Θ), wo X ≠ ∅ Menge
(”Beobachtungs- oder Stichprobenraum“), F ⊂ 2X eine σ-Algebra, Θ eine Menge (mit ∣Θ∣ > 1) und
für jedes ϑ ∈ Θ ist Pϑ ein W’maß auf (X ,F ).

Das ModellM heißt parametrisch, wenn Θ ⊂ Rd für ein d ∈ N, speziell einparametrisch, wenn
d = 1.

M heißt diskret, wenn X abzählbar ist,M heißt stetig, wenn X ⊂ Rn und jedes Pϑ eine Dichte
ρϑ ∶ X → [0,∞] besitzt.

Ein diskretes oder stetiges Modell heißt ein Standardmodell.

(X n,F⊗n, (P⊗n
ϑ )ϑ∈Θ)heißt dasn-fache Produktmodell vonM (für Produktmaße vgl. Def. 2.21).

De�nition 6.3. (X ,F , (Pϑ)ϑ∈Θ) statistisches Modell, (S,A ) messbarer Raum.

1. Eine Zufallsvariable X (de�niert auf (X ,F ) mit Werten in S, d.h. X ∶ X → S ist F -A -
messbar) heißt eine Statistik (manchmal auch: ”Stichprobe“).

2. Sei τ ∶ Θ → R eine reelle Kenngröße (oder ”Parametermerkmal“), eine Statistik T ∶ X → R
heißt ein Schätzer (genauer: ”Punktschätzer“) für τ .

3. Ein Schätzer T für τ heißt erwartungstreu (oder ”unverzerrt“), wenn gilt

∀ϑ ∈ Θ ∶ Eϑ[T ] = τ(ϑ).

bϑ(T ) ∶= Eϑ[T ] − τ(ϑ) heißt die Verzerrung (englisch: bias) von T .

Die typische Konstruktion / Situation eines Schätzers ist T = t(X) für eine Funktion t ∶ S → R.

Man schreibt / benennt einen Schätzer für τ oft τ̂ .

S

X X

t

Θ

τ

R

Schematische Darstellung eines Schätzers T = t(X) für τ

Das Startbeispiel 6.1 in der Formalisierung von De�nition 6.2 und 6.3 ausgedrückt:

• Statistisches Modell:X = {0,1}n, F = 2X , Θ = [0,1], Pϑ = Ber⊗nϑ
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• Parametermerkmal: τ ∶ Θ→ R, τ(ϑ) = ϑ

• Statistik: S = X ,X = IdX

• Schätzer: T ∶ X → R, T((x1, . . . , xn)) =
x1 +⋯ + xn

n

Dies ist ein Standardmodell im Sinne von Def. 6.2, es gilt Eϑ[T ] = ϑ = τ(ϑ) für alle ϑ ∈ [0,1],
d.h. T ist hier ein erwartungstreuer Schätzer für τ .

Beispiel 6.4 (Erwartungstreue Schätzer für Mittelwert und Varianz im Produktmodell). Für ϑ ∈ Θ
seiQϑ ein W’maß auf R mit endlichem Mittelwert

m(ϑ) ∶= ∫
R
xQϑ(dx)

und endlicher Varianz

v(ϑ) ∶= ∫
R
(x −m(ϑ))2

Qϑ(dx).

Unter Pϑ seienX1, . . . ,Xn u.i.v.,Xi ∼ Qϑ.
(In der Formalisierung von De�nition 6.2 und 6.3 könnten wir wählen:M= (Rn,B(Rn), (Pϑ)ϑ∈Θ)
mit Pϑ = Q⊗n

ϑ für ϑ ∈ Θ, als Statistik betrachten wir X = (X1, . . . ,Xn) mit Xi ∶ Rn → R die
Projektion auf die i-te Koordinate.

Bemerke: dies ist u.U. kein parametrisches Modell, man könnte z.B.

Θ ∶= {Q ∶ Q ist W’maß auf R mit ∫R x2Q(dx) < ∞}
wählen.)

Dann ist

X ∶= 1

n

n

∑
i=1

Xi ein erwartungstreuer Schätzer fürm(ϑ),

S2 ∶= 1

n − 1

n

∑
i=1

(Xi −X)2 ein erwartungstreuer Schätzer für v(ϑ).

(In diesem Kontext heißtX auch der empirische Mittelwert oder Stichprobenmittelwert,S2 die kor-
rigierte Stichprobenvarianz, vgl. auch die Diskussion in Kapitel 6.1 über deskriptive Statistik.)
Für ϑ ∈ Θ gilt nämlich

Eϑ[X] = 1

n

n

∑
i=1

Eϑ[Xi] =
1

n
⋅ nm(ϑ) =m(ϑ),

Eϑ[
n

∑
i=1

(Xi −X)2] = nEϑ[(Xi −X)2] = nVarϑ[Xi −X]

= nVarϑ[
n − 1

n
X1 −

1

n

n

∑
i=2

Xi] = n((n−1
n

)2
Varϑ[X1] + n−1

n2 Varϑ[X1])

= (n − 1)Varϑ[X1],

also

Eϑ[S2] = 1

n − 1
Eϑ[

n

∑
i=1

(Xi −X)2] = v(ϑ).
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Beobachtung und De�nition 6.5. Betrachten wir in der Situation von Beispiel 6.4 die Stichproben-
größen als variabel (formal: wir gehen zum unendlichen ProduktmodellM= (R∞,B⊗∞, (Q⊗∞

ϑ )ϑ∈Θ)
über (vgl. Beobachtung und Bericht 2.23), mitXi ∶ R∞ → R Projektion auf i-te Koordinate).

Dann gilt für jedes ϑ ∈ Θ

Xn ∶=
1

n

n

∑
i=1

Xi Ð→
n→∞

m(ϑ) stochastisch bzgl. Pϑ und

S2
n ∶=

1

n − 1

n

∑
i=1

(Xi −Xn)
2 Ð→
n→∞

v(ϑ) stochastisch bzgl. Pϑ.

Man sagt: Diese (Folgen von) Schätzer(n) sind konsistent.

FürXn folgt dies direkt aus dem Gesetz der großen Zahlen (siehe Korollar 4.2), weiterhin ist

n − 1

n
S2
n =

1

n

n

∑
i=1

(Xi −Xn)
2 = ( 1

n

n

∑
i=1

X2
i ) − 2( 1

n

n

∑
i=1

XiXn) + (Xn)
2 = ( 1

n

n

∑
i=1

X2
i ) − (Xn)

2

PϑÐ→
n→∞∫R

x2Qϑ(dx) − (m(ϑ))2 = v(ϑ)

gemäß dem Gesetz der großen Zahlen (siehe Bericht 4.8) zusammen mit Lemma 4.5 und obigem,
wegen n−1

n → 1 folgt mit Lemma 4.5 die Behauptung.

Bericht. Tatsächlich gilt sogar

Xn Ð→
n→∞

m(ϑ) Pϑ-f.s. und S2
n Ð→n→∞ v(ϑ) Pϑ-f.s.

(diese Schätzer sind auch ”stark konsistent“).
FürXn folgt dies unter den Voraussetzungen von Beispiel 6.4 aus der Version des starken Gesetzes

der großen Zahlen, die wir in Satz 4.6 bewiesen haben, für S2
n folgt dies aus Bericht 4.8.

6.2.1 Maximum-Likelihood-Schätzer
De�nition 6.6. Sei M = (X ,F , (Pϑ)ϑ∈Θ) ein statistisches Standardmodell mit

Gewichten ρϑ(⋅) bzw. Dichte ρϑ(⋅) für ϑ ∈ Θ.

Die Funktion
ρ ∶ X ×Θ → [0,∞)

∈

(x,ϑ) ↦ ρ(x,ϑ) ∶= ρϑ(x)
heißt Likelihood-Funktion (manchmal auch ”Plausibilitäts-Funktion“), für x ∈ X heißt

Lx ∶ Θ→ [0,∞), Lx(ϑ) = ρ(x,ϑ)

die Likelihood-Funktion zum Beobachtungswert x.
Ein Schätzer T ∶ X → Θ heißt (ein) Maximum-Likelihood-Schätzer, wenn

ρ(x,T (x)) = max
ϑ∈Θ

ρ(x,ϑ) ∀x ∈ X

(auch kurz ML-Schätzer genannt, engl. MLE = maximum likelihood estimator).
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Beispiel 6.7. 1. (”Rückfangmethode“, engl. “capture-recapture”) Ein Teich enthalte ϑ Fische (einer
gewissen Art, ϑ ∈ N ist der unbekannte Parameter), fange und markiere m, setze wieder aus. Wenn
sich die markierten Fische gut verteilt haben, fange erneut n Fische.

Nehmen wir an, wir beobachten unter den erneut gefangenenxmarkierte Fische. Formalisierung
als statistisches Modell:
X = {0,1, . . . , n}, Θ = {(m ∨ n), (m ∨ n) + 1, (m ∨ n) + 2, . . .}, Pϑ = Hypm,ϑ−m,n
Die Likelihood-Funktion ist

ρ(x,ϑ) =
(m
x
)(ϑ−m

n−x)
(ϑ
n
)

,

der ML-Schätzer ist
ϑ̂ML = T (x) = ⌊n

x
⋅m⌋,

denn

ρ(x,ϑ)
ρ(x,ϑ − 1) =

(ϑ−m
n−x)(

ϑ−1
n
)

(ϑ
n
)(ϑ−1−m

n−x )

= (ϑ −m)(ϑ − n)
ϑ(ϑ −m − n + x) = 1 − ϑx −mn

ϑ(ϑ −m − n + x)

⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩

> 1, ϑ < mn
x ,

= 1, ϑ = mn
x ,

< 1, ϑ > mn
x

(beachte: stets ist ϑ −m ≥ n − x, es gibt im Teich mindestens so viele unmarkierte Fische wie in der
Rückfang-Stichprobe).

2. (Erfolgsw’keit im Binomialmodell)

ρ(x,ϑ) = Lx(ϑ) = (n
x
)ϑx(1 − ϑ)n−x, (Pϑ = Binn,ϑ für θ ∈ Θ = [0,1], x ∈ X = {0,1, . . . , n}),

d

dϑ
logLx(ϑ) =

d

dϑ
( log (n

x
) + x logϑ + (n − x) log(1 − ϑ))

= x
ϑ
− n − x

1 − ϑ = 0 ⇐⇒ ϑ = x
n
,

d.h. hier ist ϑ̂ML = x
n

.

(Es ist d
dϑ logLx(ϑ) > 0 für ϑ < x/n und d

dϑ logLx(ϑ) < 0 für ϑ > x/n, d.h. es handelt sich
tatsächlich um ein Maximum; Inspektion zeigt, dass auch in den Randfällen x = 0 und x = n ϑ̂ML =
x
n gilt.)

3. (Normales Modell mit bekannter Varianz) n Beobachtungen seien u.i.v. ∼ Nϑ,σ2 , σ2 > 0 sei be-
kannt.

Mit x = (x1, . . . , xn) ∈ Rn ist

ρ(x,ϑ) = Lx(ϑ) =
n

∏
i=1

1√
2πσ2

exp ( − (xi − ϑ)2

2σ2
)

= (2πσ2)−n/2 exp ( − 1

2σ2

n

∑
i=1

(xi − ϑ)2)
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d.h.
Lx(ϑ) !=max ⇐⇒

n

∑
i=1

(xi − ϑ)2 !=min .

Mitm(x) ∶= 1
n ∑

n
i=1 xi ist

n

∑
i=1

(xi − ϑ)2 =
n

∑
i=1

(xi −m(x))2 + (m(x) − ϑ)2
,

d.h. es ist ϑ̂ML =m(x), das empirische Mittel der Beobachtungen.
4. (Normales Modell, unbekannter Erwartungswert und unbekannte Varianz) nBeobachtungen sei-
en u.i.v. ∼ Nµ,v mit unbekannten µ ∈ R und v ∈ (0,∞).

(Formalisierung:X = Rn, Θ = {ϑ = (µ, v) ∶ µ ∈ R, v > 0}, P(µ,v) = N⊗n
µ,v )

Wie in 3. ist

logLx((µ, v)) = −
n

2
log(2π) − n

2
log v − 1

2v

n

∑
i=1

(xi − µ)2,

nach obigem ist µ̂ML = 1

n

n

∑
i=1

xi Maximierer bezüglich µ (für jeden Wert von v), weiter ist

∂

∂v
logLx((µ, v))∣

µ=µ̂ML

= − n
2v

+ 1

2v2

n

∑
i=1

(xi − µ̂ML)2,

also
∂

∂v
logLx((µ̂ML, v)) = 0 ⇐⇒ v = v̂ML = 1

n

n

∑
i=1

(xi − µ̂ML)2.

(Und man prüft: logLx((µ̂ML, v)) ist wachsend für v < v̂ML, fallend für v > v̂ML.)
Beachte: Der ML-Schätzer für die unbekannte Varianz ist hier die (unkorrigierte) Stichproben-

varianz, also ist er nicht erwartungstreu (vgl. Beob. und Def. 6.5).
5. n Beobachtungen seien u.i.v. uniform auf [0, ϑ] (mit einem unbekannten ϑ ∈ (0,∞)).

Es ist
ϑ̂ML = max{x1, x2, . . . , xn},

denn

L(x1,...,xn)(ϑ) =
⎧⎪⎪⎪⎨⎪⎪⎪⎩

1

ϑn
, falls ϑ ≥ x1, x2, . . . , xn,

0, sonst.

Bericht 6.8 (Cramér-Rao-Schranke und ”beste“ Schätzer). Sei (X ,F , (Pϑ)ϑ∈Θ) ein statistisches
Standardmodell, ρ(x,ϑ) die Likelihoodfunktion.

Ein erwartungstreuer Schätzer T für ein reelles Parametermerkmal τ(ϑ) heißt varianzminimie-
rend (auch ”gleichmäßig bester Schätzer“, engl. UMVU (= uniformly minimum variance unbiased)
estimator), falls für jeden anderen erwartungstreuen Schätzer T̃ für τ gilt

Varϑ[T ] ≤ Varϑ[T̃ ] für alle ϑ ∈ Θ.

(In diesem Sinne ist T optimal und beantwortet – so existent – auf diese Weise die Frage ”Wie gut
kann man τ(ϑ) anhand der Beobachtungen überhaupt schätzen?“)

Ein einparametriges Standardmodell (d.h. Θ ⊂ R) heißt regulär, falls gilt:
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(i) Θ ⊂ R ist ein o�enes Intervall.

(ii) Likelihood-Funktion ρ(x,ϑ) ist strikt positiv aufX ×Θ und für jedes x ist ϑ↦ ρ(x,ϑ) stetig
di�’bar.

(iii) Uϑ(x) ∶= d
dϑ log ρ(x,ϑ) erfüllt Iϑ ∶= Varϑ[Uϑ] ∈ (0,∞)

(Uϑ heißt die ”Scorefunktion“ und Iϑ heißt die Fisher-Information) und es gilt

∫
X

d

dϑ
ρ(x,ϑ)dx = d

dϑ ∫X ρ(x,ϑ)dx (= 0).

Weiter heißt ein Schätzer T regulär, wenn für jedes ϑ ∈ Θ gilt
d

dϑ ∫X T (x)ρ(x,ϑ)dx = ∫
X
T (x) d

dϑ
ρ(x,ϑ)dx.

(WennX diskret ist, so ist jeweils das Integral ∫X . . . dx durch die Summe∑x∈X . . . zu ersetzen.)
Sei τ ∶ Θ → R ein stetig di�erenzierbares Parametermerkmal, T ein regulärer, erwartungstreuer

Schätzer für τ in einem regulären Standardmodell. Dann gilt die Cramér-Rao-Schranke1:

Varϑ[T ] ≥ (τ ′(ϑ))2

I(ϑ) ∀ϑ ∈ Θ,

wobei Gleichheit genau dann gilt, wenn

T (x) − τ(ϑ) = τ
′(ϑ)Uϑ(x)
I(ϑ) .

Beispiel(-klasse). Exponentielle Familien (bzgl. der Statistik T )
Sei

ρ(x,ϑ) = h(x) ⋅ exp (a(ϑ) ⋅ T (x) − b(ϑ))
für gewisse Funktionen a, b ∶ Θ→ R und h ∶ X → R

Dann ist

Uϑ(x) = a′(ϑ)T (x) − b′(ϑ),

also

Eϑ[T ] = b
′(ϑ)
a′(ϑ) =∶ τ(ϑ),

man kann zeigen, dass

I(ϑ) = Varϑ[Uϑ]
= a′(ϑ) ⋅ τ ′(ϑ),

d.h. es gilt

T (x) = b
′(ϑ)
a′(ϑ) +

Uϑ(x)
a′(ϑ) = τ(ϑ) + τ

′(ϑ)Uϑ(x)
I(ϑ) .

T ist demnach in dieser Situation ein varianzminimierender erwartungstreuer Schätzer für τ .
Beispiel-Instanzen.

1nach Harald Cramér, 1983–1985 und Calyampudi Radhakrishna Rao, *1920
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1. Binomialverteilungen: Pϑ = Binn,ϑ, ϑ ∈ [0,1]

ρ(x,ϑ) = (n
x
)ϑx(1 − ϑ)n−x = (n

x
) exp ( x

n®
T (x)

n log( ϑ

1 − ϑ)´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
=a(ϑ)

+n log(1 − ϑ)
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶

=−b(ϑ)

), x ∈ N0,

T (x) = x
n ist varianzminimierender erwartungstreuer Schätzer für τ(ϑ) = b′(ϑ)/a′(ϑ) = ϑ.

2. Poissonverteilungen: Pϑ = Poiϑ, ϑ ∈ (0,∞)

ρ(x,ϑ) = e−ϑϑ
x

x!
= 1

x!

=̄h(x)

e

T (x)
©
x

=a(ϑ)
­
logϑ −

b(ϑ)
©
ϑ

Es ist τ(ϑ) = 1
1/ϑ = ϑ, T (x) = x ist varianzminimierender erwartungstreuer Schätzer für ϑ,

seine Varianz ist (τ ′(ϑ))2
a′(ϑ)τ ′(ϑ) = 12

1
ϑ
⋅1 = ϑ.

3. Normalverteilungen bei bekannter Varianz: Pϑ = Nϑ,σ2 mit festem σ2 > 0

ρ(x,ϑ) = 1√
2πσ2

exp ( − 1

2σ2
(x − ϑ)2)

= 1√
2πσ2

e−x
2/(2σ2)

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
=h(x)

⋅ exp ( − x®
=T (x)

⋅ ϑ

σ2

=̄a(ϑ)

− ϑ2

2σ2

±
=b(ϑ)

),

also: T (x) = x ist varianzminimierender erwartungstreuer Schätzer für ϑ = τ(ϑ) = b′(ϑ)
a′(ϑ) ,

seine Varianz ist σ2 = 1
I(ϑ) = 12/(a′(ϑ)τ ′(ϑ)).

Bemerkung. Das n-fache Produktmodell M ⊗n eines regulären Modells ist wiederum regulär, seine
Fisher-Information erfüllt I(n)(ϑ) = n ⋅ I(ϑ).

Ist M exponentielles Modells bzgl. der Statistik T , so ist M ⊗n ebenfalls ein exponentielles Mo-
dell, und die zugrundeliegende Statistik ist

Tn(x1, . . . , xn) =
1

n

n

∑
i=1

T (xi),

denn

ρ⊗n((x1, . . . , xn), ϑ) =
n

∏
i=1

ρ(xi, ϑ) =
n

∏
i=1

h(xi) exp(na(ϑ) ⋅ 1

n
⋅
n

∑
i=1

(T (xi)) − nb(ϑ)) .

6.2.2 Eine Anmerkung zu linearer Regression und kleinste-Quadrate-Schätzung
Beobachtung 6.9 (Lineare Regression als kleinste-Quadrate-Schätzer). Nehmen wir an, die Beob-
achtungen bestehen aus n Messwertpaaren (xi, yi), i = 1, . . . , n (Werte in R2) und wir vermuten
aus theoretischen Gründen einen (a�n-)linearen Zusammenhang, d.h. bei ”perfekter“ Messung gälte
yi = β0 + β1x1 für gewisse (uns unbekannte) Zahlen β0 und β1.
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(Ein ”Lehrbuchbeispiel“: yi ist die Länge einer Stahlfeder bei Zugbelastung mit Gewicht xi in-
nerhalb des Gültigkeitsbereich des Hooke’schen Gesetzes.)

Aufgrund beispielsweise von Messungenauigkeiten (oder womöglich auch weil der lineare Zu-
sammenhang in Wirklichkeit nur approximativ gilt) werden die realen Datenpunkte typischerweise
nicht auf einer Geraden liegen.

x

y

●

●

●

●

●

●

●

●

Formulierung als statistisches Modell: x1, . . . , xn seien feste (bekannte) Werte (x ist die ”erklärende
Variable“), für ϑ = (β0, β1) ∈ Θ = R2 sei unter Pϑ

Yi = β0 + β1xi + εi, i = 1, . . . , n mit εi u.i.v. mit E[εi] = 0, Var[εi] = σ2

und wir fassen die beobachteten yi-Werte als Realisierungen der Yi auf (y ist die ”abhängige Variable“
oder ”Zielgröße“).

Ein naheliegender Ansatz, ϑ = (β0, β1) zu schätzen, ist der kleinste-Quadrate-Schätzer: Finde
β̂0, β̂1 so, dass

n

∑
i=1

(yi − (β̂0 + β̂1xi))
2 = min

(β0,β1)∈R2

n

∑
i=1

(yi − (β0 + β1xi))
2

Die Lösung kennen wir schon (vgl. Beob. 3.21, die wir hier gewissermaßen nur ”statistisch ausspre-
chen“): Mit

x ∶= 1

n

n

∑
i=1

xi, y ∶= 1

n

n

∑
i=1

yi, σ2
x ∶=

1

n

n

∑
i=1

(xi − x)2, σ2
y ∶=

1

n

n

∑
i=1

(yi − y)2

covx,y ∶=
1

n

n

∑
i=1

(xi − x)(yi − y)

ist
β̂1 =

covx,y
σ2
x

, β̂0 = y − β̂1x. (6.1)

(Betrachte nämlich eine ZV (X̃, Ỹ ) mit Werten in R2, deren Verteilung die empirische Verteilung
der Datenpunkte ist, d.h. 1

n ∑
n
i=1 δ(xi,yi), so ist E[X̃] = x,E[Ỹ ] = y,Var[X̃] = σ2

x,Var[Ỹ ] =
σ2
y ,Cov[X̃, Ỹ ] = covx,y und die Behauptung folgt wörtlich aus Beob. 3.21, man kann natürlich

auch die Rechnung dort nochmals hier wiederholen).
Übrigens: Wenn man zusätzlich annimmt, dass dieεi u.i.v.∼ N0,σ2 sind, so ist der kleinste-Quadrate-

Schätzer hier auch zugleich der Maximum-Likelihood-Schätzer (mit einer Rechnung analog zu Bsp. 6.7, 3.).
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6.3 Kon�denzintervalle (und Kon�denzbereiche)
De�nition 6.10. Sei M = (X ,F , (Pϑ)ϑ∈Θ) ein statistisches Modell, τ(ϑ) reelles Parametermerk-
mal, L,R Statistiken mit L ≤ R, α ∈ (0,1).

Das (zufällige) Intervall I ∶= [L,R] heißt ein Konfidenzintervall (manchmal auch ”Vertrauens-
intervall“) für τ zum (Sicherheits-)Niveau 1 − α (bzw. Irrtumsniveau α), wenn gilt

∀ϑ ∈ Θ ∶ Pϑ(τ(ϑ) ∈ I) ≥ 1 − α.

Beachte: I ist zufällig, nicht aber ϑ (zumindest in unserer (sogenannten frequentistischen) Interpre-
tation).

Allgemeiner heißt eine in Abhängigkeit von den Beobachtungen x ∈ X konstruierte Menge
C(x) ⊂ Θ heißt ein Konfidenzbereich für τ zum (Sicherheits-)Niveau 1 − α, wenn gilt

∀ϑ ∈ Θ ∶ Pϑ({x ∈ X ∶ C(x) ∋ τ(ϑ)}) ≥ 1 − α.

O�enbar möchte man i.A. I so kurz wie möglich wählen (soweit verträglich mit dem geforderten
Niveau).

Beispiel 6.11 (Kon�denzintervall für den Mittelwert im normalen Modell bei bekannter Varianz).
Unter Pϑ seienX1,X2, . . . ,Xn u.i.v. ∼ Nϑ,σ2 mit ϑ ∈ Θ ∶= R, σ2 > 0 sei bekannt (und fest).

Sei q ∶= Φ−1(1 − α
2 ) das (1 − α/2)-Quantil der Standardnormalverteilung,X = 1

n

n

∑
i=1

Xi.

I ∶= [X − q ⋅ σ√
n
,X + q ⋅ σ√

n
]

ist ein Kon�denzintervall für ϑ zum (Sicherheits-)Niveau 1 − α, denn unter Pϑ istX ∼ Nϑ,σ2/n,

Pϑ(X − q ⋅ σ√
n
≤ ϑ ≤X + q ⋅ σ√

n
) = Pϑ(q ≥

X − ϑ
σ/√n ≥ −q)

= P (−q ≤ Z ≤ q) = P (Z ≤ q) − P (Z ≥ −q) = 1 − α
2
− α

2
= 1 − α

(mitZ ∼ N0,1).

Beispiel 6.12 (Approximatives Kon�denzintervall im Binomialmodell mittels Normalapproximation,
vgl. auch Bsp. 6.1). X ∼ Binn,ϑ, ϑ ∈ Θ = [0,1],

ϑ̂ ∶= X
n , σ̂ ∶=

√
ϑ̂(1 − ϑ̂), α ∈ (0,1), q ∶= Φ−1(1 − α

2 ), dann ist

I ∶= [ϑ̂ − q σ̂√
n
, ϑ̂ + q σ̂√

n
]

ein (approximatives) Kon�denzintervall für ϑ zum Sicherheitsniveau 1 − α, denn unter Pϑ gilt für
n→∞

ϑ̂
dÐ→ϑ, σ̂

dÐ→
√
ϑ(1 − ϑ), und

ϑ̂ − ϑ
σ̂/√n = X − nϑ

σ̂
√
n

dÐ→N0,1

(mit Satz von de Moivre-Laplace, Satz 5.1 und Korollar 5.2)

Pϑ(ϑ̂ − q
σ̂√
n
≤ ϑ ≤ ϑ̂ + q σ̂√

n
) = Pϑ( − q ≤

ϑ̂ − ϑ
σ̂/√n ≤ q) ≈ P (−q ≤ Z ≤ q) = 1 − α
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6.3.1 Rund um die multivariate Normalverteilung
Für das weitere Vorgehen benötigen wir einige Eigenschaften der multivariaten Normalverteilung.

Beobachtung und De�nition 6.13. n ∈ N,X1,X2, . . . ,Xn u.i.v. ∼ N0,1, so hat

X ∶=X2
1 +X2

2 +⋯ +X2
n die Dichte 1

Γ(n/2)2
−n/2x

n
2
−1e−x/21[0,∞)(x),

χ2
n ∶= L (X) heißt Chiquadrat-Verteilung mit n Freiheitsgraden.

Beachte: χ2
n = Γ1/2,n/2, wo die Gamma-Verteilung Γα,ν die Dichte 1

Γ(ν)α
νxν−1e−αx1(0,∞)(x)

besitzt (α = Skalen-, ν = Formparameter), siehe Aufg. 4.1.

Proposition 6.14. Seien α, r, s > 0,X ∼ Γα,r, Y ∼ Γα,s unabhängig. Dann sind

X + Y und V ∶= X

X + Y unabhängig

undX + Y ∼ Γα,r+s, V ∼ βr,s, wobei die Beta-Verteilung βr,s die Dichte

Γ(r+s)
Γ(r)Γ(s)v

r−1(1 − v)s−11(0,1)(v)

besitzt.
Insbesondere bilden die Gamma-Verteilungen eine Faltungsfamilie (bezüglich des zweiten, des so-

genannten Formparameters): Γα,r ∗ Γα,s = Γα,r+s.

Beweis. (X,Y ) hat Dichte

f(X,Y )(x, y) =
αr+s

Γ(r)Γ(s)x
r−1ys−1e−α(x+y) auf (0,∞)2.

Sei ϕ(x, y) = (x + yx
x+y

), so ist

ϕ−1(z, v) = ( zv
z(1 − v)) , Dϕ(x, y) = (

1 y
(x+y)2

1 − x
(x+y)2

) , ∣detDϕ(x, y)∣ = ∣x + y∣
(x + y)2

= 1

∣x + y∣

SchreibeZ ∶=X +Y , V ∶= X
X+Y . Gemäß 2-dimensionaler Dichtetransformation (siehe Bericht 1.42)

ist die Dichte von (Z,V ):

f(Z,V )(z, v) =
f(X,Y )(ϕ−1(z, v))

∣detDϕ(ϕ−1(z, v))∣

= z ⋅ αr+s

Γ(r)Γ(s)(zv)
r−1(z(1 − v))s−1e−αz

= αr+s

Γ(r + s)z
r+s−1e−αz

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
Dichte von Γα,r+s

Γ(r + s)
Γ(r)Γ(s)v

r−1(1 − v)s−1

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
Dichte von βr,s
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Beweis von Beob. 6.13. X ∼ N0,1, so istX2 ∼ Γ 1
2
, 1
2

(= χ2
1) :

∣X ∣ hat Dichte 2√
2π
e−

x2

2 auf (0,∞); sei ϕ ∶ (0,∞) → (0,∞), x ↦ x2, ϕ−1(y) = √
y, ddyϕ(y) =

2y, also hatX2 die Dichte 1
2
√
y

2√
2π
e−

y
2 = (1

2
)

1
2 1

Γ( 1
2
)y

1
2
−1e−

1
2
y (siehe Beob. 1.40).

Dies zeigt die Behauptung für n = 1, der allgemeine Fall folgt daraus induktiv unter Verwendung
von Proposition 6.14.

Korollar und De�nition 6.15. Seienm,n ∈ N,X1, . . . ,Xm, Y1, . . . , Yn unabhängig, ∼ N0,1.

1. Fm,n ∶=
1
m

m

∑
i=1
X2
i

1
n

n

∑
j=1
Y 2
j

hat Dichte fm,n(x) =
Γ(n+m2 )

Γ(m2 )Γ(n2 )
m

m
2 n

n
2

x
m
2
−1

(n +mx) (m+n)
2

1(0,∞)(x).

L (Fm,n) heißt Fisher-Verteilung2 mit m und n Freiheitsgraden (präziser: mit m Zähler- und n
Nenner-Freiheitsgraden).

2. Tn ∶=
X√

1
n

n

∑
j=1
Y 2
j

hat Dichte tn(x) =
Γ(n+1

2 )
Γ(1

2)Γ(n2 )
1√
n
(1 + x

2

n
)
−n+1

2 .

L (Tn)heißt Student-Verteilung3 mitnFreiheitsgraden (auch Student’scheT -Verteilung genannt).

Bemerke: Die Student-Verteilung mit einem Freiheitsgrad ist die Cauchy-Verteilung.

Bemerkung. Sei Tn Student-verteilt mit n Freiheitsgraden, so ist Tn
dÐ→

n→∞
N0,1.

(denn es gilt tn(x) → 1√
2π
e−x

2/2 lokal gleichmäßig).

Beweis von Korollar 6.15. 1. X ∶=
m

∑
i=1
X2
i ∼ Γ 1

2
,m
2
, Y ∶=

n

∑
j=1
Y 2
j ∼ Γ 1

2
,n
2

sind unabhängig, also ist

V ∶= X

X + Y ∼ βm
2
,n
2

nach Proposition 6.14.

Dann ist

Fm,n =
nX

mY
= n

m

X
X+Y
Y

X+Y
= n

m

V

1 − V ,

mit

ϕ ∶ (0,1) → (0,∞), v ↦ n

m

v

1 − v , also ϕ−1(z) = mz

n +mz ,
d

dv
ϕ(v) = n

m

1

(1 − v)2

ist Fm,n = ϕ(V ), hat also die Dichte

fm,n(z) =
mnz

(n +mz)2

Γ(m+n2 )
Γ(n2 )Γ(m2 ) ( mz

n +mz)
m
2
−1

( n

n +mz)
n
2
−1

=
Γ(n+m2 )

Γ(m2 )Γ(n2 )
m

m
2 n

n
2

z
m
2
−1

(n +mz) (m+n)
2

2Nach Ronald Aylmer Fisher, 1890–1962
3Nach William Sealy Gosset, 1876–1937, der sie 1908 unter dem Pseudonym “Student” verö�entlichte.
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2. T 2
n hat (nach 1.) Dichte f1,n, also hat ∣Tn∣ Dichte 2tf1,n(t2)1[0,∞)(t).
Da Tn symmetrisch um 0 verteilt ist (klar aus der Symmetrie vonX1), hat Tn die Dichte

∣t∣f1,n(t2) = ∣t∣
Γ(n+1

2 )
Γ(1

2)Γ(n2 )
nn/2

(t2) 1
2
−1

(n + t2)(n+1)/2

=
Γ(n+1

2 )
Γ(1

2)Γ(n2 )
1√
n

1

(1 + t2

n
)(n+1)/2

Satz 6.16. X1, . . . ,Xn u.i.v. ∼ Nµ,σ2 mit µ ∈ R, σ > 0,

M ∶= 1

n

n

∑
i=1

Xi, S2 ∶= 1

n − 1

n

∑
i=1

(Xi −M)2.

Es gilt
1.M und S2 sind unabhängig,M ∼ Nµ,σ2/n,

n−1
σ2 S2 ∼ χ2

n−1.

2. T ∶=
√
n(M − µ)√

S2
ist Student-verteilt mit n − 1 Freiheitsgraden.

Beweis. Sei o.E. µ = 0, σ2 = 1, sonst betrachteX ′
i ∶= (Xi − µ)/

√
σ2.

1. Sei O orthogonale n × n-Matrix, deren erste Zeile z1 = ( 1√
n
, 1√

n
, . . . , 1√

n
) ist, d.h. ergänze z1

zu einer Orthonormalbasis z1, . . . , zn von Rn, setze

O =
⎛
⎜⎜⎜
⎝

z1

z2

⋮
zn

⎞
⎟⎟⎟
⎠
.

Dann ist

Y =
⎛
⎜⎜⎜
⎝

Y1

Y2

⋮
Yn

⎞
⎟⎟⎟
⎠
∶= O

⎛
⎜⎜⎜
⎝

X1

X2

⋮
Xn

⎞
⎟⎟⎟
⎠

n-dimensional Standardnormalverteilt (nach Beispiel 2.20, Invarianz der n-dim. Normalverteilung
unter orthogonalen Transformationen).

Somit

Y1 =
n

∑
i=1

1√
n
Xi =

√
nM, also M ∼ N0,1/n,

(n − 1)S2 =
n

∑
i=1

(Xi −M)2 =
n

∑
i=1

X2
i − nM2

= ∣∣(X1, . . . ,Xn)T ∣∣2 − Y 2
1 = ∣∣(Y1, . . . , Yn)T ∣∣2 − Y 2

1 =
n

∑
i=2

Y 2
i ,
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also (n − 1)S2 ∼ χ2
n−1 und unabhängig vonM .

(Geometrisch ausgedrückt: Zerlege Rn = D ⊕ D⊥ in die Diagonale D = {(x,x, . . . , x) ∶ x ∈
R} ⊂ Rn und ihr orthogonales Komplement D⊥ = {(x1, x2, . . . , xn) ∶ x1 + ⋯ + xn = 0}, seien
PD ∶ Rn → D, PD⊥ = IdRn − PD ∶ Rn → D⊥ die orthogonalen Projektionen auf D bzw. auf D⊥,
dann ist

√
nM die (signierte) Länge von PDX und (n − 1)S2 = ∣∣PD⊥X ∣∣2.)

2. Dies folgt aus 1. und der De�nition (vgl. Korollar und De�nition 6.15, 2.)

Korollar 6.17 (Student-Kon�denzintervall für den Erwartungswert im normalen Modell). Unter
Pϑ, ϑ = (µ,σ2) ∈ R × (0,∞) seien

X1,X2, . . . ,Xn u.i.v. ∼ Nµ,σ2 .

Sei α ∈ (0,1), q = qn−1,1−α/2 das 1 − α
2 -Quantil der Student-Verteilung mit n − 1 Freiheitsgraden,

M ∶= 1

n

n

∑
i=1

Xi, S2 ∶= 1

n − 1

n

∑
i=1

(Xi −M)2.

Dann ist

I ∶= [M − q
√

S2

n
,M + q

√
S2

n
]

ein Konfidenzintervall für µ zum Irrtumsniveau α.

Beweis. T ∶=
√
n(M−µ)√
S2

ist Student-verteilt mit n − 1 Freiheitsgraden (für jede Wahl von µ und σ2),

P(µ,σ2)(M − q
√

S2

n ≤ µ ≤M + q
√

S2

n )

= P (−q ≤ T ≤ q) = P (T ≤ q) − P (T ≤ −q) = 1 − α
2
.

Beispiel. Zwei Schlafmittel sollen verglichen werden, 10 Patienten erhielten in aufeinanderfolgenden
Nächten Medikament A und B.

Die Daten4 (xi = Anz. Stunden Schlaf mit Mittel A - Anz. Stunden Schlaf mit Mittel B bei Patient
Nr. i):

i 1 2 3 4 5 6 7 8 9 10
xi 1,2 2,4 1,3 1,3 0,0 1,0 1,8 0,8 4,6 1,4

Es ist

x = 1

10

10

∑
i=1

xi ≊ 1,58, s = (1

9

10

∑
i=1

(xi − x)2)
1/2

≊ 1,23.

Nehmen wir an, die Daten stammen aus einer Normalverteilung mit unbekanntem Mittelwert
µ und unbekannter Varianz σ2 (und die Ergebnisse der verschiedenen Patienten sind unabhängig).

4Aus Student (= William S. Gosset, 1876–1937), The Probable Error of a Mean, Biometrika 6:1–25 (1908), siehe Illu-
stration I in Section IX dort.
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Es ist q9,0,995 ≊ 3,25 (aus einer Quantiltabelle oder beispielsweise mit R berechnet), demnach ist

[x ± q s√
n
] ≊ [0,31, 2,85]

ein Kon�denzintervall fürµ (die mittlere zusätzliche Anzahl Stunden Schlaf, die Medikament A mehr
bringt als Medikament B) zum Sicherheitsniveau 0,99 = 1 − 0,01.

Beachte: (Sinnlos) genaue Werte mit Rechnergenauigkeit sind x− q s√
n
≊ 0,3159481, x+ q s√

n
≊

2,8440519, man sollte allerdings die Grenzen eines Kon�denzintervalls stets ”konservativ“, d.h. nach
außen, runden.

6.3.2 Ein Kon�denzintervall für den Median (ein kleiner Aus�ug in die
nicht-parametrische Statistik)

Satz 6.18 (Ein Kon�denzintervall für den Median). Seien X1, . . . ,Xn u.i.v. reellwertig, mit (unbe-
kannter) Verteilung Q, die eine stetige Verteilungsfunktion besitzt (d.h. Q hat keine Atome). (Im For-
malismus: Θ = {ϑ ∶ ϑ nicht-atomares W’maß auf R},X = Rn, Pϑ = ϑ⊗n)

m(Q) sei ”der“ Median von Q (d.h. Q((−∞,m(Q)]) = 1
2 = Q([m(Q),∞)), vgl. Def. 3.22;

falls mehrere Werte in Frage kommen, nehmen wir das arithmetische Mittel aus dem kleinsten und
dem größten möglichen Wert).

Die zugehörige Ordnungsstatistik ist

X(1) <X(2) < . . . <X(n).

Zu α ∈ (0,1) wähle k maximal, so dass Binn,1/2({0, . . . , k − 1}) ≤ α
2 , dann ist

[X(k),X(n−k+1)]
ein Konfidenzintervall für den Medianm(Q) zum Sicherheitsniveau 1 − α.

Beweis. Es ist

Q⊗n(X(k) >m(Q)) = Q⊗n(∣{1 ≤ i ≤ n ∶Xi ≤m(Q)}∣ ≤ k − 1)

= Binn,1/2({0, . . . , k − 1}) ≤ α
2
,

analog ist

Q⊗n(X(n−k+1) <m(Q)) = Q⊗n(∣{1 ≤ i ≤ n ∶Xi ≥m(Q)}∣ ≤ k − 1) ≤ α
2
,

somit

Q⊗n([X(k),X(n−k+1)] /∋m(Q)) ≤ Q⊗n(X(k) >m(Q)) +Q⊗n(X(n−k+1) <m(Q)) ≤ α.

Im ”Schlafmittel-Vergleich“-Beispiel oben ergäbe sich fürα = 0,01:n = 10, man muss in Satz 6.18
k = 1 wählen (es ist Bin10,1/2({0}) ≊ 0,001, aber Bin10,1/2({0,1}) ≊ 0,012), d.h. ein Kon�denz-
intervall für den Median (der Di�erenz der Schlafdauer unter Mittel A versus Mittel B) zum Sicher-
heitsniveau 99% ist [X(1),X(10)] = [0, 4,6].

(Fürα = 0,05 könnte man k = 2 wählen und erhielte [X(2),X(9)] = [0,8, 2,4] als Kon�denzin-
tervall zum Sicherheitsniveau 95%.)
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6.3.3 Exkurs: Exakte Kon�denzintervalle für den Erfolgsparameter in der
Binomialverteilung∗

Unter n unabhängigen Versuchen seien x Erfolge beobachtet worden, wir fassen x als Realisierung
einer Binn,ϑ-verteilten ZV auf und wollen anhand der Beobachtung auf ϑ schließen.

Wir hatten in Beispiel 6.12 das auf asymptotischer Normalität fußende (approximative) Kon�-
denzintervall für ϑ zum Niveau 1 − α kennen gelernt:

[ϑ̂ − q σ̂√
n
, ϑ̂ + q σ̂√

n
]

mit ϑ̂ = x
n

, σ̂ =
√
ϑ̂(1 − ϑ̂), q das 1 − α

2 -Quantil vonN0,1

Wie könnten wir vorgehen, wenn wir uns nicht auf die Asymptotik verlassen möchten? Wir be-
obachte X ∼ Pϑ ∶= Binn,ϑ und möchten anhand der Beobachtung ein (nur nicht approximativ
korrektes) Kon�denzintervall für ϑ ∈ Θ = [0,1] konstruieren.

Idee: Zu ϑ ∈ Θ ∶= [0,1] wähle cϑ ∈ (0,1), so dass für

Cϑ ∶= {x ∈ {0,1, . . . , n} ∶ Binn,ϑ({x}) ≥ cϑ}

gilt Binn,ϑ(Cϑ) ≥ 1 − α (und cϑ möglichst groß, so dassCϑ möglichst klein).

SetzeC(x) ∶= {ϑ ∈ Θ ∶ x ∈ Cϑ} für x ∈ X ∶= {0,1, . . . , n}, dann gilt

∀ϑ ∈ Θ ∶ Pϑ(ϑ ∈ C(X)) = Pϑ(X ∈ Cϑ) ≥ 1 − α

nach Konstruktion.
Es gilt

1. Für ϑ ∈ (0,1) ist {0, . . . , n} ∋ x ↦ Binn,ϑ({x}) strikt wachsend auf {0,1, . . . , ⌈(n + 1)ϑ −
1⌉}, strikt fallend auf {⌊(n + 1)ϑ⌋, . . . , n}, also maximal auf x = ⌊(n + 1)ϑ⌋ (und auf (n +
1)ϑ − 1, wenn (n + 1)ϑ ∈ Z).

2. Fürx ∈ {1, . . . , n} ist [0,1] ∋ ϑ↦ Binn,ϑ({x,x+1, . . . , n}) stetig, strikt monoton wachsend
mit

Binn,ϑ({x,x + 1, . . . , n}) = βx,n−x+1([0, ϑ]),
wo βa,b (die Beta-Verteilung) die Dichte

fBetaa,b(u) =
Γ(a + b)
Γ(a)Γ(b)u

a−1(1 − u)b−1

auf (0,1) hat.

Argument:

1.

Binn,ϑ({x})
Binn,ϑ({x − 1}) =

(n
x
)ϑx(1 − ϑ)n−x

( n
x−1

)ϑx−1(1 − ϑ)n−x+1

= (n − x + 1)ϑ
x(1 − ϑ) > 1 ⇐⇒ x < (n + 1)ϑ
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2. U1, . . . , Un unabhängig und uniform auf [0,1], so ist

Sϑ ∶=
n

∑
i=1

1[0,ϑ](Ui)

ist Binn,ϑ-verteilt.

Sei U(1) < U(2) < . . . < U(n) die ”Ordnungsstatistik“.

Binn,ϑ({x, . . . , n}) = P (Sϑ ≥ x) = P (U(x) ≤ ϑ)

=
n

∑
k=1

∑
B⊆{1,...,n}∖{k}

∣B∣=x−1

P( Uk ≤ ϑ,Um ≤ Uk fürm ∈ B,
Ul > Uk für l ∈ {1, . . . , n} ∖ ({k} ∪B))

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
=
ϑ

∫
0
u∣B∣(1−u)n−∣B∣−1 du=

ϑ

∫
0
ux−1(1−u)n−x du

= n(n − 1

x − 1
)

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
=

n!

(x − 1)!(n − x)!=
Γ(n + 1)

Γ(x)Γ(n − x + 1)

ϑ

∫
0

ux−1(1 − u)n−x du

WähleCϑ ∶= {x−(ϑ), x−(ϑ)+1, . . . , x+(ϑ)}mitx−(ϑ) = max{x ∶ Binn,ϑ({0, . . . , x−1}) ≤
α
2 } und x+(ϑ) = min{x ∶ Binn,ϑ({x + 1, . . . , n}) ≤ α

2 }.

Es gilt:

• x ≤ x+(ϑ) ⇐⇒ Binn,ϑ({x, . . . , n}) = βx,n−x+1([0, ϑ]) > α
2

⇐⇒ ϑ > p−(x) ∶= α
2 -Quantil von Betax,n−x+1.

• x ≥ x+(ϑ) ⇐⇒ Binn,ϑ({0, . . . , x}) = 1−Bin({x+1, . . . , n}) = βx+1,n−x([ϑ,1]) ≥ α
2 .

⇐⇒ ϑ < p+(x) ∶= 1 − α
2 -Quantil von Betax+1,n−x.

Somit haben wir bewiesen:

Satz 6.19 (Exaktes Kon�denzintervall im Binomialmodell).

p−(x) ∶= α
2 -Quantil von Betax,n−x+1,

p+(x) ∶= 1 − α
2 -Quantil von Betax+1,n−x

x↦ [p−(x), p+(x)] ist ein Konfidenzintervall für ϑ zum Sicherheitsniveau 1 − α.

Bemerkung.

• Quantile der Beta-Verteilungen sind tabelliert, gelegentlich kann beim Nachschlagen in Tabel-
len die Symmetrieeigenschaft

βa,b([0, x]) = βb,a([1 − x,1]) = 1 − βb,a([0,1 − x])

nützlich sein.
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Abbildung 6.1: Überdeckungswahrscheinlichkeit eines (nominellen) 95%-Kon�denzintervalls für
den Erfolgsparameter p einer Binomialverteilung mit n = 100 als Funktion von p: Links approxima-
tives 95%-Kon�denzintervall (aus Bsp. 6.12), rechts exaktes Kon�denzintervall (aus Satz 6.19). Speziell
für p nahe an 0 oder 1 hält das approximative Kon�denzintervall das nominelle Niveau nicht ein.

• R kennt die Beta-Verteilungen, ihre Verteilungsfunktionen pbeta(x, a, b) und ihre Quan-
tile qbeta(p, a, b)

Für die Daten aus Beispiel 6.1 (n = 53, beobachtet x = 23) mit α = 0,05 �nden wir ϑ̂ = 23
53 ≈

0,434, σ̂ ≈ 0,496, q0,975 ≈ 1,96, also ist das approximative 95%-Kon�denzintervall für ϑ hier [ϑ̂ ±
q σ̂√

53
] ≈ [0,30,0,57].

Es ist p−(23) = 0,025-Quantil von β23,31 ≈ 0,30, p+(23) = 0,975-Quantil von β24,30 ≈ 0,57,
d.h. das exakte Kon�denzintervall [p−(x), p+(x)] ≈ [0,30,0,57] (stimmt hier bei Rundung mit
obigem überein).

(Die Intervalle sind nicht gleich: Absurd präzise Werte wären: [ϑ̂ ± q σ̂√
53

] ≈ [0,3005306,0,5673939],
[p−(23), p+(23)] ≈ [0,2983921,0,5771742].)

Bericht. Manchmal betrachtet man auch den Schätzer

ϑ̃ = x + 1

n + 2

für ϑ und bildet als (approximatives) Kon�denzintervall zum Niveau 1 − α

[ϑ̃ − q σ̃√
n
, ϑ̃ + q σ̃√

n
]

mit σ̃ =
√
ϑ̃(1 − ϑ̃) , q das 1 − α

2 -Quantil vonN0,1.

ϑ̃wirkt vielleicht zunächst ”ad hoc“ gewählt. Die Form von ϑ̃ ist natürlich im Kontext eines Bayes-
schen Ansatzes, den wir in dieser Vorlesung nicht weiter diskutieren werden. Die tatsächliche Über-
deckungswahrscheinlichkeit dieses approximativen Kon�denzintervalls ist speziell für ϑ nahe an 0
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oder 1 besser als die des ”klassischen“ approximativen Kon�denzintervalls aus Bsp. 6.12 (vergleiche
die Gra�k unten mit Abb. 6.1, linke Gra�k):
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p

6.4 Statistische Tests
Beispiel 6.20 (für einen einseitiger Binomialtest). Herr A behauptet, (mit W’keit ϑ > 1/2) vorher-
sagen zu können, ob die oberste Karte eines verdeckten, gut gemischten Skatblatts rot oder schwarz
ist.

Frau B ist skeptisch (und verdächtigt, dass A einfach rät, d.h. ϑ = 1/2) und schlägt vor, n = 20
Versuche durchzuführen.

Sei
X ∶= Anzahl richtige Vorhersagen von A,

wir modellierenX ∼ Binn,ϑ (mit uns unbekanntem ϑ ∈ [0,1]).

B wählt α = 0,05, sagen wir, und k (möglichst klein) mit (und hier ϑ0 ∶= 1/2)

Binn,ϑ0({k, k + 1, . . . , n}) ≤ α

(hier k = 15, denn Binn,ϑ0({15,16, . . . ,20}) ≊ 0,021, Binn,ϑ0({14,15, . . . ,20}) ≊ 0,058) und
wird (auf dem Signi�kanzniveau α) die

Nullhypothese ∶ ϑ ≤ 1

2

verwerfen zugunsten der

Alternative ∶ ϑ > 1

2
,

wenn das Ereignis {X ≥ k} eintritt, ansonsten die Nullhypothese beibehalten.

99



Demnach: Falls A tatsächlich rät (also in Wirklichkeit ϑ = 1/2 gilt), ist die W’keit, ihm verse-
hentlich hellseherische Fähigkeiten zuzuschreiben (dies wäre dann ein sogenannter ”Fehler 1. Art“:
die Nullhypothese abzulehnen, obwohl sie zutri�t), höchstens α.

Nehmen wir an, die 20 Versuche werden durchgeführt und A erzielt 13 ”Tre�er“. B wird also die
Nullhypothese beibehalten (denn {X ≥ k} tritt nicht ein; quantitativer: der p-Wert ist P1/2(X ≥
13) ≊ 0,132 > 0,05; d.h., wenn A einfach nur rät, würde er in ca. 13,2% der Fälle mindestens ebensoviele

”Tre�er“ erzielen wie beobachtet) und etwa sagen:

”Die Beobachtungen zeigen (auf dem Niveau α = 5%) keine keine signi�kante Abweichung von der
Nullhypothese.“

6.4.1 Der formale Rahmen statistischer Tests
De�nition 6.21. Sei (X ,F , (Pϑ)ϑ∈Θ) ein statistisches Modell, Θ = Θ0∪̇Θ1 disjunkte Zerlegung in

”Nullhypothese“ und ”Alternative“ (auch ”Gegenhypothese“).

Eine Statistik ϕ ∶ X → [0,1] heißt ein Test von Θ0 gegen Θ1.

Der Test heißt randomisiert, wenn ϕ(X) /⊆ {0,1}, sonst nicht-randomisiert,

für einen nicht randomisierten Test ϕ heißt

{x ∶ ϕ(x) = 1} der Ablehnungs- oder Verwerfungsbereich (von Θ0).

Gϕ ∶ Θ→ [0,1], Gϕ(ϑ) = Eϑ[ϕ]
heißt die Gütefunktion vonϕ (1−Gϕ heißt Operationscharakteristisk),ϕ heißt ein Test zum Niveau
(auch: Signi�kanzniveau) α ∈ (0,1), wenn gilt

sup
ϑ∈Θ0

Gϕ(ϑ) ≤ α.

sup
ϑ∈Θ0

Gϕ(ϑ) heißt e�ektives Niveau (auch: Umfang) von ϕ.

Für ϑ ∈ Θ1 heißtGϕ(ϑ) die Macht (auch: Schärfe, englisch: power) des Tests ϕ bei ϑ.

Sei (ϕα)α∈(0,1) eine Familie von nicht-randomisierten Tests mit ϕα ≤ ϕα′ für α ≤ α′, ϕα habe
e�ektives Niveau α. Dann heißt für x ∈ X

p ( = p(x)) = inf{α ∈ (0,1) ∶ ϕα(x) = 1}

der p-Wert (bei Beobachtung x).

Interpretation.

1. Man interpretiert ϕ als Entscheidungsregel: Bei gegebener Beobachtung x

ϕ(x) = 0 ∶ behalte Nullhypothese bei
ϕ(x) = 1 ∶ verwirf Nullhypothese, entscheide für die Alternative

ϕ(x) ∈ (0,1) ∶ wirf eine Münze, die mit W’keit ϕ(x)
für die Alternative entscheidet
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2. Niveau α bedeutet, dass die W’keit für einen ”Fehler 1. Art“ (die Nullhypothese fälschlicher-
weise zu verwerfen) ≤ α ist (uniform in ϑ ∈ Θ0).

3. Für ϑ ∈ Θ1 ist 1 −Gϕ(ϑ) die Wahrscheinlichkeit, einen ”Fehler 2. Art“ zu begehen (die Null-
hypothese fälschlicherweise zu akzeptieren).

4. Viele ”praktische“ Tests haben die folgende Form, z.B. Bspe. 6.23, 6.24, 6.25, 6.32: Berechne eine
gewisse (Test-)Statistik Y (aus den Beobachtungen), verwirf die Nullhypothese, wenn Y > q
für einen gewissen Wert q = q(α), der in Abhängigkeit von den Parametern des Tests (insbe-
sondere dem gewünschten Niveau α) gewählt wird. In der Sprache von De�nition 6.21 also:
ϕα(x) = 1(Y (x) > q(α)) und supϑ∈Θ0

Eϑ[ϕ] = α.

Dann kann man den p-Wert des Test(ergebnisses) interpretieren als die Wahrscheinlichkeit, bei
Gültigkeit der Nullhypothese einen mindestens so ”extremen“ Wert der Teststatistik zu �nden
wie den tatsächlich anhand der Daten beobachteten.

Demnach sind für ϕwünschenswert:

Gϕ sollte auf Θ1 möglichst groß sein

(solange mit dem gewünschten Signi�kanzniveau verträglich), zudem sollte für einen Test zum Ni-
veau α gelten

sup
ϑ∈Θ0

Gϕ(ϑ) ≤ α ≤ sup
ϑ∈Θ1

Gϕ(ϑ) (dann heißt ϕ ”unverfälscht“).

Beispiel 6.22 (Binomialtest). Θ = [0,1], unter Pϑ sei die Beobachtung X ∼ Binn,ϑ (oder aber
BeobachtungenX1, . . . ,Xn sind unter Pϑ u.i.v. ∼ Berϑ und wir bildenX ∶= X1 +⋯ +Xn). Wähle
α ∈ (0,1/2).
1. Zweiseitiger Binomialtest: Θ0 = {ϑ0} für ein ϑ0 ∈ [0,1], Θ1 = Θ ∖Θ0. Setze

c` ∶= max{x ∈ {0,1,2, . . . , n} ∶ Binn,ϑ0({0,1, . . . , x}) ≤ α/2},
cr ∶= min{x ∈ {0,1,2, . . . , n} ∶ Binn,ϑ0({x,x + 1, . . . , n}) ≤ α/2},

ϕ(x) ∶= 1{0,1,...,c`}(x) + 1{cr,cr+1,...,n}(x).

Dann gilt

Eϑ0[ϕ(X)] = Pϑ0(X ≤ c`) + Pϑ0(X ≥ cr)
= Binn,ϑ0({0,1, . . . , c`}) +Binn,ϑ0({cr, cr + 1, . . . , n}) ≤ α

2
+ α

2
= α

nach Konstruktion, d.h. der Test hält Niveauα ein. (Wegen der Diskretheit der möglichen Beobachtungen
ist das tatsächliche Niveau i.A. etwas kleiner.)

Bei gegebener Beobachtung x ist der p-Wert dann 2Binn,ϑ0({0,1, . . . , x}) falls x < nϑ0 und
2Binn,ϑ0({x,x + 1, . . . , n}) falls x > nϑ0.

2. a) Einseitiger Binomialtest (linksseitige Alternative): Θ0 = [ϑ0,1] für einϑ0 ∈ (0,1], Θ1 = [0, ϑ0) =
Θ ∖Θ0. Setze

c ∶= max{x ∈ {0,1,2, . . . , n} ∶ Binn,ϑ0({0,1, . . . , x}) ≤ α},
ϕ(x) ∶= 1{0,1,...,c}(x).
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Nach Konstruktion istEϑ0[ϕ(X)] = Pϑ0(X ≤ c) ≤ α und man kann (leicht) zeigen, dass fürϑ > ϑ0

gilt Pϑ(X ≤ c) ≤ Pϑ0(X ≤ c) (≤ α), d.h. der Test hält Niveau α ein.
Bei gegebener Beobachtung x ist der p-Wert dann Binn,ϑ0({0,1, . . . , x}).

2. b) Einseitiger Binomialtest (rechtssseitige Alternative): Θ0 = [0, ϑ0] für ein ϑ0 ∈ [0,1), Θ1 =
(ϑ0,1] = Θ ∖Θ0. Analog setze

C ∶= min{x ∈ {0,1,2, . . . , n} ∶ Binn,ϑ0({x,x,+1, . . . , n}) ≤ α},
ϕ(x) ∶= 1{C,C+1,...,n}(x).

Der Test hält Niveauα ein, bei gegebener Beobachtungx ist derp-Wert dann Binn,ϑ0({x,x,+1, . . . , n}).

Bemerkung. O�enbar benötigt man die Verteilungsfunktion der Binomialverteilung, um die ”kri-
tischen Werte“ c`, cr bzw. c, C für den Binomialtest bei vorgegebenem n und α zu bestimmen. Für
kleine Werte von n kann man diese ”von Hand“ bestimmen, für größere Werte konsultiert man ent-
weder ein Computerprogramm oder eine entsprechende Tabelle oder man verwendet die Norma-
lapproximation der Binomialverteilung: Mit Satz 5.1 und Korollar 5.2 ist

Binn,ϑ0({0,1, . . . , x}) ≊ Φ( x − nϑ0√
nϑ0(1 − ϑ0)

)

wobei Φ = FN0,1 die Verteilungsfunktion der Standard-Normalverteilung ist.

Beispiel 6.23 (z-Test oder Gauß-Test). Θ = R, unter Pϑ seien die BeobachtungenX1, . . . ,Xn u.i.v.
∼ Nϑ,σ2 mit bekanntem, festem σ2 > 0. Wähle α ∈ (0,1).

1. Zweiseitiger z-Test: Θ0 = {ϑ0} für ein ϑ ∈ R, Θ1 = Θ ∖Θ0

M ∶= 1

n

n

∑
i=1

Xi, Z ∶= M − ϑ0√
σ2/n

mit q ∶= Φ−1(1 − α/2) (das (1 − α/2)-Quantil der Standardnormalverteilung) ist

ϕ(X1, . . . ,Xn) ∶= 1{∣Z∣>q}

ein Test von Θ0 gegen Θ1 zum Niveau α (denn unter Pϑ0 istM ∼ Nϑ0,σ2/n).
Derp-Wert ist dann 2(1−Φ(∣Z ∣)), wobei Φ die Verteilungsfunktion der Standard-Normalverteilung

ist.

2. Einseitiger Test: Θ0 = {ϑ ∶ ϑ ≤ ϑ0} für ein ϑ ∈ R, Θ1 = Θ ∖Θ0 = {ϑ ∶ ϑ > ϑ0}.
Mit q ∶= Φ−1(1 − α) ist

ϕ(X1, . . . ,Xn) ∶= 1{Z>q}

ein Test von Θ0 gegen Θ1 zum Niveau α. Als p-Wert ergibt sich 1 −Φ(Z)
(Je nach Anwendungssituation kann man auch Θ0 = {ϑ ∶ ϑ ≥ ϑ0}betrachten, dann istϕ(X1, . . . ,Xn) ∶=

1{Z<−q} zu wählen und der p-Wert wäre Φ(Z) = 1 −Φ(−Z)).
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Beispiel 6.24 ((ein-Stichproben- oder gepaarter) t-Test). Θ = R × (0,∞) ∋ ϑ = (µ,σ2), unter Pϑ
seien die Beobachtungen X1, . . . ,Xn u.i.v. ∼ Nµ,σ2 (mit unbekanntem µ ∈ R und unbekanntem
σ2 > 0). Wähle α ∈ (0,1).

SeiM ∶= 1

n

n

∑
i=1

Xi, S2 ∶= 1

n − 1

n

∑
i=1

(Xi −M)2.

1. Zweiseitiger (ein-Stichproben) t-Test: Θ0 = {ϑ = (µ,σ2) ∈ Θ ∶ µ = µ0} für ein µ0 ∈ R (man
schreibt dies oft knapp als ”Θ0 ∶ µ = µ0“), Θ1 = Θ ∖Θ0.

T ∶=
√
n
M − µ0√

S2

Mit q ∶= qn−1,1−α/2 = (1 − α/2)-Quantil der Student-(n − 1)-Verteilung ist

ϕ(X1, . . . ,Xn) ∶= 1{∣T ∣>q}

ein Test von Θ0 gegen Θ1 zum Niveauα (denn nach Satz 6.16 istT für jedesϑ ∈ Θ0 unterPϑ Student-
(n − 1)-verteilt).

Derp-Wert ist 2(1−FTn−1(∣T ∣))mitFTn−1 der Verteilungsfunktion der Student-(n−1)-Verteilung.

2. Einseitiger Test: Θ0 = {ϑ = (µ,σ2) ∈ Θ ∶ µ ≤ µ0} für ein µ0 ∈ R (oft knapp geschrieben als

”Θ0 ∶ µ ≤ µ0“), Θ1 = Θ ∖Θ0. Mit q ∶= qn−1,1−α = (1 − α)-Quantil der Student-(n − 1)-Verteilung
ist

ϕ(X1, . . . ,Xn) ∶= 1{T>q}

ein Test von Θ0 gegen Θ1 zum Niveau α (und analog ϕ(X1, . . . ,Xn) ∶= 1{T<−q} ein Test für Θ0 =
{µ ≥ µ0}, beachte auch: −q ist das α-Quantil der Student-(n − 1)-Verteilung).

Der p-Wert ist 1 − FTn−1(T ).

(Je nach Anwendungssituation kann man auch Θ0 = {ϑ = (µ,σ2) ∈ Θ ∶ µ ≥ µ0} betrachten,
dann ist ϕ(X1, . . . ,Xn) ∶= 1{T<−q} zu wählen und der p-Wert wäre FTn−1(T ) = 1 − FTn−1(−T )).

Anwendungsbeispiel. a) Die Wirksamkeit eines gewissen Schlafmittels soll geprüft werden. 10 Pa-
tienten erhalten das Schlafmittel, die Anzahl zusätzlicher Stunden Schlaf wird in einer Nacht beob-
achtet.

Wir nehmen an, die Beob. sind u.i.v. ∼ Nµ,σ2 und wir möchten die Nullhypothese µ = 0, sagen
wir, zum Niveau α = 0,05 testen.

Die Daten5:

Patient i 1 2 3 4 5 6 7 8 9 10
zus. Schl. 0.7 -1.6 -0.2 -1.2 -0.1 3.4 3.7 0.8 0.0 2.0

Es ist n = 10, x = 1
10 ∑

10
i=1 xi = 0,75, s2 = 1

9 ∑
10
i=1(xi − x)2 ≊ 1,79, t = x−0

s/
√

10
≊ 1,326

Das 0,975-Quantil der Student-9-Verteilung ist≊ 2,262, demnach können wir die Nullhypothese
nicht ablehnen.

(Für ein Student-9-verteiltes T ist P (∣T ∣ ≥ 1,326) ≊ 0,2176, dies ist der p-Wert des Tests.)
5Aus Student (William S. Gosset), The Probable Error of a Mean, Biometrika 6:1–25 (1908)
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Man kann diesen Befund folgendermaßen formulieren:

”Die Beobachtungen sind mit der Nullhypothese µ = 0 (im statistischen Sinne) verträglich.“
oder

”Die beobachtete Abweichung x = 0,75 ist nicht signi�kant von 0 verschieden (t-Test, α =
0,05).“

b) Die Wirksamkeit eines Schlafmittels soll mit der eines anderen verglichen werden. 10 Patienten er-
halten SchlafmittelA, die Anzahl zusätzlicher Stunden Schlaf wird in einer Nacht beobachtet. Dann
erhalten dieselben 10 Patienten Schlafmittel B, wieder wird die Anzahl zusätzlicher Stunden Schlaf
in einer Nacht beobachtet.

Da dieselben Patienten untersucht werden, können (und sollten) wir die Messungen paaren: Wir
interessieren uns bei jedem Patienten für die Di�erenz des (zusätzlichen) Schlafs bei Mittel 2 und bei
Mittel 1.

Wir nehmen an, die beobachteten Di�erenzen sind Realisierungen von u.i.v. ZVn mit Vert.Nµ,σ2

und wir möchten die Nullhypothese µ ≤ 0 gegen die Alternative µ > 0, sagen wir, zum Niveau
α = 0,05 testen.

(Dies wäre beispielsweise in folgender Situation angemessen: Wir möchten darlegen, dass Mittel
B wirksamer ist als MittelA, indem wir die Nullhypothese ”µ ≤ 0“ entkräften.)

Die Daten (wiederum aus Student, a.a.O.) :

Patient i 1 2 3 4 5 6 7 8 9 10
MittelA 0.7 -1.6 -0.2 -1.2 -0.1 3.4 3.7 0.8 0.0 2.0
MittelB 1.9 0.8 1.1 0.1 -0.1 4.4 5.5 1.6 4.6 3.4

Di�. 1.2 2.4 1.3 1.3 0.0 1.0 1.8 0.8 4.6 1.4

Es ist n = 10, x = 1
10 ∑

10
i=1 xi = 1,58, s2 = 1

9 ∑
10
i=1(xi − x)2 ≊ 1,23, t = x−0

s/
√

10
≊ 4,062

Das 0,95-Quantil der Student-9-Verteilung ist ≊ 1,833, demnach können wir die Nullhypothese
ablehnen.

(Für ein Student-9-verteiltes T ist P (T > 4,062) ≊ 0,0014, dies ist der p-Wert des Tests.)

Mögliche knappe Formulierung dieses Befunds:

”Die beobachtete Di�erenz x = 1,58 ist signi�kant größer als 0 (einseitiger t-Test, α = 0,05).“

Beispiel 6.25 (Test für die Varianz im normalen Modell). In der Situation von Beispiel 6.24 sei Θ0 =
{ϑ = (µ,σ2) ∈ Θ ∶ σ2 ≤ v0} für ein v0 > 0, Θ1 = Θ ∖Θ0. Wähle α ∈ (0,1).

Mit q ∶= (1 − α)-Quantil der χ2
n−1-Verteilung ist

ϕ(X1, . . . ,Xn) ∶= 1{S2>qv0/(n−1)}

ein Test von Θ0 gegen Θ1 zum Niveau α (vgl. Satz 6.16).

Beispiel 6.26 (zwei-Stichproben oder ungepaarter t-Test [mit Annahme gleicher Varianzen]). Θ =
R×R×(0,∞) ∋ ϑ = (µ1, µ2, σ2), unterPϑ sindX1, . . . ,Xm u.i.v. und davon unabhängigY1, . . . , Yn
u.i.v. (m,n ∈ N),Xi ∼ Nµ1,σ2 , Yj ∼ Nµ2,σ2 . Seien

MX ∶= 1

m

m

∑
i=1

Xi, MY ∶= 1

n

n

∑
j=1

Yj
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die jeweiligen Stichprobenmittelwerte,

S2
X = 1

m − 1

m

∑
i=1

(Xi −MX)2, S2
Y = 1

n − 1

n

∑
j=1

(Yj −MY )2,

die (korrigierten) Stichprobenvarianzen,

S2 ∶= (m − 1)S2
X + (n − 1)S2

Y

m + n − 2
( = 1

m + n − 2
(

m

∑
i=1

(Xi −MX)2 +
n

∑
j=1

(Yj −MY )2
) ),

(die ”gepoolte Stichprobenvarianz“),

T = MX −MY

S
√

1
m + 1

n

.

(Beachte: Stets gilt E(µ1,µ2,σ2)[S2] = σ2 [S2 ist ein erwartungstreuer Schätzer für σ] und T ist unter
P(µ1,µ1,σ2) Student-(n +m − 2)-verteilt, Argument analog zum Beweis von Satz 6.16).

1. Zweiseitiger ungepaarter t-Test : Θ0 = {(µ1, µ2, σ2) ∈ Θ ∶ µ1 = µ2} (oft knapp geschrieben als

”Θ0 ∶ µ1 = µ2“), Θ1 = Θ ∖Θ0.
Wähleα ∈ (0,1), mit q ∶= qm+n−2,1−α/2 = (1−α/2)-Quantil der Student-(m+n−2)-Verteilung

ist
ϕ(X1, . . . ,Xm, Y1, . . . , Yn) ∶= 1{∣T ∣>q}

ein Test von Θ0 gegen Θ1 zum Niveau α.

1. Einseitiger Test : Θ0 = {(µ1, µ2, σ2) ∈ Θ ∶ µ1 ≤ µ2} (oft knapp geschrieben als ”Θ0 ∶ µ1 ≤ µ2“),
Θ1 = Θ ∖Θ0. Mit q ∶= qm+n−2,1−α = (1 − α)-Quantil der Student-(m + n − 2)-Verteilung ist

ϕ(X1, . . . ,Xm, Y1, . . . , Yn) ∶= 1{T>q}

ein Test von Θ0 gegen Θ1 zum Niveau α.
(Analog ist ϕ(X1, . . . ,Xm, Y1, . . . , Yn) ∶= 1{T<−q} ein Test von Θ0 = {(µ1, µ2, σ2) ∈ Θ ∶ µ1 ≥

µ2}.)

(p-Werte werden analog zum ein-Stichproben-Fall (Bsp. 6.24) berechnet, wobeiFTn−1 durchFTm+n−2

ersetzt wird.)

Anwendungsbeispiel. Es wurden fossile Backenzähne gefunden, die zwei Arten von Urpferden zu-
geordnet wurden, und jeweils die (”mesiodistale“) Länge bestimmt. Wir möchten die (Null-)Hypothese
prüfen, ob die mittlere Zahnlänge bei den beiden Arten gleich ist.

Die Daten:
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25 30 35 40

H
. l

ib
yc

um
H

. a
fr

ic
an

um

mesiodistale Länge [mm]

xA == 25.9, sA == 2.2

xL == 28.4, sL == 4.3

xA ++ sAxA −− sA

xL ++ sLxL −− sL

Für Hipparion africanum: nA = 39, xA = 25,9, sA = 2,2

für Hipparion lybicum: nL = 38, xL = 28,4, sL = 4,3

Wir verwenden Signi�kanzniveauα = 0,01, das 99,5%-Quantil der Student-Vert. mit 75 Freiheits-
graden ist ≊ 2,64. Es ist

s2 = (nA − 1)s2
A + (nL − 1)s2

L

nA + nL − 1
≊ 11,94, t = xA − xL

s
√

1
nA

+ 1
nL

≊ −3,229,

Wir können die Nullhypothese ”die mittlere mesiodistale Länge bei H. lybicum und bei H. africanum
sind gleich“ zum Signi�kanzniveau 1% ablehnen.

(Für ein Student-75-verteiltes T ist P (∣T ∣ > 3,229) ≊ 0,0018, dies ist der p-Wert des Tests.)

Mögliche Formulierung dieses Befunds: ”Die mittlere mesiodistale Länge war signi�kant größer
(28,4 mm) bei H. libycum als bei H. africanum (25,9 mm) (t-Test, α = 0,01).“

Bericht 6.27. Die Tests aus Bsp. 6.23–6.26 sind (in ihrem jeweiligen statistischen Modell) optimal
(sie sind ”gleichmäßig beste Tests“) in dem Sinne, dass sie unter allen allen Tests von Θ0 gegen Θ1 mit
Niveau α die größte Macht haben.

Dies ist das ”Test-Analogon“ zu Bericht 6.8, vgl. z.B. die Diskussion in [G, Kap. 10.3 und 10.4].

Bericht 6.28 (zwei-Stichproben-t-Test ohne Annahme gleicher Varianz, Welchs t-Test6). Es gibt
auch eine Version des zwei-Stichproben-t-Tests, der die Annahme gleicher Varianzen nicht tri�t (wir
werden ihn im Verlauf der Vorlesung allerdings nicht verwenden):

6B. L. Welch, The Signi�cance of the Di�erence between Two Means When the Population Variances Are Unequal,
Biometrika 29:350–362, (1938)
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Man schätzt die Streuung vonMX −MY durch
√

S2
X

nX
+ S

2
Y

nY
und bildet T = MX −MY√

S2
X

nX
+ S2

Y

nY

.

Unter P(µ0,µ0,σ2
1 ,σ

2
2) ist T ”approximativ Student-verteilt mit g Freiheitsgraden“, wobei

g =
( s

2
X

nX
+ s2Y
nY

)
2

s4X
n2
X(nX−1) +

s4Y
n2
Y (nY −1)

aus den Daten geschätzt wird.
Seien die WerteT = tund g beobachtet worden, man verwirft die Nullhypothese ”µ1 = µ2“ (zum

Niveauα), wenn 1−FTg(t) ≤ α/2, wobeiFTg die Verteilungsfunktion der Student-Verteilung mit g
Freiheitsgraden, d.h. wenn die Wahrscheinlichkeit, dass eine Student-verteilte Zufallsgröße mit g Frei-
heitsgraden einen betragsmäßig mindestens so großen Wert wie den beobachteten t-Wert annimmt,
≤ α ist.

(Wir hatten in Korollar 6.15 die Student-Verteilung nur für ganzzahlige Werte vonnde�niert, aber
man kann dort allgemeine Werte n > 0 zulassen).

Dieser Test hat approximativ Niveau α und wird in der Praxis häu�g verwendet. Beispielsweise
führt der Befehlt.test in dem StatistikprogrammR automatisch diese Version des zwei-Stichproben-
t-Tests durch, wenn man zwei Stichproben übergibt und keine weiteren Zusatzparameter setzt.

Bemerkung 6.29 (Zur ”reinen Lehre“ des statistischen Testens). Nehmen wir an, wir möchten ei-
ne gewisse Aussage anhand experimenteller oder empirischer Daten statistisch prüfen. Das korrekte
(”lehrbuchmäßige“) Vorgehen sieht folgendermaßen aus:
1. Statistisches Modell formulieren, Nullhypothese und Alternative angeben (was die Nullhypothese
ist, hängt von der konkreten Anwendungsfrage ab, oft ernennt man ”das Gegenteil dessen, was man
erhärten möchte“ zur Nullhypothese).
2. Dann einen Test (einschließlich gewünschtem Niveau) festlegen.
3. Dann erst: Daten erheben (bzw. Daten anschauen), Test-Entscheidung fällen.

Die Kontrolle der Fehlerwahrscheinlichkeiten, die die Theorie des statistischen Testens liefert,
bezieht sich auf dieses Vorgehen. Wenn man die Reihenfolge herumdreht, also zuerst die Daten an-
schaut und dann einen Test wählt, verfälscht man strenggenommen zumindest das Signi�kanzniveau,
möglicherweise bis ins Unsinnige (Beispiel: zuerst den empirischen Mittelwert bestimmen, dann je
nachdem, ob er links oder rechts von ϑ0 liegt, entscheiden, ob man eine rechts- oder eine linksseitige
Alternative wählt, ist o�enbar ”geschummelt“.)

Man sollte dieselben Daten nicht für explorative Statistik (d.h. Beobachtungen, die zu neuen Hy-
pothesen führen [sollen]) und schließende Statistik (d.h. Beobachtungen, anhand denen eine Hypo-
these getestet werden soll) zugleich verwenden.

6.4.2 Alternativtests und das Lemma von Neyman-Pearson∗

Wir betrachten ein Standardmodell (vgl. Def. 6.2) mit jeweils einpunktiger Nullhypothese und Alter-
native, d.h. Θ = {0,1},X ⊂ Rn oderX diskret undPi besitzt Dichte bzw. ρ(x, i) aufX für i = 0,1.
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Setze

R(x) ∶=
⎧⎪⎪⎪⎨⎪⎪⎪⎩

ρ(x,1)
ρ(x,0) wenn ρ(x,0) > 0,

∞ sonst.

R heißt der Likelihood-Quotient.
Ein Test von P0 gegen P1 (formal hier wörtlich Θ0 = {0} gegen Θ1 = {1}) der Form

ϕ(x) =
⎧⎪⎪⎨⎪⎪⎩

1 fürR(x) > c,
0 fürR(x) < c,

für ein c ≥ 0 heißt ein Neyman-Pearson-Test7. (Im Fall R(x) = c kann Randomisierung notwendig
sein.)

Satz 6.30 (Neyman-Pearson-Lemma). Betrachte Standardmodell mit einpunktiger Nullhypothese und
einpunktiger Alternative, α ∈ (0,1).

1. Es gibt einen Neyman-Pearson-Test ϕmit E0[ϕ] = α.

2. Seiϕ ein Neyman-Pearson-Testϕmit E0[ϕ] = α, ϕ̃ irgendein Test von P0 gegen P1 zum Niveau α.
Dann gilt E1[ϕ] ≥ E1[ϕ̃], d.h. die Macht von ϕ ist mindestens so groß wie die von ϕ̃.

Man sagt: ϕ ist (in dieser Situation) ein gleichmäßig bester Test.

Beweis. 1. Wähle cmit P0(R ≥ c) ≥ α und P0(R ≤ c) ≥ 1 − α.

Falls P0(R = c) = 0, so ist ϕ(x) ∶= 1{R(x)>c} ein Neyman-Pearson-Test mit E0[ϕ] = P0(R >
c) = P0(R ≥ c) = α.

Falls P0(R = c) > 0, so setze γ ∶= α − P0(R > c)
P0(R = c) (∈ [0,1]) und

ϕ(x) ∶=
⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩

1 wennR(x) > c,
γ wennR(x) = c,
0 wennR(x) < c.

Dies ist ein Neyman-Pearson-Test mit E0[ϕ] = 1 ⋅ P0(R > c) + γP0(R = c) + 0 ⋅ P0(R < c) = α.

2. Seiϕ ein Neyman-Pearson-Test (mit Schwellenwert c) mitE0[ϕ] = α, ϕ̃ irgendein Test mitE0[ϕ̃] ≤
α. Es gilt

für alle x ∈ X ∶ (ϕ(x) − ϕ̃(x))(ρ(x,1) − cρ(x,0)) ≥ 0

denn die beiden Faktoren haben dasselbe Vorzeichen (sofern der zweite ≠ 0), daϕ(x) ≥ 1(ρ(x,1) >
cρ(x,0)). Somit

f1(x) ∶= (ϕ(x) − ϕ̃(x))ρ(x,1) ≥ c(ϕ(x) − ϕ̃(x))ρ(x,0) =∶ cf0(x) (6.2)

und folglich

E1[ϕ] −E1[ϕ̃] = ∫
X

f1(x)dx ≥ c∫
X

f0(x)dx = c(α −E0[ϕ̃]) ≥ 0. (6.3)

(WennX diskret ist, muss das Integral natürlich durch eine Summe ersetzt werden.)
7nach Jerzy Neyman, 1894–1981 und Egon Pearson, 1895–1980
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Bemerkung. Wir sehen aus dem Beweis auch: Wenn ϕ̃ ebenfalls ein gleichmäßig bester Test von P0

gegenP1 mit E0[ϕ̃] = α ist, so gilt Gleichheit in (6.3) und daher auch Gleichheit in (6.2) (möglicher-
weise mit Ausnahme einer Menge von [Lebesgue-]Maß 0). In diesem Sinne ist also hier ein gleichmäßig
bester Test ”identisch“ mit einem Neyman-Pearson-Test.

Beispiel. BeobachtungenX1, . . . ,Xn seien unter P0 u.i.v. mitXi ∼ Nµ0,σ2 , unter P1 u.i.v. mitXi ∼
Nµ1,σ2 , wobei σ2 > 0 und µ0 < µ1 bekannt (und fest) sind.

Mit x = (x1, . . . , xn) und x ∶= 1
n ∑

n
i=1 xi ist

R(x) = exp ( − 1

2σ2

n

∑
i=1

(xi − µ1)2 + 1

2σ2

n

∑
i=1

(xi − µ0)2)

= exp ( − n

2σ2
(2(µ1 − µ0)x + µ2

1 − µ2
0)).

O�enbar ist R(x) eine montone (fallende) Funktion von x und unter P0 ist X ∶= 1
n ∑

n
i=1Xi ∼

Nµ0,σ2/n, also ist
ϕ(x) ∶= 1{x>c}

mit der Wahl c ∶= µ0 +
√
σ2/nΦ−1(1 − α) ein Neyman-Pearson-Test zum Niveau α ∈ (0,1) (denn

dann ist E0[ϕ] = P0(X > c) = α).

6.4.3 Tests für kategorielle Beobachtungen (zum χ2-Test)∗

Ein Experiment mit smöglichen Ausgängen werde nmal (unabhängig) wiederholt, Ausgang i habe
die (unbekannte) Wahrscheinlichkeit ϑi, i = 1, . . . , s.

Angenommen, wir beobachtenhi-mal Ausgang i für i = 1, . . . , s. Passt dies zur (Null-)Hypothese,
dass

ϑ = (ϑ1, . . . , ϑs) = (ρ1, . . . , ρs) = ρ
gilt für einen vorgegebenen Vektor ρ von Wahrscheinlichkeitsgewichten (auf {1, . . . , s})?

Satz 6.31. Sei ρ ∈ ∆s ∶= {(ϑ1, . . . , ϑs) ∈ [0,1]s ∶ ϑ1 +⋯ + ϑs = 1},

(H(n)
1 , . . . ,H

(n)
s ) ∼ Multn;ρ1,...,ρs ,

dann gilt

s

∑
i=1

(H(n)
i − nρi)2

nρi

dÐ→
n→∞

χ2
s−1

Beweisskizze. SeienX(n)
1 , . . . ,X

(n)
s u.a.,X(n)

i ∼ Poinρi , dann ist

Nn ∶=X(n)
1 +⋯ +X(n)

s ∼ Poin

(siehe Bsp. 2.26, 3.)
Beachte: Fürm ∈ N, h1, . . . , hs ∈ N0 mit h1 +⋯ + hs =m ist

P (X(n)
1 = h1, . . . ,X

(n)
s = hs ∣Nn =m)

= (e−nn
m

m!
)−1

s

∏
i=1

e−nρi
(nρi)hi
hi!

= ( m

h1, h2, . . . , hs
)ρh11 ⋯ρhss ,
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d.h. bedingt auf {Nn =m} ist (X(n)
1 , . . . ,X

(n)
s ) ∼ Multm;ρ1,...,ρs .

Sei

X̃
(n)
i ∶= X

(n)
i − nρi√
nρi

, H̃
(n)
i ∶= H

(n)
i − nρi√
nρi

(beachte: E[X̃(n)
i ] = 0, Var[X̃(n)

i ] = 1),

Ñn ∶=
Nn − n√

n
=

s

∑
i=1

√
ρiX̃

(n)
i

(beachte:Nn = n ⇐⇒ Ñn = 0 ⇐⇒ (X̃(n)
1 , . . . , X̃

(n)
s )T ∈ Hρ)

Der zentrale Grenzwertsatz (Satz 5.5), angewendet auf jede der (unabhängigen) Koordinaten, lie-
fert

X̃(n) ∶= (X̃(n)
1 , . . . , X̃

(n)
s )T dÐ→

n→∞
N⊗s

0,1

und somit gilt auch
s

∑
i=1

(X̃(n)
i )2 dÐ→

n→∞
χ2
s.

Das macht zumindest plausibel, dass auch

L (
s

∑
i=1

(X̃(n)
i )2 ∣ Ñn = 0) dÐ→

n→∞
χ2
s−1

gilt.

Hier sind etwas mehr Details: Sei O eine orthogonale s × s-Matrix, deren letzte Spalte uρ ist
(ergänze uρ zur ONB),

Πρ = O ⋅
⎛
⎜⎜⎜
⎝

1 0
⋱

1
0 0

⎞
⎟⎟⎟
⎠
OT

ist die (orthogonale) Projektion(smatrix) auf Hρ.
Sei Ñρ ∶= N⊗s

0,1 ○ (Πρ)−1 ,
a1, . . . , as ∈ R,A ∶= (−∞, a1] × ×(−∞, as],

qm,n ∶= P (X̃(n) ∈ A ∣Nn =m)

Es gilt
qm,n ≥ qm+1,n für m,n ∈ N

(verwende die ”natürliche“ Kopplung der Multinomialverteilungen und die spezielle Form von A),
somit für ε > 0

P (X̃(n) ∈ A ∣ Ñn ∈ [0, ε]) ≤ P (H̃(n) ∈ A) ≤ P (X̃(n) ∈ A ∣ Ñn ∈ [−ε,0])
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(denn

qn,n ≥
⌈n+ε√n⌉
∑
m=n

qm,nP (Nn =m ∣ Ñn ∈ [0, ε]) = P (X̃(n) ∈ A ∣ Ñn ∈ [0, ε])

und analog für die andere Schranke).

Setze Ỹ (n) ∶= OT X̃(n), Uε ∶= {(x1, . . . , xs)T ∈ Rs ∶ 0 ≤ xs ≤ ε} = Rs−1 × [0, ε]

P (X̃(n) ∈ A ∣ Ñn ∈ [0, ε]) = P (Ỹ (n) ∈ OTA ∣ Ỹn ∈ Uε)

=
P (Ỹn ∈ OTA ∩Uε)

P (Ỹn ∈ Uε)

Ð→
n→∞

N⊗s
0,1(OTA ∩Uε)
N⊗s

0,1(Uε)

= 1

N0,1([0, ε]) ∫
ε

0

1√
2π
e−t

2/2N⊗(s−1)
0,1 ({x ∈ Rs−1 ∶ (x, t) ∈ OTA})dt

denn mit zentralem Grenzwertsatz (Satz 5.5) und Rotationssymmetrie der s-dim. Normalverteilung
(Beispiel 2.20) folgt Ỹ (n) dÐ→

n→∞
N⊗s

0,1 . Mit ε ↓ 0 konvergiert die rechte Seite gegen Ñρ(A).

Korollar 6.32 (χ2-Anpassungstest8). Sei ϑ ∈ Θ = ∆s ∶= {(ϑ1, . . . , ϑs) ∈ [0,1]s ∶ ϑ1 +⋯+ ϑs = 1},
unter Pϑ sei (H1, . . . ,Hs) ∼ Multn;ϑ1,...,ϑs .

Sei ρ ∈ ∆s,

D ∶=
s

∑
i=1

(Hi − nρi)2

nρi
,

α ∈ (0,1), q das (1 − α)-Quantil der χ2
s−1-Verteilung.

Der Test von H0 ∶ {ϑ = ρ} gegen H1 ∶ {ϑ ≠ ρ} mit Ablehnungsbereich {D > q} hat (asymptoti-
sches) Niveau α.

Dies folgt aus Satz 6.31. Satz 6.31 macht allerdings keine Aussage darüber, wie großn sein sollte, da-
mit die Approximation plausibel ist. Eine oft zitierte Faustregel (für die Gültigkeit derχ2-Approximation)
ist nρi ≥ 5 für alle i.

Beispiel 6.33 (Mendels Erbsenexperimente9). Betrachte zwei Merkmale: Farbe: grün (rezessiv) vs.
gelb (dominant), Form: rund (dominant) vs. runzlig (rezessiv)

Beim Kreuzen von Doppelhybriden erwarten wir folgende Phänotypwahrscheinlichkeiten unter
Mendel’scher Segregation (”rund“ und ”gelb“ sind jeweils dominant, n = 556 Versuche):

Typ rund/gelb rund/grün kantig/gelb rund/gelb
Anteil 9/16 3/16 3/16 1/16

Erwartete Anzahl 315 104,25 104,25 34,75
beobachtet 315 108 101 32

8von Karl Pearson (1857–1936) im Jahr 1900 vorgeschlagen
9Gregor Mendel, 1822–1884; G. Mendel, Versuche über P�anzenhybriden, Verhandlungen des naturforschenden Ver-

eines in Brünn, Bd. IV für das Jahr 1865, Abhandlungen: 3–47, (1866).
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Wir �ndenD ≊ 0,47,χ2
3([0,0.47]) ≊ 0,075, einχ2-Test zum 1%-Niveau lehntH0 nicht ab (und

auch zu ”nahezu egal welchem Niveau“ nicht). Insoweit passen die Daten sehr gut zu den theoreti-
schen Häu�gkeiten.

Beispiel. Wir vermuten, dass ein gegebener sechsseitiger Würfel unfair ist und möchten dies auf dem
5%-Niveau testen. Bei 120-maligem Würfeln �nden wir folgende Häu�gkeiten:

i 1 2 3 4 5 6
hi 13 12 20 18 26 31

Es ist D ≊ 13,7, das 95%-Quantil der χ2
5-Verteilung ist ≊ 11,07, wir können die Nullhypothese ”ϑ =

(1/6,1/6,1/6,1/6,1/6,1/6)“ also auf dem 5%-Niveau ablehnen.

> w <- c(13,12,20,18,26,31)

> chisq.test(w,p=c(1/6,1/6,1/6,1/6,1/6,1/6))

Chi-squared test for given probabilities

data: w

X-squared = 13.7, df = 5, p-value = 0.01763

Exkurs: χ2-Test auf Homogenität (auch: ”auf Unabhängigkeit“)

In einem Experiment werden zwei ”Merkmale“ beobachtet, wobei das erste Merkmalaund das zweite
Merkmal b viele Ausprägungen besitzt (also insgesamt s = a ⋅ bmögliche Ausgänge).

Unter n u.a. Wiederholungen werde hij mal Ausgang (i, j) beobachtet (i ∈ {1,2, . . . , a}, j ∈
{1,2, . . . , b}), man fasst die Beobachtungen in einer a × b-Kontingenztafel zusammen:

i
j 1 2 3

1 h11 h12 h13 h1⋅
2 h21 h22 h23 h2⋅

h⋅1 h⋅2 h⋅3 h⋅⋅ = n

mit Zeilensummenhi⋅ = ∑b
j=1 hij , Spaltensummenh⋅j = ∑a

i=1 hij und Gesamtsummeh⋅⋅ = ∑a
i=1∑b

j=1 hij =
n.

Wir fassen die beobachteten Häu�gkeiten als Realisierungen einer

multinomial(n, (ϑij)i=1,...,a;j=1,...,b)-verteilten ZV (Hij)i=1,...,a;j=1,...,b

auf, wobei
(ϑij)i=1,...,a;j=1,...,b ein a ⋅ b-dimensionaler Vektor von Wahrscheinlichkeitsgewichten ist.

Passen die Beobachtungen zur Nullhypothese, dass

ϑij = ηi ⋅ ρj, für i = 1, . . . , a, j = 1, . . . , b

mit (ηi)i=1,...,a, (ρj)j=1,...,b gewissen a- bzw. b-dimensionalen Vektoren von Wahrscheinlichkeitsge-
wichten?
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Wir bilden
ϑ̂i⋅ =

Hi⋅
n
, ϑ̂⋅j =

H⋅j

n

und die Teststatistik

D =
a

∑
i=1

b

∑
j=1

(Hij − nϑ̂i⋅ϑ̂⋅j)2

nϑ̂i⋅ϑ̂⋅j

Bericht 6.34. Unter H0 : ”(ϑij)i=1,...,a;j=1,...,b hat Produktform“ ist D (approximativ) χ2
(a−1)(b−1)-

verteilt.

Wir würden alsoH0 zum Niveauα ablehnen, falls der beobachtete Wert größer ist als das (1−α)-
Quantil der χ2-Verteilung mit (a − 1)(b − 1) Freiheitsgraden.

Das Simpson-Paradoxon

Durch Zusammenfassen von Gruppen können sich (scheinbare) statistische Trends in ihr Gegenteil
verkehren. Dieses Phänomen heißt Simpson-Paradoxon oder Yule-Simpson-E�ekt10.

Beispiel (Zulassungsstatistik der UC Berkeley 1973). Im Herbst 1973 haben sich an der Universität
Berkeley 12763 Kandidaten für ein Studium beworben, davon 8442 Männer und 4321 Frauen. Es kam
zu folgenden Zulassungszahlen:

Aufgenommen Abgelehnt
Männer 3738 4704
Frauen 1494 2827

Demnach betrug die Zulassungsquote
bei den Männern 3738

8442 ≈ 44%, bei den Frauen nur 1494
4321 ≈ 35%.

Ein χ2-Test auf Homogenität (z.B. mit R) zeigt, dass eine solche Unverhältnismäßigkeit nur mit
verschwindend kleiner Wahrscheinlichkeit durch ”reinen Zufall“ entsteht:

> berkeley <- matrix(c(3738,1494,4704,2827),nrow=2)

> berkeley

[,1] [,2]

[1,] 3738 4704

[2,] 1494 2827

> chisq.test(berkeley,correct=FALSE)

Pearson’s Chi-squared test

data: berkeley

X-squared = 111.2497, df = 1, p-value < 2.2e-16

Dieser Fall hat einiges Aufsehen erregt, s.a. P.J. Bickel, E.A. Hammel, J.W. O’Connell, Sex Bias in
Graduate Admissions: Data from Berkeley, Science 187, no. 4175, 398–404, (1975).

Das Ungleichgewicht verschwindet, wenn man die Zulassungszahlen nach Departments aufspal-
tet:

10nach Edward H. Simpson, *1922 und George Udny Yule, 1871–1951
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Es stellt sich heraus, dass innerhalb der Departments die Aufnahmewahrscheinlichkeiten nicht
signi�kant vom Geschlecht abhängen, aber sich Frauen häu�ger bei Departments mit (absolut) nied-
riger Aufnahmequote beworben haben als Männer – dies ist ein Beispiel für das Simpson-Paradox.

Die genauen nach Departments aufgeschlüsselten Bewerber- und Zulassungszahlen sind leider
nicht ö�entlich zugänglich (siehe aber Abb. 1 in Bickel et. al, loc. cit., für eine gra�sche Aufbereitung
der Daten, die den Simpson-E�ekt zeigt).

Bickel et. al demonstrieren das Phänomen mittels eines hypothetischen Beispiels:

Aufgenommen Abgelehnt
Department of machismathics

Männer 200 200
Frauen 100 100

Department of social warfare
Männer 50 100
Frauen 150 300

Gesamt
Männer 250 300
Frauen 250 400
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Kapitel 7

Markovketten

Beispiel 7.1. Eine faire Münze wird solange geworfen, bis entweder das Muster KKK (=̂ Sieg von
Spieler A) oder das MusterZKZ (=̂ Sieg von Spieler B) gefallen ist.

P (Sieg A) =?

Aus der Problemstellung ergibt sich, dass es genügt, sich die Ergebnisse der beiden letzten Münzwürfe
zu merken, mögliche Zustände:

○

K

Z

KK

ZK

KKK

ZKZ

1
2

1
2

1
2

1
2

1
2

1
2

1
2

1
2

1
2

1
2

(Wir stellen uns vor, ein ”Spielstein“ springt zufällig auf diesem Graph herum, beginnend im Knoten

”○“, indem er in jedem Schritt zufällig einem der vom aktuellen Knoten ausgehenden Pfeile folgt (mit
der daran angegebenen Wahrscheinlichkeit, und die Wahl ist unabhängig von den bis dahin getro�e-
nen Entscheidungen).

Seiw(x) = P (A gewinnt von Zustand x aus), zerlege nach dem ersten Schritt:

w(KK) = 1

2
+ 1

2
w(Z),

w(ZK) = 1

2
w(KK),

w(K) = 1

2
w(KK) + 1

2
w(Z),

w(Z) = 1

2
w(Z) + 1

2
w(ZK)
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mit Lösungw(KK) = 2
3 ,w(K) = 1

2 ,w(Z) = 1
3 = w(ZK),

P (A gewinnt) = w(○) = 1

2
w(K) + 1

2
w(Z) = 5

12
.

De�nition 7.2. Sei S abzählbare Menge (S ≠ ∅).

1. A = (ax,y)x,y∈S heißt eine stochastische Matrix (über S), wenn gilt

ax,y ≥ 0 für alle x, y ∈S und ∑
y∈S

ax,y = 1 für alle x ∈S.

2. Eine Folge X = (Xn)n∈N0 von Zufallsvariablen mit Werten in S heißt eine Markovkette1 (mit
Zustandsraum S und ÜbergangsmatrixA), wenn

P (Xn+1 = y ∣X0 = x0, . . . ,Xn−1 = xn−1,Xn = x) = P (Xn+1 = y ∣Xn = x) = ax,y

für alle n ∈ N, x0, . . . , xn−1, x, y ∈ S mit P (X0 = x0, . . . ,Xn = x) > 0 gilt.

Die Verteilung vonX0 heißt die Startverteilung (vonX).

Die entscheidende Eigenschaft ist, dass der (bzw. die Verteilung des) ”neue“ ZustandXn+1 nur vom
direkt vorhergehendenXn abhängt, nicht von der ”gesamten Vorgeschichte“ X0,X1, . . . ,Xn – dies
nennt man auch die ”Gedächtnislosigkeit“ einer Markovkette (s.a. Beob. 7.3, 3. unten).

Beispiele.

1. X0,X1, . . . u.i.v. mit Xi ∼ ν (ν ist ein W’maß auf S) sind (trivialerweise) eine Markovkette,
mit ax,y = ν({y}).

2. (Irrfahrt) Y1, Y2, . . . u.i.v. mit Werten in Zd, Yi ∼ ν,

Xn ∶= Y1 +⋯ + Yn, n ∈ N (undX0 ∶= 0).

(Xn)n∈N0 ist eine Markovkette, ax,y = ν({y − x}):

Für x0 = 0, x1, . . . , xn ∈ Zd ist

P (X0 = x0,X1 = x1, . . . ,Xn = xn) = P (Y1 = x1, Y2 = x2 − x1, . . . , Yn = xn − xn−1)

=
n

∏
i=1

P (Yi = xi − xi−1) =
n

∏
i=1

ν({xi − xi−1})

3. (Pólya-Urne, vgl. Bsp. 2.7) Sn = Anz. schwarze, Wn = Anz. weiße Kugeln in der Pólya-Urne
nach n Zügen,Xn ∶= (Sn,Wn) mit Werten in N2 (undX0 = (1,1), sagen wir).
(Xn)n ist Markovkette, für x = (xs, xw), y = (ys, yw) ∈ N2 ist

ax,y =
⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩

xs
xs+xw , wenn ys = xs + 1, yw = xw,
xw

xs+xw , wenn ys = xs, yw = xw + 1,

0, sonst.
1zu Ehren von Andrei Andreyevich Markov, 1852–1922 benannt
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4. Das ”Problem der Punkte“ aus Kapitel 0 ist eine Variation über 2. mit S = Z2, ν = 1
2δ(0,1) +

1
2δ(1,0).

Beobachtung 7.3. 1. SeiX = (Xn)n∈N0 eine Folge von ZVn mit Werten inS.S ist eine Markov-
kette mit ÜbergangsmatrixA und Startverteilung µ g.d.w.

∀n ∈ N, x0, . . . , xn ∈ S ∶ P (X0 = x0,X1 = x1, . . . ,Xn = xn) = µ({x0})
n

∏
i=1

axi−1,xi .

(”⇐“ per Inspektion, für ”⇒“ beachte

P (X0 = x0,X1 = x1, . . . ,Xn = xn)
= P (Xn = xn ∣X0 = x0, . . . ,Xn−1 = xn−1)
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶

=axn−1,xn

P (X0 = x0, . . . ,Xn−1 = xn−1)

= ⋯ = axn−1,xnaxn−2,xn−2⋯ax0,x1P (X0 = x0)

sofern die linke Seite > 0 ist.)

2. Zu jeder Übergangsmatrix A und Startverteilung µ (auf einer abzählbaren Menge S) gibt es
eine Markovkette mit dieser Übergangsmatrix und dieser Startverteilung: Dies folgt aus Be-
richt 2.10 (Konstruktion von W’maßen auf unendlichen Produkträumen), setze dort p1 = µ
und pk∣ω1,...,ωk−1(ωk) = aωk−1,ωk .
Man schreibt oft Pµ (und Eµ für Erwartungswerte unter Pµ), wenn L (X0) = µ, um die
Startverteilung einer Markovkette zu betonen, im Fall µ = δx mit einem x ∈ S auch Px und
Ex.

3. (”Markov-Eigenschaft“) Für jede Markovkette (Xn)n, n,m ∈ N0,B ⊂ Sn+1,B′ ⊂ Sm+1 und
x ∈ S gilt

P ((Xn,Xn+1, . . . ,Xn+m) ∈ B′ ∣ (X0, . . . ,Xn) ∈ B,Xn = x)
= Px((X0,X1, . . . ,Xm) ∈ B′)

(sofern P ((X0, . . . ,Xn) ∈ B,Xn = x) > 0),
denn für x0, x1, . . . , xn, x, y0, y1, . . . , ym ∈ S (mit xn = x = y0, sonst ergibt sich = 0) ist nach
1.

P (X0 = x0, . . . ,Xn−1 = xn−1,Xn = xn, Xn = x, Xn = y0,Xn+1 = y1, . . . ,Xn+m = ym)
= ⋯ = P (X0 = x0, . . . ,Xn−1 = xn−1,Xn = xn, Xn = x)Px(X0 = y0,X1 = y1, . . . ,Xm = ym).

Summiere dies über alle (x0, x1, . . . , xn) ∈ B, (y0, y1, . . . , ym) ∈ B′, so folgt

P ((X0, . . . ,Xn) ∈ B,Xn = x, (Xn,Xn+1, . . . ,Xn+m ∈ B′)
= P ((X0, . . . ,Xn) ∈ B,Xn = x)Px((X0,X1, . . . ,Xm) ∈ B′).

Anschaulich gesprochen sind bedingt auf die ”Gegenwart“ (den Zustand Xn zur Zeit n) die

”Zukunft“ (das Pfadstück (Xn,Xn+1, . . . ,Xn+m)) und die ”Vergangenheit“ (das Pfadstück
(X0,X1, . . . ,Xn)) unabhängig.
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Korollar 7.4. SeiX = (Xn)n Markovkette mit ÜbergangsmatrixA = (ax,y)x,y∈S und

a
(n)
x,y = Px(Xn = y), x, y ∈ S

die n-Schritt-Übergangswahrscheinlichkeit (für n ∈ N0).
Dann gilt

a
(n+m)
x,z = ∑

y∈S
a
(n)
x,y a

(m)
y,z , x, z ∈ S, m,n ∈ N0, (7.1)

denn Px(Xn+m = z) = ∑
y∈S

Px(Xn = y,Xn+m = z) = ∑
y∈S

Px(Xn = y)Py(Xm = z).

Insbesondere istAn = (a(n)x,y ),y∈S gegeben durch

An = A ⋅A ⋅ ⋯ ⋅A´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
n Faktoren

, das n-fache Matrixprodukt vonAmit sich selbst.

Das System von Gleichungen (7.1) heißt die Chapman-Kolmogorov-Gleichungen2.

Beispiel 7.5 (Gewöhnliche Irrfahrt auf Z). Sei p ∈ [0,1], S = Z,

ax,y =
⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩

p, y = x + 1,

1 − p, y = x − 1,

0, sonst

Es ist

a
(n)
x,y = a(n)0,y−x =

⎧⎪⎪⎪⎨⎪⎪⎪⎩

( n
n+y−x

2

)p(n+y−x)/2(1 − p)(n−y+x)/2, wenn y − x ≡ n (mod 2) und ∣y − x∣ ≤ n,

0, sonst

Man kann per Induktion prüfen, dass dies aus den Chapman-Kolmogorov-Gleichungen folgt:

a
(n)
0,z = ∑

y

a
(n−1)
0,y ay,z = a(n−1)

0,z−1 ⋅ p + a
(n−1)
0,z+1 ⋅ (1 − p),

alternativ (und zum Argumentieren vielleicht angehmer) stelle die Markovkette X mit Übergangs-
matrixA dar als

Xn = Y1 +⋯ + Yn mit Yi u.i.v., P (Y1 = +1) = p = 1 − P (Y1 = −1),

um von 0 nach y − x in n Schritten zu gelangen, muss man

k = n + y − x
2

Schritte der Größe +1 machen und n − k = n − y + x
2

Schritte der Größe −1.

Es gibt (nk) Wahlen, welche k der n Schritte die +1-Schritte sein sollen, jede solche Wahl hat W’keit
pk(1 − p)n−k

(Wir sehen hier ein Beispiel für einen Periodene�ekt: Man kann gerade Zustände x ∈ 2Z nur zu
geraden Zeiten besuchen.)

2Andrey Nikolaevich Kolmogorov, 1903–1987 ; Sydney Chapman, 1888–1970
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7.1 Tre�wahrscheinlichkeiten und erwartete Eintrittszeiten
SeiX = (Xn)n∈N0 Markovkette mit Zustandsraum S und ÜbergangsmatrixA, fürB ⊂ S sei

TB ∶= min{n ∈ N0 ∶Xn ∈ B}

die (erste) Tre�zeit vonB undXTB der Ort des ersten Besuchs inB.

Für z ∈ B sei
hz(x) ∶= Px(TB < ∞,XTB = z)

Satz 7.6. hz ist die kleinste nicht-negative Lösung von

⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩

f(x) = 1{x=z}, x ∈ B,

f(x) = ∑
y

ax,yf(y), x ∈ S ∖B. (7.2)

In Matrixschreibweise lautet die zweite Zeile von (7.2) f(x) = Af(x), x ∈ S ∖B.
Man sagt dazu auch: f ist ”harmonisch“ (bezgl.A) auf S ∖B.

Beweis. O�enbar gilt hz(x) = 1{x=z} für x ∈ B, für x ∈ S ∖B ist

Px(TB < ∞,XTB = z) = ∑
y∈S

Px(X1 = y, TB < ∞,XTB = z)

= ∑
y∈S

Px(X1 = y)Py(TB < ∞,XTB = z) = ∑
y∈S

ax,yhz(y)

(wobei wir in der zweiten Gleichung die Markov-Eigenschaft, Beob. 7.3, 3. verwendet haben), d.h.
hz(⋅) löst (7.2).

Sei f ∶ S → [0,∞) eine Lösung von (7.2), zeige induktiv (über n):

∀x ∈ S ∶ Px(TB ≤ n,XTB = z) ≤ f(x) (7.3)

Für x ∈ B gilt (7.2) o�enbar stets, ebenso für n = 0.
Sei (7.2) für n erfüllt, betrachte ein x ∈ S ∖B:

Px(TB ≤ n + 1,XTB = z) = ∑
y∈S

Px(X1 = y, TB ≤ n + 1,XTB = z)

= ∑
y∈S

Px(X1 = y)Py(TB ≤ n,XTB = z)
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶

≤f(y) n. Vor.

≤ ∑
y∈S

ax,yf(y) = f(x)

wobei wir für die letzte Gleichung verwenden, dass f (7.2) löst. Mit n→∞ in (7.3) folgt hz ≤ f .

Bemerkung. Für die Untersuchung in Satz 7.6 könnten wir die Zustände x ∈ B absorbierend ma-
chen, d.h. übergehen zu

Ã = (ãx,y)x,y∈S mit ãx,y =
⎧⎪⎪⎨⎪⎪⎩

ax,y, x /∈ B
1{y=x}, x ∈ B

Es ergibt sich damit dieselbe Lösung.
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Bemerkung 7.7 (Stochastische Lösung eines diskreten Dirichlet-Problems). In der Situation von
Satz 7.6 sei ∣S∣ < ∞, ∅ ≠ B ⊂ S, es gelte

∀x ∈ S ∶ Px(TB < ∞) > 0

Dann ist für jedes g ∶ B → R das (lineare) Gleichungssystem

⎧⎪⎪⎨⎪⎪⎩

Af(x) = f(x), x ∈ S ∖B
f(x) = g(x), x ∈ B (7.4)

mit Af(x) ∶= ∑y∈S ax,yf(y) eindeutig lösbar (und nach Satz 7.6 bzw. einer leichten Erweiterung
davon gegeben durch f(x) = Ex[g(XTB)]).

Beweis. Sei âx,y ∶= 1S∖B(x)ax,y, Â = (âx,y)x,y∈S , ĝ(x) = 1B(x)g(x), so ist (7.4) (in Matrixschreib-
weise)

(IS − Â)f = ĝ
(mit Is = (δx,y)x,y∈S der Identitätsmatrix auf S) also ist

f = (IS − Â)−1
ĝ

Beachte: (IS − Â)−1 = ∑∞
n=0 Â

n, die Reihe konvergiert, denn âx,y ≥ 0 und nach Voraussetzung ist
für ein n0 ∈ N und ein δ ∈ (0,1)

sup
x∈S

∑
y∈S

â
(n)
x,y ≤ 1 − δ für n ≥ n0,

demnach sind die Einträge von Ân0+k nicht-negativ und beschränkt durch (1 − δ)k.

Beispiel 7.8. 1. (Symmetrische gewöhnliche Irrfahrt auf Z, Rückkehr zur 0)
Betrachte (Xn) aus Bsp 7.5 mit p = 1/2

Sei T0 ∶= inf{n ∈ N0 ∶Xn = 0}, so gilt

Px(T0 < ∞) = 1 für jedes x ∈ Z.

Die Funktion h0(x) ∶= Px(T0 < ∞) löst nach Satz 7.6

h0(0) = 1, h0(x) =
1

2
h0(x − 1) + 1

2
h0(x + 1), x ≠ 0,

d.h. die Werte h0(x) liegen auf einer Geraden mit h0(0) = 1, wegen 0 ≤ h0(x) ≤ 1∀x ∈ Z folgt
h0(x) ≡ 1.

2. (”Ruinproblem des Glücksspielers“)
Seien b, c ∈ N, S ∶= {−b − b + 1, . . . ,0,1, . . . , c}, p ∈ (0,1),

ax,y =

⎧⎪⎪⎪⎪⎪⎪⎪⎨⎪⎪⎪⎪⎪⎪⎪⎩

p, y = x + 1 ≤ c,
1 − p, y = x − 1 ≥ −b,
1, y = x = −b oder y = x = c,
0, sonst
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Wir interpretieren die zugehörige Markovkette (Xn) als (kumlierten) Gewinnprozess in einem (ite-
rierten) Münzwurfspiel:

Gewinne 1AC bei Kopf (W’keit p), verliere 1AC bei Zahl (W’keit 1−p), spiele solange, bis entweder
cAC gewonnen (”Sieg“) oder bAC verloren (”Ruin“).

hc(x) ∶= Px(T{c} < ∞) löst

hc(c) = 1, hc(−b) = 0, hc(x) = phc(x + 1) + (1 − p)hc(x − 1), −b < x < c,

die Lösung ist für p ≠ 1/2

hc(x) =
(q/p)x − (q/p)−b
(q/p)c − (q/p)−b mit q ∶= 1 − p

und für p = 1/2

hc(x) =
x + b
c + b .

Analog �ndet man

Px(T{−b} < ∞) = (q/p)c − (q/p)x
(q/p)c − (q/p)−b = 1 − Px(T{c} < ∞)

(bzw.Px(T{−b} < ∞) = (c−x)/(c+b) für p = 1/2), es gilt alsoPx(T{−b,c} < ∞) = 1, das Spiel endet
mit Sicherheit in endlicher Zeit.

Erwartete Eintrittszeiten

Man kann für eine Markovkette die erwartete Zeit bis zum Besuch eines gewissen Zustands in ähnli-
cher Weise bestimmen wie die Auftre�wahrscheinlichkeiten.

Bericht 7.9. (In der Situation von Satz 7.6) sei g(x) = Ex[TB]. g ist die kleinste nicht-negative
Lösung von

⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩

f(x) = 0, x ∈ B,

f(x) = 1 +∑
y

ax,yf(y), x ∈ S ∖B (7.5)

(wobei die Summe∑y ax,yf(x) möglicherweise divergieren kann).

Man kann den Beweis analog zu dem Satz 7.6 führen; Bem. 7.7 zur Eindeutigkeit gilt entspre-
chend.

Beispiel 7.10. Sei (Xn) symm. gew. Irrfahrt aufZ (startend inX0 = 0), vgl. Beispiel 7.5 (und Bsp. 7.8).
Es ist

E0[T{1}] = 1 + 1

2
⋅ 0 + 1

2
E−1[T{1}],

andererseits ist
E−1[T{1}] = E−1[T{0}]

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
=E0[T{1}]

+E0[T{1}] = 2E0[T{1}].

Somit ist E0[T{1}] = 1 +E0[T{1}], was E0[T{1}] = +∞ erzwingt.
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7.2 Gleichgewichte
De�nition 7.11. Sei X = (Xn)n Markovkette auf S mit Übergangsmatrix A. Ein W’maß π auf S
heißt ein Gleichgewicht fürX (bzw. fürA), wenn gilt

Pπ(X1 = x) = π(x) für alle x ∈ S.

(Wir schreiben hier und im Folgenden abkürzend π(x) für π({x})).
Da Pπ(X1 = x) = ∑y∈S π(y)ay,x, ist dies gleichbedeutend mit

πA = π, d.h. π ist links-Eigenvektor vonA zum Eigenwert 1.

Es gilt dann auch π = πAn, Pπ(Xn = x) = π(x) für n ∈ N.

De�nition 7.12. A = (ax,y)x,y∈S heißt irreduzibel, wenn es

für alle x, y ∈ S ein n = n(x, y) gibt mit a(n)x,y > 0.

Die zugehörige Markovkette kann also von jedem Startzustand x aus jeden anderen Zustand y mit
positiver Wahrscheinlichkeit (irgendwann) erreichen.

Satz 7.13. Sei ∣S∣ < ∞,A irreduzibel, dann gibt es genau ein Gleichgewichtπ fürA. π erfüllt π(x) > 0
für alle x ∈ S.

Beweis. Existenz: Wähle x0 ∈ S.

an ∶= ( 1

n

n−1

∑
j=0

a
(j)
x0,x)

x∈S
ist ein Vektor in [0,1]S.

Wähle mit Satz von Bolzano-Weierstraß ([0,1]S ist kompakt) eine konvergente Teilfolge nk ↗k→∞
∞,

π(x) ∶= lim
k→∞

1

nk

nk−1

∑
j=0

a
(j)
x0,x, x ∈ S

ist ein Gleichgewicht:

πA(x) = ∑
y∈S

( lim
k→∞

1

nk

nk−1

∑
j=0

a
(j)
x0,y)ay,x

= lim
k→∞

1

nk

nk−1

∑
j=0

∑
y∈S

a
(j)
x0,yay,x = lim

k→∞

1

nk

nk−1

∑
j=0

a
(j+1)
x0,x

= lim
k→∞

1

nk

nk−1

∑
j=0

a
(j)
x0,x + lim

k→∞

1

nk
(a(nk)x0,x − a(0)x0,x) = π(x).

Zeige π(x) > 0 für alle x ∈ S:
Wähle x̃ ∈ S mit π(x̃) > 0. Für x ∈ S gibt es nach Voraussetzung ein n (= n(x̃, x)) mit a(n)x̃,x > 0,

somit
π(x) = πAn(x) = ∑

y∈S
π(y)a(n)y,x ≥ π(x̃)a(n)x̃,x > 0.
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Eindeutigkeit: Sei π̃ ebenfalls ein Gleichgewicht, wähle x0 ∈ S mit

π̃(x0)
π(x0)

= max{ π̃(x)
π(x) ∶ x ∈ S} =∶ λ,

setze ν ∶= λπ − π̃. Dann gilt νA = ν, ν(x0) = 0, ν(x) ≥ 0 für x ∈ S.
Gäbe es ein x̃ ∈ S mit ν(x̃) > 0, so wäre (mit Argument wie oben) ν(x) > 0 für alle x ∈ S, im

Widerspruch zu ν(x0) = 0. Folglich gilt ν ≡ 0, d.h. π = π̃.

De�nition 7.14. Eine Markovkette X auf S (bzw. eine Übergangsmatrix A = (ax,y)x,y∈S) heißt
aperiodisch, wenn es ein n0 ∈ N gibt mit

a
(n)
x,x > 0 für alle x ∈ S,n ≥ n0.

Beispiel.

1

2

3

1

2

3

4

aperiodisch periodisch (mit Periode 2)

Satz 7.15. ∣S∣ < ∞,A irreduzibel und aperiodisch, (Xn)n Markovkette mit ÜbergangsmatrixA und
Startverteilung µ. Dann gilt

für alle x ∈ S ∶ Pµ(Xn = x) Ð→
n→∞

π(x),

wobei π das (eindeutige) Gleichgewicht zuA ist.

Beweis. Wir konstruieren eine Folge von S × S-wertigen ZVn (Xn,X ′
n)n∈N0 mit

1. (Xn) istA-Markovkette mit Startverteilung µ
(X ′

n) istA-Markovkette mit Startverteilung π

2. P (Xn ≠X ′
n) Ð→n→∞0.

Damit ergibt sich

µAn(x) = P (Xn = x) = P (Xn = x,Xn =X ′
n) + P (Xn = x,Xn ≠X ′

n)
= P (X ′

n = x)
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶

=π(x)

−P (X ′
n = x,Xn ≠X ′

n)
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶

≤P (Xn≠X′
n)→0

+P (Xn = x,Xn ≠X ′
n)

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
≤P (Xn≠X′

n)→0

Ð→
n→∞

π(x)

Wir werden (Xn,X ′
n)n mit den geforderten Eigenschaften als eine Markovkette auf S × S konstru-

ieren: Sei Ã Übergangsmatrix auf S × S:

ã(x,x′),(y,y′) =
⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩

ax,yax′,y′ , wenn x ≠ x′,
ax,y, wenn x = x′ und y = y′,
0, wenn x = x′ und y ≠ y′.
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Man prüft, dass dies eine Übergangsmatrix ist und dass die Marginalverteilungen stimmen (d.h. jede
Koordinate ist für sich eine Markovkette mit ÜbergangsmatrixA).

Wir konstruieren (Xn,X ′
n)n folgendermaßen:

Sei Y = (Yn)n (A,µ)-MK, Y ′ = (Y ′
n)n (A,π)-MK, Y und Y ′ seien unabhängig.

Setze T ∶= inf{n ≥ 0 ∶ Yn = Y ′
n},Xn = Yn,X ′

n =
⎧⎪⎪⎨⎪⎪⎩

Y ′
n für n < T
Yn für n ≥ T

((Xn,X ′
n)n hat tatsächlich Übergangsmatrix Ã, per Inspektion).

Nach Voraussetzung gibt es n0 ∈ N, y0 ∈ S, δ > 0 so dass

∀ y ∈ S ∶ a(n0)
y,y0 ≥ δ.

Somit

P (Xn0 ≠X ′
n0
) ≤ P (Yn0 ≠ y0 oder Y ′

n0
≠ y0) = 1 − P (Yn0 = y0)P (Y ′

n0
= y0) ≤ 1 − δ2.

Analog liefert die Markov-Eigenschaft für k ∈ N, x,x′ ∈ S

P (Xn0k ≠X ′
n0k

∣Xn0(k−1) = x,X ′
n0(k−1) = x′) ≤ 1 − δ2,

Iteration zeigt
P (Xn0k ≠X ′

n0k
) ≤ (1 − δ2)k Ð→

k→∞
0.

Nach Konstruktion ist n↦ P (Xn ≠X ′
n) nicht-wachsend, daher folgt die Behauptung.

Beispiel 7.16 (Ehrenfest-Modell3). dTeilchen sind verteilt auf einen linken und einen rechten Behälter,
in jedem Schritt wechselt ein rein zufällig ausgewähltes Teilchen von seinem aktuellen in den anderen
Behälter. SeiXn = Anz. Teilchen im linken Behälter nach n Schritten.

(Xn)n ist Markovkette auf {0,1, . . . , d} mit Übergangsmatrix

ax,y =
⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩

(d − x)/d, y = x + 1 ≤ d,
x/d, y = x − 1 ≥ 0,

0, sonst

Das Gleichgewicht ist π = Bind,1/2: Es ist

π(x)ax,x+1 = π(x + 1)ax+1,x

(und allgemein π(x)ax,y = π(y)ay,x und dies impliziert πA = π, denn dann ist ∑y π(y)ay,x =
∑y π(x)ax,y = π(x)∑y ax,y = π(x)).

De�nition und Beobachtung 7.17. Eine Markovkette X auf S (bzw. ihre Übergangsmatrix A =
(ax,y)x,y∈S) heißt reversibel (bezüglich π), wenn gilt

π(x)ax,y = π(y)ay,x für alle x, y ∈ S (”detaillierte Balancegleichung“)

Dann ist π ein Gleichgewicht fürX und es gilt für n ∈ N, x0, x1, . . . , xn ∈ S

Pπ(X0 = x0,X1 = x1, . . . ,Xn−1 = xn−1,Xn = xn) = Pπ(X0 = xn,X1 = xn−1, . . . ,Xn−1 = x1,Xn = x0)
3Paul Ehrenfest, 1880–1933; Tatjana Ehrenfest(-Afanasyeva), 1876–1946
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Satz 7.18. SeiX = (Xn) Markovkette auf S mit ÜbergangsmatrixA,

τx ∶= inf{n ≥ 1 ∶Xn = x}

der Zeitpunkt des ersten Besuchs bzw. bei Start in x der ersten Rückkehr nach x. Für x ∈ S sind äqui-
valent:

1. Ex[τx] < ∞.

2. Es gibt ein Gleichgewicht π mit π(x) > 0.

Beweis. ”1.⇒ 2.“ : Sei

ρ(y) ∶= Ex[
τx−1

∑
n=0

1{Xn=y}

´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
≤τx

] (< ∞) für y ∈ S,

es gilt
ρ(y) = ∑

z∈S
ρ(z)az,y,

denn

∑
z∈S

ρ(z)az,y = ∑
z∈S

Ex[
∞
∑
n=0

1{Xn=z,τx>n}]az,y

= ∑
z∈S

∞
∑
n=0

Px(Xn = z, τx > n)az,y
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
=Px(τx>n,Xn=z,Xn+1=y)

=
∞
∑
n=0

Px(τx > n,Xn+1 = y)

= Ex[
τx

∑
n=1

1{Xn=y}] = ρ(y).

Weiter ist

∑
y∈S

ρ(y) = ∑
y∈S

∞
∑
n=0

Px(Xn = y, τx > n) =
∞
∑
n=0

Px(τx > n) = Ex[τx] < ∞,

d.h. π(y) ∶= ρ(y)
Ex[τx]

, y ∈ S leistet das Gewünschte.

”2.⇒ 1.“ : Für ` ∈ N gilt

Ey[τx ∧ (` + 1)] = 1 + ∑
z∈S, z≠x

ay,zEz[τx ∧ `], y ∈ S

(zerlege gemäß dem ersten Sprung, analog zu obigem), Sei π Gleichgewicht mit π(x) > 0 :

∑
y∈S

π(y) Ey[τx ∧ `]
´¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¸¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¹¶
≤Ey[τx∧(`+1)]

≤ 1 +∑
z≠x

π(z)Ez[τx ∧ `],

d.d. π(x)Ex[τx ∧ `] ≤ 1. Mit `→∞ folgt π(x)Ex[τx] ≤ 1 , also

Ex[τx] ≤
1

π(x) < ∞.
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Korollar 7.19. WennX (in der Situation von Satz 7.18) ein eindeutiges Gleichgewicht besitzt, so gilt

Ex[τx] =
1

π(x) für x ∈ S.

Für das Ehrenfest-Modell (Bsp. 7.16) mit dKugeln ist

E0[τ0] =
1

Bind,1/2({0}) = 2d.

Beispiel 7.20 (Erneuerungskette). Sei m ∈ N, ν W’maß auf {1,2, . . . ,m + 1} mit ν(j) > 0 für
1 ≤ j ≤m + 1,X Markovkette auf S = {0,1,2, . . . ,m} mit Übergangsmatrix

ai,j =
⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩

ν(j + 1) i = 0 ≤ j ≤m,
1, j = i − 1,

0, sonst.

O�enbarX ist irreduzibel und aperiodisch. Mit µ ∶= ∑m+1
j=1 jν(j) ist das (eindeutige) Gleichgewicht

gegeben durch

π(x) = 1

µ
ν({x + 1, x + 2, . . . ,m + 1}), x ∈ S,

denn

π(j + 1)pj+1,j + π(0)p0,j =
1

µ
(ν({j + 2, . . . ,m + 1}) ⋅ 1 + 1 ⋅ ν(j + 1)) = π(j).

Mit Satz 7.15 folgt
Px0(Xn = x) Ð→

n→∞
π(x)

(für alle x0, x ∈ S).

Man kann X folgendermaßen darstellen: Seien T1, T2, . . . u.i.v., Ti ∼ ν, Wn ∶= T1 + ⋯ + Tn,
n ∈ N (W0 ∶= 0), dann ist

Xn ∶= inf {Wk − n ∶ k ∈ N0,Wk ≥ n}

eine Markovkette mit obiger Übergangsmatrix (Übung).
(Interpretation: Tk = Lebensdauer der k-ten ”Glühbirne“, Wj = Zeitpunkt, zu dem zum j-tem

Mal die Glühbirne ausgewechselt wird, dann istXn = ”Restlebensdauer“ der zum Zeitpunkt n bren-
nenden Glühbirne.) Wir �nden eine Version des sogenannten Erneuerungssatzes:

P (∃k ∈ N ∶ Wk = n) = P0(Xn = 0) ÐÐ→
n→∞

π(0) = 1

µ
.

Bericht. Man kann die Voraussetzungen deutlich abschwächen, tatsächlich gilt obiges auch in dem
Fall, dass ν ein W’maß auf N ist mit∑x∈N xν(x) < ∞, die Bedingung, dass ν strikt positiv ist, kann
ersetzt werden durch die Forderung ggT({x ∶ ν(x) > 0}) = 1.
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7.3 Rekurrenz und Transienz∗

SeiX = (Xn)n∈N0 Markovkette mit Zustandsraum S und ÜbergangsmatrixA.

De�nition 7.21. Ein Zustandx ∈ S heißt rekurrent, wennPx(τx < ∞) = 1 gilt, ansonsten transient.

Die Kette (Xn)n heißt rekurrent (transient), falls alle Zustände rekurrent (transient) sind.

Beispiele. 1. Die gewöhnliche Irrfahrt aufZmit Drift 2p−1 ≠ 0 (ax,x+1 = p = 1−ax,x−1) ist transient
(vgl. Bsp. 7.8, 2.), für p = 1

2 ist sie rekurrent (vgl. Bsp. 7.8, 1.).

2. ∣S∣ < ∞ undA irreduzibel, so istX rekurrent (dies folgt aus Satz 7.13 zusammen mit Satz 7.18).

Beobachtung 7.22. 1. x ∈ S rekurrent, so gilt Px(Xn = x für unendlich viele n) = 1.

2. x ∈ S transient, so gilt Pµ(Xn = x für unendlich viele n) = 0 für jede Startverteilung µ.

3. x ∈ S ist transient g.d.w.
∞
∑
n=1

Px(Xn = x) < ∞.

Beweis. Sei
Bx ∶= ∣{n ≥ 1 ∶Xn = x}∣ die Anzahl Besuche in x,

m ∈ N, µ beliebige Startverteilung. Es ist

Pµ(Bx ≥m) =
∞
∑
`=1

Pµ(X1, . . . ,X`−1 ≠ x,X` = x, Xn = x für mind.m − 1 Werte von n ≥ `)

=
∞
∑
`=1

Pµ(X1, . . . ,X`−1 ≠ x,X` = x)Px(Bx ≥m − 1)

= Pµ(τx < ∞)Px(Bx ≥m − 1)

also gilt
Pµ(Bx ≥m) = Pµ(τx < ∞)Px(τx < ∞)m−1.

Im transienten Fall (Punkt 2.) folgt

Pµ(Bx = ∞) = lim
m→∞

Pµ(Bx ≥m) = 0,

im rekurrenten Fall (Punkt 1.) folgt

Px(Bx ≥m) = Px(τx < ∞)m = 1 für jedesm ∈ N,

somit Px(Bx = ∞) = 1.

Zu 3. :

”⇐“ : Reihe endlich⇒ Px(Bx < ∞) = 1 mit Borel-Cantelli-Lemma.

”⇒“ : Nach obigem ist

Px(Bx =m) = Px(Bx ≥m) − Px(Bx ≥m + 1)
= (1 − Px(τx < ∞))Px(τx < ∞)m,
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d.h.Bx ∼ Geom1−Px(τx<∞) unter Px, also
∞
∑
n=1

Px(Xn = x) = Ex[Bx] =
1

1 − Px(τx < ∞) − 1 < ∞.

Beispiel 7.23 (Gewöhnliche symmetrische Irrfahrt auf Zd). (Xn) Markovkette auf S = Zd, Über-

gangsmatrix ax,y =
⎧⎪⎪⎨⎪⎪⎩

1
2d , falls ∣∣x − y∣∣ = 1,

0, sonst
(d.h.X springt jeweils zu einem uniform ausgewählten

(direkten) Nachbarpunkt auf dem d-dimensionalen Gitter).
X ist rekurrent für d = 1 und d = 2, transient für d ≥ 3.

Beweis. Wegen Verschiebungsinvarianz (es gilt ax,y = ax+z,y+z = a0,y−x für alle x, y, z ∈ Zd) genügt
es den Startpunkt x = 0 ∈ Zd zu betrachten.

Den Fall d = 1 haben wir bereits behandelt (Bsp. 7.8, 1.).
Der Fall d = 2: Es ist

P0(X2n = 0) = 4−2n
n

∑
k=0

( 2n

k, k, n − k,n − k)

= 4−2n(2n

n
)

n

∑
k=0

(n
k
)( n

n − k) = 4−2n(2n

n
)

2

∼ 1

πn

mit Stirling-Approximation, wegen∑n 1/n = ∞ folgt aus Beob. 7.22 Rekurrenz.
Der Fall d ≥ 3: Es ist

P0(X2n = 0) = (2d)−2n ∑
n1,...nd∈Z+
n1+⋯+nd=n

( 2n

n1, n1, n2, n2, . . . , nd, nd
)

= (2d)−2n(2n

n
) ∑

n1,...nd∈Z+
n1+⋯+nd=n

( n

n1, n2, n3, . . . , nd
)

2

denn man muss in jeder der dKoordinatenrichtungen gleich viele+1 und−1-Schritte ausführen, um
nach 2n Schritten wieder zurück in der 0 zu sein.

Mitm ∶= ⌈n/d⌉ ist

( n

n1, n2, n3, . . . , nd
) ≤ ( dm

m,m, . . . ,m
)

(denn falls ni ≤ nj − 2, so ist ( n
n1,...,ni,...,nj ,...,nd

) ≤ ( n
n1,...,ni+1,...,nj−1,...,nd

)), somit ist

P0(X2n = 0) ≤ 2−2n(2n

n
)(dm)!
(m!)d d

−n ∑
n1,...nd∈Z+
n1+⋯+nd=n

( n

n1, n2, n3, . . . , nd
)d−n

∼ 1√
πn

(2πdm)1/2

(2πm)d/2 d
dm−n

für n→∞ (und damit auchm = ⌈n/d⌉ → ∞) mit Stirling-Approximation.
Insgesamt folgt P0(X2n = 0) = O(n−d/2), für d ≥ 3 ist daher ∑∞

k=1P0(Xk = 0) < ∞, mit
Beob. 7.22 folgt Transienz.
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[Kr] U. Krengel, Einführung in die Wahrscheinlichkeitstheorie und Statistik, Vieweg 2000
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